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1 Wprowadzenie

W wigkszosci zastosowan algorytmow uczenia maszynowego, gtownym zadaniem analityka
jest odpowiednie zamodelowanie badanego problemu, w tym opracowanie odpowiedniej re-
prezentacji obiektéw opisanych w danych. Ekstrakcja cech to proces przetwarzania otrzy-
manych danych, ktéry prowadzi do uzyskania reprezentacji odpowiednio sprofilowanej do
analizowanego problemu. Przyczynia sie do poprawy wydajnosci przetwarzania informacji
i optymalizacji procesu modelowania oraz umozliwia pozyskiwanie atrybutow, ktére moga
by¢ wykorzystywane zaréwno przez ekspertéw dziedzinowych, jak i algorytmy uczenia ma-
szynowego. Wyrdznia sie dwie zasadnicze fazy tego procesu: pierwsza to konstrukcja nowych
atrybutéw (ang. feature engineering), natomiast druga to wybér najistotniejszych sposréd
uzyskanych w ten sposéb atrybutéw (ang. feature selection). Mimo tego, ze istnieje wiele
podej$é do automatyzacji procesu tworzenia i selekcji atrybutéw [18211[281/331/39], potrzeba
rozwoju metod wspierajacych interakcje z uzytkownikami, ktére uwzglednialyby wiedze
dziedzinowa pozyskiwana od ekspertow, ich doswiadczenie i preferencje, jest konsekwent-
nie wskazywana przez wielu naukowcéw jako jeden z najtrudniejszych i najwazniejszych
obszaréw badawczych [5,/41}42].

Interaktywna eksploracja danych pozwala na plynne przechodzenie od formulowania
do weryfikacji hipotez dotyczacych badanych zjawisk, poprzez odpowiednia wizualizacje
wynikéw czastkowych analiz oraz wykorzystanie tak zdobytej wiedzy w kolejnych etapach
eksploracji. Automatyzacja tego procesu wydaje sie szczegblnie ambitnym zadaniem. Juz
na poziomie postrzegania informacji napotykamy istotne réznice miedzy cztowiekiem a ma-
szyna. Lotfi Zadeh zwraca uwage, ze ludzie postrzegaja i opisuja rzeczywisto$¢ w sposéb
nieostry, podczas gdy wszelkie pomiary sa bardzo precyzyjne [62]. Rzeczywiscie, w codzien-
nych dyskusjach o pogodzie rzadko podajemy precyzyjne wartosci temperatury, ciSnienia
czy opaddéw atmosferycznych, korzystamy raczej z ogélnych okreslen, takich jak goraco,
ciepto, zimno. W przypadku danych generowanych maszynowo pojedyncze wartosci zamie-
niaja sie w cale lancuchy odczytéw numerycznych i staja sie jeszcze bardziej niezrozumialte i
trudne do interpretacji [27,36]. W tym kontekscie, jednym z wyzwan, na ktére zwraca uwage
Leslie Valiant, jest potrzeba okreslenia elementarnych blokéw obliczeniowych niezbednych
w procesie poznawczym [49).

Opisanie danych w mozliwie intuicyjny sposdb — na wyzszym poziomie abstrakcji — jest
jednym z kluczowych zalozen paradygmatu granulacji informacji (ang. inforamtion granu-
lation) [11,61]. W odniesieniu do inzynierii atrybuté\xﬂ opisujacych dane, mozemy odwotaé
sie do tzw. techniki przesuwnego okna czasowego pozwalajacej ograniczy¢ ilosé atrybutéw
poprzez zastapienie ich wysokopoziomowymi statystykami wyznaczonymi z fragmentéw ba-
danych szeregéw czasowych, ktére sa znacznie bardziej zrozumiale dla czlowieka [16]. Warto
zwroci¢ uwage, ze reprezentowanie badanych zjawisk za pomoca latwych w interpretacji,
zrozumialych cech jest wazne w wielu dziedzinach, takich jak medycyna czy wymiar spra-
wiedliwosci [6},45]. Innym waznym problemem jest mozliwo$¢ wzbogacania danych genero-
wanych maszynowo dodatkowymi atrybutami odpowiadajacymi wiedzy dziedzinowej pozy-
skiwanej od ekspertéw. W ten sposéb mozemy dostarczaé¢ do procesu uczenia maszynowego
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dodatkowych informacji na temat zachodzacych zjawisk, ktére nie sa zawarte w danych
historycznych. W jednym z analizowanych zastosowan metod uczenia maszynowego, zwia-
zanym z przewidywaniem wstrzaséw sejsmicznych w kopalniach wegla kamiennego, potacze-
nie danych maszynowych pozyskiwanych z sieci czujnikéw z atrybutami odpowiadajacymi
ocenom ekspertéw pozytywnie wplynelo na jako$¢ i niezawodno$é predykeji [23].

Przeciwstawny kierunek badan stanowia metody uczenia reprezentacji (ang. represen-
tation learning), ktére daza do uzyskania calkowitej autonomicznosci algorytméw uczenia
maszynowego i uniezaleznienia proceséw odkrywania wiedzy od interakcji z uzytkowni-
kiem [2]. W tym wypadku wejsciem do algorytmu sa nieprzetworzone dane, a odkrywanie
w nich najwazniejszych czynnikéw przyczyniajacych sie do skutecznego wnioskowania oraz
efektywne zamodelowanie badanego problemu odbywaja sie catkowicie automatycznie. Kon-
cepcje glebokich sieci neuronowych, uczenia sie zanurzen dla danych tekstowych czy nie-
nadzorowanego wstepnego trenowania modeli stanowia znaczace przyktady sukceséw w tej
dziedzinie [7,44]. Pokrewnym kierunkiem badan sa réwniez metody redukcji wymiaru (ang.
dimensionality reduciton), takie jak analiza gléwnych sktadowych czy skalowanie wielowy-
miarowe. Umozliwiaja one przedstawienie otrzymanych obserwacji w nowej przestrzeni o
zadanym wymiarze, nizszym niz w przypadku oryginalnych danych |19]. Pozwala to na rzu-
towanie danych na przestrzen dwu- lub trzy-wymiarowa, ktore tatwo przedstawi¢ graficznie,
dlatego tez metody te stosunkowo czesto wykorzystuje sie do wizualizacji [32]. Jakkolwiek,
nalezy zwroéci¢ uwage, ze takie przeksztalcenie danych prowadzi do powstania zupelnie no-
wej przestrzeni, w ktérej kazdy z rzutowanych wymiaréw stanowi kombinacje wszystkich
(lub prawie wszystkich) oryginalnie otrzymanych atrybutéw, co znaczaco utrudnia, a czesto
uniemozliwia ich interpretacje [20,45]. W zwiazku z powyzszym te podejscia nie beda dalej
rozpatrywane w tej rozprawie.

Bardzo duza ilos¢ wymiaréw stanowi oczywiscie istotny problem w kontekécie interak-
tywnosci. Co prawda w takim przypadku, uzytkownicy moga nadal interpretowaé znaczenie
pojedynczych atrybutéw, ale nawigacja po ich podzbiorach staje sie istotnie trudniejsza i
w przypadku wielowymiarowych szeregéw czasowych moze wykracza¢ poza ramy ludzkiej
percepcji. Problem ten dotyczy takze metod uczenia maszynowego i okreslany jest mianem
przeklenstwa wymiarowosci. Taka sytuacja wprowadza duzy szum informacyjny, utrudnia
odkrycie istotnych czynnikéw wplywajacych na badany problem decyzyjny, czesto unie-
mozliwiajac jego uogdlnienie. Jednym ze sposobdow radzenia sobie z taka sytuacja moze
by¢ operowanie calymi klastrami atrybutéw indukujacymi podobne informacje [25]. Al-
ternatywnie, mozna zastosowaé techniki selekcji atrybutéw, ktére zastapilyby duze zbiory
atrybutéw znacznie mniejszymi podzbiorami dostarczajacymi poréwnywalnych informacji
o danych. Wyszukiwanie takich podzbioréw jest dobrze znanym zadaniem w teorii zbioréw
przyblizonych (ang. rough set theory) [40]. Dysponujac poczatkowym zestawem atrybutéw
mozna wyznaczy¢ tzw. redukty, ktére indukuja (prawie) taka sama informacje jak wszystkie
rozwazane atrybuty. Mimo ze odnajdywanie minimalnych reduktéw nalezy do klasy pro-
bleméw NP-trudnych, to w literaturze odnajdujemy szereg metod heurystycznych pozwala-
jacych wyznaczy¢ dostatecznie mate podzbiory atrybutéw spelniajace wybrane kryterium
redukeji [4,/57,58]. W ramach rozprawy zagadnienie selekcji cech jest rozwazane na wielu
plaszczyznach. Z jednej strony moze dotyczy¢ wyboru waznych zrédet danych, np. czujni-
kéw generujacych istotne dla modelu odezyty. W takim przypadku kluczowa jest interakcja
z ekspertami dziedzinowymi i dostarczenie odpowiednich raportéw czy wizualizacji, aby
umozliwi¢ im dokonanie wlasciwej oceny. Z drugiej strony mozemy je traktowaé jako pro-
blem wyznaczenia najistotniejszych sposréd atrybutéw, np. sposrdd statystyk wyliczanych
w ramach procesu ekstrakcji cech opartej o technike przesuwnego okna czasowego.

W wybranych zastosowaniach, zwiazanych np. z monitorowaniem zagrozen lub diagno-



styka medyczna, oprécz doktadnoéci, szybkosci i niezawodnosci modeli predykcyjnych, nie-
mniej wazna jest ich odpornosé¢ na braki lub niedoskonalo$ci danych. W szczegdlnosci,
awaria pojedynczego czujnika, ktora zazwyczaj powoduje brak catego wymiaru danych, nie
moze skutkowaé¢ niemoznoscig oceny sytuacji. Jedna z mozliwosci radzenia sobie z takimi
sytuacjami jest imputacja brakujacych wartosci [3,35]. Techniki imputacji sa szczegdlnie
skuteczne gdy braki w danych stanowia chwilowa anomalie pracy sytemu i sa stosunkowo
nieduze. Jakkolwiek, w sytuacji dtugotrwaltej niedostepnosci danego wymiaru danych, skut-
kujacej duzymi lukami w szeregach czasowych, imputacja odczytéw obarczona by byta
duzym bledem i znaczaco podnositaby poziom niepewnosci w odniesieniu do pdzniejszej
predykcji [47,/56]. Jedna z metod, ktéra nie wymaga uzupelniania brakujacych wartosci,
polega na uczeniu modeli predykcyjnych na zagregowanych cechach wyzszego poziomu, za-
miast na pojedynczych atrybutach. Operowanie na granulach cech jest mniej wrazliwe na
braki wartosci pojedynczych atrybutéw [15,/60]. Inny podejsciem jest wykorzystanie zespo-
16w klasyfikatoréw [23,59] lub modeli predykeyjnych wzbogaconych nadmiarowymi infor-
macjami na potrzeby weryfikacji ich dziatania, takimi jak dodatkowe cigcia weryfikacyjne
(ang. verifying cuts) w drzewach decyzyjnych [1].

Powyzsze podejscia opieraja sie na zalozeniu, ze cechy wybrane do procesu uczenia
maszynowego zawieraja dodatkowa (nadmiarowa) wiedze, pozwalajaca na wykonanie pra-
widlowej predykcji nawet w sytuacji braku niektérych atrybutéw. Tymczasem wszystkie
nowoczesne techniki selekcji cech daza do usuniecia tej nadmiarowosci. Naszym zadaniem
jest sformutowanie takich zaleznoéci, dzieki ktérym algorytmy selekcji cech zagwarantuja, ze
wybrane podzbiory atrybutéw beda zawieraly wystarczajaca ilos¢ informacji o rozwazanych
zmiennych docelowych, nawet jesli niektore z tych atrybutow beda niedostepne. Jednym z
mozliwych podejs¢ do tego problemu jest zbudowanie swoistego zespolu podzbioréw atry-
butéw, np. poprzez teoriomnogosdciowe zsumowanie wynikéw istotnie réznych algorytmow
selekcji. W takim wypadku model bazowalby na zbiorze réznych podzbioréw cech wraz z od-
powiadajacymi im modelami predykcyjnymi traktowanymi jako zespél. Innym podejSciem
jest poszukiwanie zestawow cech, ktore gwarantowalyby zapewnienie wystarczajacej mocy
predykcyjnej, nawet w razie braku niektérych ich elementéw [9]. W rozprawie wprowadzamy
nowa koncepcje resilientnej selekcji cech (resilient feature selection). Jako przyktad resilient-
nego podejscia do selekcji cech wprowadzamy r-C-redukty — tj. nieredukowalne podzbiory
atrybutéw, ktore zapewniaja satysfakcjonujacy poziom informacji o rozwazanej zmiennej
docelowej, nawet w wypadku niedostepnosci ich dowolnych r atrybutéw [14] .

W rozprawie poruszono problem interaktywnej ekstrakeji cech oraz zaproponowano sze-
reg innowacyjnych podejs¢ do automatyzacji procesu ich tworzenia i selekcji, rozwazajac
mozliwo$é angazowania w ten proces uzytkownikow. Przedstawiono aktualny stan wiedzy
w dziedzinie ekstrakcji atrybutéw oraz zaprezentowano zastosowania komercyjne tego pro-
cesu. Oméwiono wyzwania zwiazane z przetwarzaniem duzych zbioréw danych, ze szczegdl-
nym naciskiem na przetwarzanie wielowymiarowych szeregéw czasowych. Poddano dyskusji
problem opracowania takiej reprezentacji danych, ktéra bylaby zrozumiala dla ekspertow
dziedzinowych. W tym celu, przedyskutowano mozliwo$¢ wykorzystania atrybutéw uzyski-
wanych metoda przesuwnego okna czasowego oraz granulacji atrybutéw. Opracowane me-
tody i algorytmy ekstrakcji cech poddano weryfikacji eksperymentalnej oraz przedstawiono
ich zastosowania w wybranych projektach naukowych.

Wybrane wyniki rozprawy byty juz prezentowane na miedzynarodowych konferencjach
i warsztatach oraz zostaly opublikowane w artykutach, ktore ukazaly si¢ w recenzowanych
materiatach konferencyjnych oraz w renomowanych czasopismach. W szczegélnosci publika-
cje zwiazane z granulacja przestrzeni atrybutow oraz z resilientnymi metodami selekcji cech
zaprezentowano w ramach [9,11,|14], przy czym praca [9] otrzymala tytul najlepszej pracy



studenckiej podczas konferencji IJCRS’2016. Publikacje autora rozprawy dotyczace pro-
blemu wyznaczania réznorodnych podzbioréw atrybutéw oraz budowania w oparciu o nie
zespoléw modeli predykeyjnych to m.in. [10,53]. Ponadto przeprowadzone badania nad za-
stosowaniami ekstrakcji cech w zakresie analizy danych z sieci czujnikow w gérnictwie oraz w
stuzbie pozarniczej zostaly przedstawione w ramach nastepujacych publikacji [15,/16,23,24].
Badania nad inteligentnymi systemami, modelami danych i mechanizmami przetwarzania
informacji wspierajacymi interaktywna ekstrakcje cech zostaly ujete w [813\17,30./54,55.63] .
Wybrane wyniki rozprawy zostaly réwniez opublikowane w artykutach technicznych i mo-
nografiach w jezyku polskim [12}22].

2 Gléwne wyniki rozprawy

W badaniach nad interaktywnoscia procesu

Tablica 1: Przykladowa tabela decyzyjna S. - ;
ekstrakcji cech poruszono problemy zwiazane z

U\A ar | as | a3 | as | a5 | ag d uzyskiwaniem uzytecznych i zrozumiatych dla
w | 0[]y | o | O] 'x | tak | ekspertow atrybutéow z wielowymiarowych da-
uy | 0 [V |7 | @] e | x| tak | nych, atakze mozliwos¢ ograniczenia ilosci tych
us | 0 | ¢ | Al @] o | x| tak | atrybutéw w celu uzyskania mozliwie najprost-
u | 0 |4 v | ® | « | x| tak szych, ale doktadnych modeli. Zaproponowane
us | 0 | e | v ]| o |y |tk |V rozprawie nowe metody interaktywnej eks-
u | 0 | P | | © | > |y | tak trakcji cech wykraczaja poza obecnie znalfle
w12 |D ]| ® |0y | n stand.ard.y, u.mozhwu.xmc.Skuteiczn%et]szy .sposolb
w | 10| A6 e | 7| nie | Wyrazania wiedzy dziedzinowej zwiazanej z naj-
w | 1T v ] e o | 7] nie wazniejszymi podzbiorami atrybutéw. Zapro-

ponowane algorytmy konstrukcji i doboru cech
wykorzystuja rézne formy granulacji przestrzeni atrybutéw, a takze pozwalaja na wydajne
przetwarzanie duzych danych (ang. Big Data) poprzez zréwnoleglenie obliczen. Na szcze-
gblng uwage zastuguje zaproponowana metoda uodpornienia algorytmow selekcji atrybutow
na ewentualne braki w danych, ktora pozwala znaczgco zmniejszy¢ wymiarowos¢é danych,
gwarantujac jednoczesnie zachowanie niezbednego poziomu informacji (wg zadanego kryte-
rium) do predykcji zmiennej celu, nawet po usunieciu okreslonej liczby atrybutéw.

2.1 Resilientna selekcja cech w oparciu o r-C-redukty

Selekcja cech pozwala wyznaczy¢ minimalny podzbidr atrybutow, ktory zachowuje najistot-
niejsze charakterystyki catego zbioru atrybutéw. Odgrywa ona istotng role w procesie kon-
struowania modeli predykcyjnych, poniewaz uczenie modeli na uproszczonej reprezentacji
pozwala je lepiej uogdlnié, zapewniajac wieksza stabilno$¢ predykcji oraz ulatwia inter-
pretacje wynikow. Jakkolwiek, myélac o wdrozeniu komercyjnym wytrenowanego modelu,
nalezy rozwazy¢ ciagle zmiany zachodzace w $rodowisku i ich wplyw na jego dzialanie.
Jednym z wigkszych zagrozen dla stabilnosci i jakosci dziatania sg braki danych. Wybrane
wymiary danych moga by¢ po pewnym czasie niedostepne, np. w wyniku wylaczenia wy-
branych zrédet danych. Majac na uwadze tak postawiony problem, sformalizujemy pojecie
resilientnej selekcji cech poprzez wprowadzenie r-C-reduktéw - nieredukowalnych podzbio-
row atrybutéw zapewniajacych satysfakcjonujacy poziom informacji o zmiennej docelowej
wedtug zadanego kryterium C, nawet po usunieciu z nich r» > 0 elementéw. Proponowane
podejscie opiera si¢ na uogélnieniu (przyblizonych) reduktéw decyzyjnych, znanych z teorii
zbioréw przyblizonych (RST) [57]. Jednakze, poprzez odwolanie si¢ do wybranych wlasciwo-
$ci funkcji C zamiast do jej konkretnych implementacji, zaproponowane metody obejmuja



bardzo szeroka rodzine kryteriéw oceny podzbioréw atrybutéw. W naturalny sposdb po-
zwalaja zdefiniowaé resilientne wersje dla wielu znanych metod selekcji cech.

Jedng z metodologii eksploracji da-
{a1,az,a3,a4,a5,as} nych, w ktorej duzy nacisk ktadzie sie na

granulacje przestrzeni atrybutéw i se-
lekcje cech, jest teoria zbioréw przybli-
zonych (RST) [34,48|. Zaklada ona, ze

cala dostepna wiedza o obickcie u € U

@ jest reprezentowana w strukturze zwa-
nej tablica decyzyjna S = (U, AU {d}),

gdzie U jest skonczonym, niepustym
zbiorem obiektéw, A jest skoniczonym,
niepustym zbiorem atrybutéw, a d od-
powiada decyzji (por. Tabela . Pod-
stawowym pojeciem zwigzanym z selek-
cja cech jest redukt. Omoéwmy jego zna-
czeie odwolujac sie do kraty atrybutéw
na Rysunku [l gdzie owale odpowiadaja
podzbiorom atrybutow, a strzatki od-
powiadaja relacji zawierania sie zbio-
réw (C). Linia oznaczona jako R0 wi-

@ )

Rysunek 1: Krata atrybutéw dla danych w Tabeli
Linie oznaczone jako RO, R1 oraz R2 odpowiadaja zualizuje granice, powyzej ktorej pod-
poziomom resiliencji zapewnianymi przez podzbiory zbiory atrybutéw pozwalajg, dla kaz-
atrybutéw (tj. r-C-redukty) powyzej kazdej z nich. dego obiektu (tj. wiersza w Tabeli ,
wyznaczy¢ jego decyzje (tj. kolumna d)

tak samo doktadnie jak przy wykorzystaniu catego zbioru atrybutéw A. Wszystkie zbiory
powyzej linii RO nazywamy superreduktami, natomiast te znajdujace sie bezposrednio nad
nig nazywamy reduktami. Naszym celem jest uogoélnienie i rozszerzenie tego pojecia poprzez
sformutowanie nowych wiezéw, dzieki ktorym wybrane podzbiory cech zapewnia rozréznial-
no$¢ obiektéw wzgledem decyzji, nawet jesli niektére z wybranych cech beda niedostepne [9].
W pierwszej kolejnos$ci uogdlnijmy sposéb wnioskowania o jakosci podzbiorow atry-
butow okreslajac oczekiwane wilasnoéci funkcji oceny C, ktéra dla tabeli decyzyjnej
S = (U, AU {d}) i podzbioru atrybutéw R zwraca binarna ocen¢ badanego podzbioru cech:

Definicja 1 (Kryterium jakosci atrybutéw C).

Niech dana bedzie tablica decyzyjna S = (U, AU{d}). Funkcje C : P(A) — {0,1} okreslong
na podzbiorach atrybutéw tablicy S nazwiemy kryterium jakosci atrybutéw, jezeli Vx yca
zachodzi X =Y to C(X) > C(Y)

Wiele znanych kryteriéow redukceji atrybutéw, opartych na rozréznialnosci, entropii, czy
tez funkcji v posiada wlasnosci okreslone w Definicji [I Mozemy je uogélnié¢ ponizsza defi-
nicjag C-reduktu:

Definicja 2 (C-redukt).
Niech dane bedg tablica decyzyjna S = (U, AU{d}) oraz kryterium redukcji C. Podzbidr

atrybutow R C A nazwiemy C-superreduktem, jezeli spelnia C(R) = 1. Jezeli dodatkowo
zachodzi Vrcr C(R') = 0, wéwczas podzbior atrybutéw R nazwiemy C-reduktem.

Przyktadowo, odwotujac sie do konstrukeji C, sformutujemy powszechnie znane kryte-
rium redukeji w oparciu o relacje rozréznialnosci [40], a w szczegdlnosci o odpowiadajaca
jej miare Dz’scﬂ:

*Niech dane beda S = (U, AU {d}) i R C A. Disc(R) = |{(u,v’) : 3a € R, a(u) # a(u') Ad(u) # d(u')}|




1 jesli Disc(R) = Disc(A)
0 W p.p.

CP(R) = { 1)
Bazujac na wlasnoéciach funkcji C wynikajacych z Definicji [1] mozemy tatwo skonstru-
owa( resilientna wersje zadanego kryterium r-C jako:

1 el min e oo COR — 1
T—C(R):{O ijsplpmlnRCR.|R|>max(|R|r,o) (R) )

Ponizej przedstawiamy definicje resilientnego redutku (r-C-reduktu):

Definicja 3 (r-C-redukt).
Niech dane bedg tablica decyzyjna S = (U, AU {d}), kryterium C i oczekiwany poziom resi-

liencji r. Podzbior atrybutéw R C A nazwiemy r-C-superreduktem, jesli spelnia r-C(R) = 1.
Jesli dodatkowo zachodzi V-, 7-C(R) = 0, wowczas R nazwiemy r-C-reduktem.

Zaprezentowana koncepcja r-C-reduktu istotnie rozszerza znane z teorii zbioréw przy-
blizonych podejécie do zagadnienia redukcji cech. Definiujac wspotczynnik resiliencji r w
sposéb umozliwiajacy laczenie go z dowolnym kryterium redukcji spelniajacym wlasnosci
Definicji [1, uogdlniamy oba te sformulowania (por. Definicja . Chcac podkresli¢ znacze-
nie resiliencji, odwolamy sie jeszcze raz do kraty atrybutéw na Rysunku [I} Przypomnijmy,
ze linia oznaczona jako R0 wizualizuje granice, powyzej ktérej podzbiory speliaja C, R1
odpowiada granicy, powyzej ktérej kazdy podzbiér jest r-C-superreduktem, a R2 wyznacza
podzbiory, ktore sa r-C-superreduktami. Oméwmy jaki wpltyw miatoby usuniecie z danych
atrybutu as, odnoszac si¢ do dwoch wyrdznionych przyktadéw na Rysunku |1} Mozemy za-
uwazy¢, ze usuniecie atrybutu ag z podzbioru {ag, as} powoduje znaczna utrate informacji,
uniemozliwiajac rozréznienie decyzji, poniewaz po usunieciu C({a4}) = 0. Natomiast wplyw
usuniecia ag z {as, as} jest niezauwazalny, poniewaz C({as,as}) = 1.

Znaczacym teoretycznym wynikiem rozprawy jest sformutowanie i dowdd Twierdzenia
w ktérym wykazujemy, ze kazde NP-trudne zadanie selekcji atrybutéw polegajace na
znalezieniu — dla wejsciowej tablicy decyzyjnej S = (U, A U {d}) — minimalnego C-reduktu
pozostaje NP-trudne réwniez w resilientnej wersji znalezienia minimalnego r-C-reduktu.

Twierdzenie 1. (Problem r-C jest NP-trudny dla kaidego NP-trudnego P )

Niech P bedzie problemem znalezienia minimalnego podzbioru atrybutéow R C A spelniajg-
cego warunek wyrazony przez kryterium CP : P(A) — {0,1} dla dowolnej danej na wejsciu
tablicy decyzyjnej S = (U, AU{d}). Jesli P jest problemem NP-trudnym, to znalezienie

v

minimalnego zbioru R spelniajgcego r-CP (por. réwnanie (@) rowniez jest NP-trudne.

Bazujac na Twierdzeniu [1| dowodzimy, Zze problemy wyznaczenia minimalnego (H,¢)-
reduktu aproksymacyjnego [51], (v,e)-reduktu aproksymacyjnego [57], a takze szeroka
rodzina probleméw optymalizacyjnych dla redukcji przyblizonej opartej na rozréznialno-
Sci 37,38], pozostaja problemami NP-trudnymi takze w ich resilientnej wersji. Ten sam
mechanizm mozna zastosowaé w wielu przypadkach, w szczegdlnosci dla réznych sformuto-
wan C(@#)-reduktéw [50,/52].

W rozprawie omawiamy réwniez mozliwosci wyznaczania resilientnych podzbioréw cech
z tablic decyzyjnych przy wykorzystaniu zaréwno algorytméw zachlannych, jak i wybra-
nych heurystyk oraz oceniamy ztozono$é¢ obliczeniows proponowanych algorytmow. Z jednej
strony rozwazamy mozliwo$¢ wyznaczania minimalnych r-C-reduktéw stosujac przeszuki-
wanie kraty atrybutéw wszerz (ang. breadth first search). W tym celu, odpowiednio dosto-
sowujemy dobrze znany algorytm Apriori [46]. Rozwazamy réwniez podejscia algorytmiczne
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Rysunek 2: Przebieg procesu resilientnej selekcji cech oraz budowania réznolitego zespotu modeli.

oparte o przeszukiwanie kraty atrybutéw w glab (ang. depth first search), inspirowane zna-
nymi z RST algorytmami permutacyjnymi [52,57]. Proponujemy takze algorytmy aprok-
symacyjne, ktére bazujac na zaproponowanych heurystykach, pozwalaja znacznie szybciej
wyznaczaé podzbiory atrybutéw zapewniajace wymagany poziom resiliencji r, rezygnujac z
minimalno$ci wyznaczonych podzbiorow. Warto tez podkredli¢, ze omawiana idea resilient-
nej selekcji cech jest zdecydowanie bardziej ogdlna i mozna ja uznaé za rozszerzenie wielu
innych metod, niekoniecznie wywodzacych sie z teorii zbioréw przyblizonym.

2.2 Ekstrakcja cech i budowanie réznolitych zespotéw modeli

W rozprawie przedstawiamy kompleksowe podejscie do interaktywnej ekstrakcji cech, przy
czym szczeg6lny nacisk kladziemy na przetwarzanie wielowymiarowych szeregéw czaso-
wych [16]. Gléwna idea naszego podejscia jest inteligentne wykorzystanie paradygmatu
granulacji informacji w kontekscie agregacji, selekcji i inzynierii cech |L1]. W zakresie in-
zynierii cech, staramy sie reprezentowaé¢ dane w moszliwie intuicyjny sposob, wykorzystujac
statystyki charakteryzujace przesuwne okna czasowe. Koncepcja granulacji informacji jest
przydatna rowniez przy selekcji cech, szczegdlnie w przypadku duzych i ztozonych zbioréw
danych. Nasza metodologia inzynierii i selekcji cech zostata opracowana tak, aby odpowia-
data réznym rodzajom granulek cech, ktére moga byé¢ indukowane np. przez hierarchiczne
grupowanie atrybutow lub analize ich wymienno$ci. Z drugiej strony pokazujemy, ze zna-
czace granulacje mozna uzyskaé zgodnie z réznymi interpretacjami relacji podobienstwa,
wyrazanymi przez odpowiednio dobrane miary odlegltoéci albo bazujac na funkcji lub zna-
czeniu rozwazanych cech [23].

Istota jest operowanie na granulkach atrybutéw utworzonych przy uzyciu réznych algo-
rytméw odkrywania wiedzy [10,53]. W wielu przypadkach, czego przykladem sa omdéwione
zastosowania, granulki zbudowane w przestrzeni atrybutéw moga reprezentowac relacje se-
mantyczne wazne dla ekspertow dziedzinowych. W przypadku wielowymiarowych szeregoéw
czasowych, np. pozyskanych z duzej sieci sensoréw, gromadzone elementy sa bardzo zlo-
zone i niejednokrotnie ich interpretacja jest mozliwa tylko w kontekscie dodatkowej wiedzy
dziedzinowej uzyskanej od ekspertéw [54,|55]. Jedno z opracowanych rozwiazan zaklada
rozszerzenie procesu ekstrakcji cech z okien przesuwnych o mozliwosé dodania atrybutéw
odzwierciedlajacych oceny ekspertéw dziedzinowych [23]. Reprezentowanie probleméw eks-
ploracji danych za pomoca zrozumialych, wysokopoziomowych cech, wzbogaconych ocenami
eksperckimi, jest jednym z istotnych aspektéw z punktu widzenia interaktywnosci.

Przyjrzyjmy sie kolejnym krokom opracowanej metodologii na przykladzie jednego z



analizowanych zastosowan, dotyczacego przewidywania niebezpiecznych stezen metanu. Na
Rysunku [2] przedstawiono przebieg opracowanego procesu selekcji cech, uczenia maszyno-
wego 1 budowania zespolu modeli. Przedstawiony proces rozpoczyna dzialanie w KROKU
1, na bogatej reprezentacji danych, uzyskanej poprzez opracowane mechanizmy inzynie-
rii cech, wzbogaconej atrybutami odpowiadajacymi ocenom ekspertéw (inzynieria cech ma
miejsce we wczesniejszej fazie procesu, nie ujetej na Rysunku . W KROKU 2 ma miejsce
prébkowanie danych, ktorego celem jest uzyskanie podzbioréw obserwacji o mozliwie zréw-
nowazonym rozktadzie atrybutu decyzyjnego — jest to szczegdlnie istotne, gdy wazniejsza
klasa decyzyjna (np. dotyczaca ryzyka wybuchu metanu [15]) jest niedostatecznie repre-
zentowana w zebranych obserwacjach. W KROKU 3 odbywa sie selekcja cech na prébkach
danych np. przy uzyciu heurystyki DAAR [26]. W KROKU 4 scalamy istotnie rézne spo-
sréd wyznaczonych w poprzednim kroku podzbioréw atrybutow, aby uzyskaé¢ odpowiedni
poziom resiliencji w procesie uczenia modeli. W KROKU 5 otrzymane wczeéniej podzbiory
obiektow i atrybutéw sa wykorzystywane do trenowania modeli przy uzyciu wczesniej wy-
branych algorytméw. Wreszcie w KROKU 6 najwazniejsze modele tworza zespét. W celu
zapewnienia wysokiej jakosci predykcji, kryteria doboru modeli do zespotu uwzgledniaja
zaréwno jakosé poszczegdlnych regresoréw oraz stopien zréznicowania powstatego zespotu.
Przebieg krokéw 5 i 6 jest szczegdlowo wyjasniony w Algorytmie [ W wyniku potacze-
nia réznych modeli ostateczny zespot minimalizuje wplyw dryfowania koncepcji i zapewnia
lepsza jakosé predykcji. Wyniki przeprowadzonych eksperymentow potwierdzity, ze pomyst
jest bardzo obiecujacy, a odwotanie si¢ do resiliencji w procesie uczenia znaczaco ogranicza
wplyw utraty danych na wyniki predykcji.

2.3 Ewaluacja i wybrane zastosowania zaproponowanych rozwigzan

Omawiajac znaczenie i poten-

cjal komercyjnego wykorzystania

opracowanych mechanizméw mo-
SyoemTHoR zemy odwotaé¢ sie do projektu DI-
SESOR [31} 43], ktérego celem

|::> @ byto stworzenie systemu wspoma-
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nowe i sejsmiczne [22]. Obecnie do-

Rysunek 3: Architektura systemu DISESOR. minujacg role w ocenie ryzyka w

kopalniach odgrywaja metody eks-
perckie. Naszym celem bylo wytrenowanie modeli prognostycznych wspierajacych to zada-
nie. Dane zebrane do analizy tego problemu pochodzity z wybranych systeméw monitoro-
wania zagrozen, ktore zostaly zintegrowane z hurtownia danych systemu DISESOR [12].
Pierwotnym zrédlem informacji sg sieci czujnikéw w kopalniach, ktorych odczyty moga
przybiera¢ rézne formy i wymagaja specyficznego przetwarzania [53]. Ich wartosci moga
wyrazaé zjawiska ciagte, takie jak ciSnienie, temperatura lub stezenie metanu czy wartosci
binarne takie jak wlaczenie/wylaczenie danego urzadzenia (por. Rysunek .
Analiza i prawidlowa ocena potencjalnie niebezpiecznego stezenia metanu [53] i zda-



Algorithm 1: Algorytm konstrukcji réznolitego zespotu modeli.
Data:
- attSubsets - wyznaczone resilientne podzbiory atrybutéw
- objectSamples - probki danych
- testSet - zbior testowy
- regressionAlgorithms, wybrane algorytmy ML, np. { rPart, SVM, glm }
- allowed Attempts oraz minQuality - parametry jakosci i zréznicowania zespotu modeli
Result: zespol modeli

1 ensemble < 0; weakAttempts < 0
2 alg < regressionAlgorithms.removeFirst
3 while TRUFE do
4 a1, as < attSubsets.drawAndRemoveT wo
5 b1,bs < objectSamples.draw And RemoveT wo
6 model < alg.trainAndEvaluate(a, by, as, bs)
7 score + model.score(testSet)
8 if score > minQuality A —ensemble.containsSimilar(model, score) then
9 | ensemble < ensemble U {model & score}
10 else
11 weak Attempts <+ weak Attempts + 1
12 if weakAttempts < allowedAttempts then
13 ‘ continue;
14 end
15 if regressionAlgorithms # () then
16 alg <+ regressionAlgorithms.removeFirst
17 weak Attempts < 0
18 else
19 ‘ break;
20 end
21 end
22 end
23 return ZsEensemble.scor@s 85

rzefi sejsmicznych [23] znaczaco poprawia bezpieczenistwo i obniza koszty podziemnego
wydobycia wegla. Jakkolwiek, w zwiazku z ekstremalnymi warunkami panujacymi w ko-
palniach, zapewnienie ciaglosci dziatania systeméw monitorowania i predykcji zagrozen
stanowi istotne wyzwanie. Uzaleznienie pracy tych systemdéw od dostepnosci danych pocho-
dzacych z wielu strumieni odczytéw z duzej sieci czujnikéw zlokalizowanych pod ziemia,
podnosi ryzyko zwigzane z niedostepnoéciag informacji. Z powodu niebezpiecznych zdarzen
czujniki lub przewody przesylowe moga ulec uszkodzeniu (oznaczone czerwonym kolorem
na rysunku . Moze to powodowaé luki w zebranych odczytach, a tym samym wplywaé na
niedostepno$é¢ catych wymiaréw danych. W ten sposéb, wszystkie modele predykcyjne wy-
korzystujace cechy uzyskane z odczytéw uszkodzonych czujnikéw stalyby sie bezuzyteczne,
dlatego zapewnienie kontrolowanego poziomu redundancji informacji — na tyle matego, zeby
nie wprowadzaé niepotrzebnego szumu informacyjnego, ale na tyle duzego, aby zapewnié
ciaglo$¢ dzialania w sytuacji awarii wybranych czujnikéw — jest bardzo waznym zagadnie-
niem i stanowi trzon naszych rozwazan.

Dazac do gruntownej oceny wszechstronnosci opracowanego rozwigzania przeprowadzili-
Smy eksperymenty na danych dotyczacych istotnie réznych probleméw w wielu dziedzinach
zastosowan. Poza analizg danych dotyczacych wydobycia wegla kamiennego, zajmujemy sie
predykcja cen zasobéw w chmurach obliczeniowych oraz problemem monitorowania bezpie-
czenstwa strazakow podczas akcji pozarniczych. W pierwszym przypadku problem dotyczy



zmiennoéci cen zasobdéw kupowanych w tzw. modelu spot. Dostawcy rozwiazan staraja
sie zoptymalizowaé¢ wykorzystanie serweréw, aby uniknaé ich bezczynnosci i pikéw obcia-
zen [29]. Doprowadzilo to do powstania swoistej gieldy zasob6w komputerowych, w ramach
ktorej operator chmury obliczeniowej i podmioty z niej korzystajace moga licytowac¢ obecnie
niewykorzystywang moc obliczeniowa w czasie zblizonym do rzeczywistego. Istota jest to,
ze cena i dostepnosé takich zasobéw moze sie zmienia¢ w czasie, a jesli weczesniej zalicyto-
wana oferta zostanie przebita, ustuga moze zostaé¢ niezwlocznie wytaczona, co moze zaktocié
trwajace obliczenia. Pokazujemy, ze mozliwe jest skuteczne prognozowanie przysztych cen
na gieldzie zasobéw spot na podstawie analizy ich historycznych ofert. W tym celu ope-
rujemy na bardzo prostych i zrozumialych technikach, jak modele ARIMA i reprezentacja
danych przedstawionych jako Swiece japonskie, poniewaz obie te techniki sa stosunkowo
latwe do interpretacji i czesto stosowane przez ekspertéow [17]. Uniwersalno$é naszego roz-
wigzania podkreslamy poprzez jego adaptacje do zadania zwiazanego z monitorowaniem
aktywnosdci strazakow w trakcie akcji gaszenia pozaru. W tym wypadku, dane pochodza z
sieci czujnikéw umieszczonych na ciele strazakéw, ktére monitoruja aktywnos$é (akcelero-
metry i zyroskopy umieszczone na réznych czesciach ciata) oraz funkcje zyciowe strazakéw
(takie jak puls czy oddech) |16]. Wyniki przeprowadzonych eksperymentéw potwierdzaja
jakos¢ rozwigzania, wydajnos$¢ obliczeniowa i uniwersalno$é¢ opracowanej metodologii, co
skutkuje bardzo krétkim czasem potrzebnym na adaptacje do istotnie réznych problemdw.

W rozprawie przedstawiamy w jaki sposéb metody interaktywnej ekstrakeji cech i bu-
dowy réznolitego zespotu modeli predykcyjnych mozna zastosowa¢ do analizy wielowymia-
rowych strumieni czasowych w réznych dziedzinach. Ponadto, opisujemy szereg miedzyna-
rodowych konkurséw analizy danych, ktore z jednej strony umozliwily obiektywna wery-
fikacje zaproponowanego podej$cia na danych dotyczacych rzeczywistych probleméw ko-
mercyjnych. Z drugiej zas strony, pozwolily poréwnaé opracowane metody z rozwigzaniami
przygotowanymi przez wiele grup badawczych z réznych krajéow [24L27,[36]. W tym miejscu
warto podkresli¢, ze w przypadku analizy danych gérniczych, podejscie oparte na budowie
roznolitego zespotu modeli w oparciu o resilientng selekcje cech osiagneto doskonalty jakosé
predykcji, przewyzszajac inne rozwiazania [10L[15,[53]. W ramach przeprowadzonych badan,
wykorzystujemy dane pokonkursowe do badania tzw. problemu zimnego startu, ktory jest
szczegblnie istotny przy wdrazaniu systemow wspomagania decyzji na nowych danych, np.
pochodzacych z nowych wyrobisk wegla [23]|. Zaproponowane podejscie do ekstrakcji cech
daje doskonate wyniki, nawet w polaczeniu z bardzo prostymi technikami predykcji, takimi
jak regresja logistyczna. Ponadto, koncepcja ta sprawdza sie w sytuacji, gdy niektére zrodia
danych (tj. czujniki) sa uszkodzone lub nieaktywne.

3 Podsumowanie

W badaniu nad interaktywno$cia metodologii ekstrakcji cech dazymy do uzyskania istot-
nych i zrozumialych atrybutéw z surowych odczytéw czujnikdéw oraz do zmniejszenia liczby
tych atrybutow w celu uzyskania mozliwie najprostszych, ale dokladnych modeli. Zapro-
ponowane algorytmy konstrukeji i selekcji cech wykorzystujg rézne formy granulacji prze-
strzeni atrybutéw |11], odpowiadajac na potrzebe intuicyjnego wyrazania ztozonych po-
je¢. W pracy formutujemy takze zagadnienie resilientnej selekcji cech, przedstawiajac je w
oparciu o r-C-redukty. W ramach badan dowodzimy NP-trudnosci tego zagadnienia oraz
proponujemy kilka algorytméw (zachtannych i aproksymacyjnych) pozwalajacych wyzna-
czaé r-C-redukty z wielowymiarowych danych i przedstawiamy analize ich zlozonosci [9,(14].
Proponowane podejscia do interaktywnej ekstrakcji cech zostaly opracowane w oparciu o
doswiadczenia zdobyte w trakcie kilku projektow badawczych w dziedzinie przetwarzania
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strumieni z wielu czujnikéw w réznych dziedzinach [10,/16], a takze analizy danych tek-
stowych [13] oraz analizy cen zasobéw obliczeniowych w kilkunastu regionach operatora
chmury obliczeniowej AWS [17]. Przedstawione metody zostaly zweryfikowane pod wzgle-
dem jakosci uzyskanych cech, jak réowniez przepustowosci, skalowalnosci i stabilnosci ich
dziatania, a omawiana metodologia zostala z powodzeniem zastosowana w kilku rzeczywi-
stych problemach zwiazanych z analiza szeregdéw czasowych [8,13,23./63].

W rozprawie omawiamy zadanie interaktywnej ekstrakcji cech i przedstawiamy kilka
innowacyjnych podejs¢ do automatyzacji procesu ich tworzenia i selekcji. Odpowiadamy na
szereg wyzwan zwiazanych, miedzy innymi, ze zrozumiala i zwiezlg reprezentacja analizo-
wanych danych czy mozliwoécia osadzenia w danych wiedzy dziedzinowej. Opracowane roz-
wigzania zostaly doglebnie rozwazone zaréwno ze strony teoretycznej jak i praktycznej oraz
gruntownie ocenione pod katem réznych aspektow jakosciowych, uwzgledniajac réznorod-
nos¢ rozwiazania czy jego odporno$é na braki danych. Rozprawa dostarcza kompleksowego
uzasadnienia dla tego kierunku badan, budujac solidne podstawy teoretyczne do dalszych
rozwazan zwiazanych z interaktywnoscia procesu ekstrakcji cech i uczenia maszynowego.
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