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1 Motywacja

Systemy sprężynowe reprezentowane za pomocą grafów, których
krawędzie zachowują się jak sprężyny harmoniczne, są powszech-
nie wykorzystywane w modelowaniu własności obiektów makro-
skopowych jak i mikroskopowych. Są one na przykład stoso-
wane w modelowaniu materiałów o strukturze nieuporządkowa-
nej w materiałoznawstwie [12] oraz własności elastycznych syste-
mów fizycznych [10]. Pod wieloma względami systemy sprężynowe
mogą być rozpatrywane jako metody elementu skończonego dla
cząstkowych równań różniczkowych [8]. W systemach mikrosko-
powych, sprężyna harmoniczna symuluje oddziaływanie pomiędzy
atomami/cząsteczkami znajdującymi się w stanie równowagi albo
w stanie nieznacznie od niego odchylonym.

W wielu wymienionych wyżej zagadnieniach systemy spręży-
nowe, symulowane za pomocą aplikacji komputerowych, poma-
gają znaleźć odpowiedź na pytanie, jak dany obiekt zachowa się
pod wpływem działających na niego czynników zewnętrznych. Na
przykład jak ciało stałe odkształci się lub pęknie pod wpływem
działania na niego siły zewnętrznej albo jak zmieni się stan układu
atomów w wyniku podgrzania go lub schłodzenia [9].
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Celem tej rozprawy jest zastosowanie odwrotnego podejścia.
Mianowicie, naszym celem jest zbudowanie w sposób automa-
tyczny systemu, który po zadziałaniu na niego siły zewnętrznej
dzięki swoim własnościom elastycznym ma się odkształcić w od-
powiedni sposób.

Stosowane przez nas podejście do systemów sprężynowych mocno
nawiązuje do problemu automatycznego projektowania, ponieważ
system sprężynowy jest poddany rzeczywistym prawom fizyki i
może być wykorzystany przy tworzeniu rzeczywistych obiektów.
Według naszej wiedzy jest to nowatorskie podejście w dziedzinach
inżynieryjnych wykorzystujących systemy sprężynowe.

Systemy sprężynowe są również wykorzystywane do badania
właściwości białek [1, 7] w metoda Elastic Network Model (ENM).
W tej metodzie wszystkie cząsteczki poruszają się ruchem har-
monicznym. W naszej metodzie ruch ten jest tłumiony i dodat-
kowo pozycje części wierzchołków są zewnętrznie kontrolowane.
W metodzie ENM dwie cząsteczki są połączone sprężyną, gdy
odległość między nimi jest mniejsza niż wartość parametru mo-
delu. W naszej metodzie również stosujemy taką regułę, gdy wy-
korzystujemy systemy sprężynowe do zakodowania w ich struk-
turze ścieżek aktywności białek. Natomiast w naszym ogólnym
modelu możemy łączyć krawędziami dowolne pary wierzchołków.
Wymagamy tylko aby system sprężynowy miał strukturę grafu
sztywnego [11].

Wyniki przedstawione w rozprawie zostały opublikowane w pra-
cach [4] oraz [5]. Inne wyniki dotyczące naszego modelu spręży-
nowego, ale nie opisane w rozprawie, zostały opublikowane w [6].
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2 Model

W naszym modelu system sprężyn reprezentowany jest za pomocą
nieskierowanego grafu sztywnego [11] G := (V , E) ze zbiorem
wierzchołków V ⊂ R3 i zbiorem krawędzi/sprężyn E . Z każdą
krawędzią e = {u, v} ∈ E , u, v ∈ V kojarzymy jej spoczyn-
kową długość `0[e] i przez `[e] oznaczamy jej aktualną długość.
Do każdej krawędzi e ∈ E jest przypisany współczynnik spręży-
stości k[e] ≥ 0 określający jej elastyczność. Energia konfiguracji
systemu sprężyn x̄V (konfiguracja x̄V określa współrzędne zbioru
wierzchołków v ∈ V) jest dana przez wzór:

H(x̄V) :=
1

2

∑
e∈E

k[e](`[e]− `0[e])
2 . (1)

W rozprawie konstruujemy algorytm, który znajduje minimum
lokalne energii (1). Nasz algorytm jest oparty na dynamice spadku
gradientowego opisanej następującym równaniem różniczkowym z
warunkiem początkowym:{ d

dtx̄V = −∇H(x̄V)

x̄0
V = x̄V(t0)

. (2)

Przez G[x̄0
V ] oznaczmy stan równowagi, do którego dąży układ

przy warunku początkowym x̄0
V . Proces znajdowania G[x̄0

V ] nazy-
wamy relaksacją.

W praktyce stan równowagi znajdujemy przemieszczając wierz-
chołki zgodnie z działającymi na nie siłami. Na każdy wierzchołek
v ∈ V działa siła od sprężyn przyczepionych do niego:

Fv =
∑

e=u∼v
k[e](`[e]− `0[e])

x̄v − x̄u
`[e]

. (3)
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W celu usunięcia niepożądanych ruchów systemu podczas re-
laksacji, chcemy aby stan równowagi G[x̄0

V ] był lokalnie asymp-
totycznie stabilny. Żeby to osiągnąć, wymagamy, aby graf G był
sztywny. Również wymagamy, aby w V istniały co najmniej 3
wierzchołki zamrożone, które nie przemieszczają się pod wpły-
wem dynamiki (2). Zbiór tych wierzchołków oznaczamy Vfrozen.
Zbiór wierzchołków, które przemieszczają się pod wpływem dyna-
miki (2) nazywamy ruchomymi i oznaczamy Vmovable. Wierzchołki
zamrożone Vfrozen dzielimy na:
1. Zbiór Vcon wierzchołków kontrolnych. Są to wierzchołki, któ-

rych położenie może być tylko zmienione w wyniku zewnętrz-
nej interwencji na system, poza procesem relaksacji. Ce-
lem ich przemieszczenia jest spowodowanie pożądanego prze-
mieszczenia wierzchołków Vobs.

2. Zbiór Vfixed wierzchołków unieruchomionych, których pozycje
nigdy nie ulegają zmianie.

Wierzchołki ruchome Vmovable dzielimy na:
1. Zbiór Vobs wierzchołków obserwowanych, które pod wpływem

przemieszczenia wierzchołków kontrolnych i zadziałania dy-
namiki mają przesunąć się w pożądane lokalizacje.

2. Pozostałe elementy V stanowią zbiór wierzchołków pomocni-
czych V∗.

Skoro tylko ruchome wierzchołki podlegają dynamice (2), mo-
żemy przekształcić oznaczenie G[x̄0

V ] w formę G[x̄0
Vmovable

; x̄Vfrozen],
gdzie drugi człon w nawiasie oznacza ograniczenia narzucone na
sieć. Dodatkowo ponieważ wierzchołki unieruchomione Vfixed są
zawsze w tej samej pozycji, ukrywamy ich lokalizacje i wyróżniamy
lokalizacje wierzchołków kontrolnych. To pozwala nam przekształ-
cić G[x̄0

Vmovable
; x̄Vfrozen] w formę G[x̄0

Vmovable
; x̄Vcon] .
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3 Cel

Technicznie mówiąc, głównym celem rozprawy jest stworzenie al-
gorytmu, który dla każdej sprężyny należącej do systemu znajdzie
takie wartości parametrów (długość spoczynkową, współczynnik
sprężystości), że po przemieszczeniu wierzchołków kontrolnych na
z góry zdefiniowane pozycje i przemieszczeniu wierzchołków rucho-
mych do stanu równowagi zgodnie z dynamiką (2), system będzie
miał pożądane lokalizacje wierzchołków obserwowanych. Relacje
te opisujemy za pomocą przykładu uczącego E(i) := (ȳ

(i)
Vcon, ȳ

(i)
Vobs),

gdzie ȳ(i)
Vcon określa lokalizacje, które możemy narzucić wierzchoł-

kom kontrolnym, w rezultacie wierzchołki obserwowane pod wpły-
wem dynamiki mają się przesunąć w lokalizacje oznaczone przez
konfigurację ȳ(i)

Vobs. Dopuszcza się dowolną liczbę przykładów uczą-
cych dla danego systemu sprężynowego (E(i))Ni=1.

W celu określenia jakości dopasowania danej sieci do zbioru
przykładów uczących, zdefiniowana jest specjalna kwadratowa funk-
cja błędu:

Φ = Φ[(k[e], `0[e])e∈E ] =
1

N

N∑
i=1

Φ(i), (4)

gdzie:
Φ(i) = Φ(i)[(k[e], `0[e])e∈E ]

Φ(i) =
1

|Vobs|
∑
v∈Vobs

(dist(ȳ(i)
v , G[x̄0

Vmovable
; ȳ

(i)
Vcon]v))

2, (5)

gdzie dist jest to odległość Euklidesowa pomiędzy dwoma punk-
tami, natomiast G[x̄0

Vmovable
; ȳ

(i)
Vcon]v jest to lokalizacja wierzchołka v

osiągnięta po ustawieniu wierzchołków ruchomych w konfiguracji
x̄0
Vmovable

, wierzchołków kontrolnych w konfiguracji ȳ(i)
Vcon i relaksacji

systemu sprężynowego.
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Aby nauczyć sieć zachowań mechanicznych, które zostały zde-
finiowane przez przykłady uczące, wykorzystywany jest algorytm,
który modyfikuje fizyczne parametry sprężyn za pomocą metody
gradientu prostego, tak żeby zminimalizować wartość funkcji błędu
Φ(i). Na wejściu, algorytm dostaje sieć sprężynową G := (V , E)
łącznie z początkową konfiguracją x̄V oraz zbiorem przykładów
uczących E(i) := (ȳ

(i)
Vcon, ȳ

(i)
Vobs). Początkowe wartości współczyn-

nika elastyczności mogą mieć taką samą wartość dla wszystkich
sprężyn. Każda sprężyna może mieć długość spoczynkową taką
jak długość aktualna sprężyny `0[e] = `[e], e ∈ E .

Algorytm uczący mechanicznych zachowań zaczyna działanie
od ustawienia pozycji wierzchołków kontrolnych zgodnie z ich lo-
kalizacją opisaną w pierwszym przykładzie uczącym ȳ

(1)
Vcon. Następ-

nie, znajdujemy stan równowagi systemu, zgodnie z dynamiką (2).
Zapamiętujemy bieżącą konfigurację systemu, wartości parame-
trów sprężyn i wartość błędu Φ(1) pod postacią zmiennej Φ

(1)
before.

Aby zminimalizować Φ(1) modyfikujemy współczynnik sprę-
żystości k[e] danej sprężyny e ∈ E , zwiększamy jego wartość
o δ będącą małym dodatnim parametrem algorytmu i przepro-
wadzamy proces relaksacji systemu. Ponownie liczymy wartość
funkcji błędu i na podstawie różnicy tej wartości i zapamięta-
nego błędu Φ

(1)
before przybliżamy pochodną cząstkową ∂Φ(1)

∂k[e] , którą
również zapamiętujemy. Pochodne cząstkowe obliczamy w analo-
giczny sposób dla wszystkich współczynników sprężystości i dłu-
gości spoczynkowych. Każde obliczenie dokonujemy w oparciu o
taki sam zapamiętany stan (współczynniki sprężystości, długości
spoczynkowe) i konfigurację sieci. Mając gradient wyliczony, mo-
żemy dokonać modyfikacji parametrów dla wszystkich sprężyn za
pomocą kroku:

1. k[e] = k[e]− ρ · ∂Φ(1)

∂k[e] , e ∈ E ,
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2. `0[e] = `0[e]− ρ · ∂Φ(1)

∂`0[e] , e ∈ E ,

gdzie ρ > 0 jest to współczynnik długości kroku. Po modyfikacji
parametrów dokonujemy relaksacji. Ponownie liczymy i zapamię-
tujemy Φ(1). Konfiguracja sieci otrzymana w wyniku relaksacji
jest konfiguracją początkową dla kolejnego kroku algorytmu. Ana-
logicznych zmian począwszy od zmiany konfiguracji wierzchołków
kontrolnych x̄Vcon = ȳ

(i)
Vcon dokonujemy cyklicznie dla pozostałych

przykładów uczących. Jeśli błąd po wszystkich przykładach uczą-
cych Φ ma trend spadkowy powtarzamy cały proces uczenia. Za-
równo model jak i algorytm uczenia mechanicznych zachowań zo-
stały opisane w publikacji [4].

W rozprawie przeprowadziliśmy testy numeryczne w celu spraw-
dzenia czy system sprężynowy dla różnych warunków początko-
wych x̄0

Vmovable
i dla takich samych lokalizacji wierzchołków kon-

trolnych x̄Vcon = ȳ
(i)
Vcon zbiegnie do stanu równowagi, który osią-

gnął w trakcie treningu dla itego przykładu uczącego. Nasze testy
pokazały, że prawdopodobieństwo odtworzenia poprawnego stanu
równowagi jest wysokie dla systemu z małą liczbą wierzchołków
pomocniczych i wysokim średnim stopniem wierzchołka. Można
zwiększyć odporność sieci na wpadanie w niewytrenowane mi-
nima poprzez zaburzanie lokalizacji wierzchołków kontrolnych i
zrelaksowanie systemu. Taki szum należy dodać przed dokona-
niem przypisania x̄Vcon = ȳ

(i)
Vcon w trakcie uczenia. Dzięki temu,

gdy po dokonaniu przypisania x̄Vcon = ȳ
(i)
Vcon szukamy stanu równo-

wagi G[x̄0
Vmovable

; ȳ
(i)
Vcon], mamy zawsze bardzo różne lokalizacje dla

warunku początkowego x̄0
Vmovable

.
Procedura dodawania szumu w trakcie uczenia i algorytm te-

stowania odporności sieci na wpadanie w niewytrenowane minima
zostały opisane w Sekcji 2.5 rozprawy. Wyniki opisanych testów
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zostały opisane w Sekcji 4.6 rozprawy.

4 Algorytm generujący topologię grafu G

Na potrzeby testów zaprojektowaliśmy stochastyczny algorytm
automatycznie budujący sztuczny system sprężynowy o struktu-
rze grafu sztywnego. Jest on oparty na konstrukcji Henneberga,
która została opisana w Sekcji 5 w [14]. Algorytm ten zaczyna
tworzenie systemu sprężynowego od wygenerowania grafu pełnego
o 4 wierzchołkach. Następnie w sposób indukcyjny dodaje nowe
wierzchołki. Każdy nowo dodany wierzchołek przyłącza do cedge
już istniejących najbliższych wierzchołków (cedge ≥ 3 jest to para-
metr algorytmu). Jeśli w grafie jest mniej wierzchołków niż wynosi
wartość parametru cedge, to nowy wierzchołek jest przyłączany do
wszystkich już istniejących wierzchołków. Lokalizacja wierzchoł-
ków unieruchomionych i pomocniczych losowana jest z rozkładu
jednostajnego ograniczonego przez kulę, której punkt centralny
jest parametrem algorytmu. Lokalizacja wierzchołków kontrol-
nych i obserwowanych określona jest przez przykłady uczące, które
muszą być podane na wejściu algorytmu. W rozprawie opisali-
śmy również propozycję stochastycznej procedury, która może być
użyta do budowy takiego zbioru przykładów uczących.

Algorytm generujący topologię grafu G został opisany w publi-
kacji [5] oraz w Podsekcji 2.4 w rozprawie. Procedura generująca
zbiór przykładów uczących opisana została w Sekcji B.6 dodatku
do rozprawy.
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5 Wyniki

W Podsekcji 5.1 opisujemy najważniejsze własności numeryczne
algorytmu uczącego mechanicznych zachowań. Wskazujemy tam,
że na jakość wytrenowania sieci przede wszystkim ma wpływ na-
sycenie jej struktury sprężynami.

W Podsekcji 5.2 pokazujemy w jaki sposób wykorzystaliśmy
algorytm uczący mechanicznych zachowań do znalezienia syste-
mów sprężynowych o strukturze i dynamice białek. Podsumowu-
jemy tam również jakość odwzorowania rzeczywistych obiektów
białkowych przez znalezione struktury. Nasze testy pokazały, że
w ścieżkach, które pokonuje białko w trakcie swojej biologicznej
aktywności zakodowane są wartości jego oddziaływań międzyczą-
steczkowych.

5.1 Algorytm uczący mechanicznych zachowań

Przeprowadziliśmy testy numeryczne w celu sprawdzenia jak liczba
wierzchołków pomocniczych i krawędzi grafu wpływa na umie-
jętności przystosowywania się sieci sprężynowych do przykładów
uczących. W Tablicy 1 zaprezentowaliśmy złożoność problemów
użytych do testów oraz średni błąd Φ osiągnięty przez wytreno-
wane sieci w zależności od liczby zasobów (wierzchołków pomoc-
niczych, krawędzi). Sieci sprężynowe użyte do testów były budo-
wane automatycznie za pomocą naszego algorytmu indukcyjnego
opisanego w Sekcji 4. Również zbiory przykładów uczących dla
każdej sieci były generowane w sposób losowy. Konstrukcja i ad-
aptacja sieci dla każdego zestawu parametrów z Tablicy 1 została
wykonana stukrotnie.

Testy pokazały, że dodawanie kolejnych wierzchołków pomoc-
niczych do pewnego stopnia dobrze wpływa na lepsze dopasowanie

9



N |Vcon| |Vobs|
rząd błędu
Φ̄ przed
uczeniem

średnki błąd Φ̄ nauczonej sieci
|V∗|=5,
cedge=3

|V∗|=50,
cedge=3

|V∗|=5,
cedge=8

|V∗|=50,
cedge=8

5 5 4 8 · 103 2139 1618 642 241
5 5 10 9 · 103 3539 3307 2144 1414
10 15 3 3 · 103 1054 873 252 123

Tablica 1: Trzy pierwsze kolumny opisują złożoność zbiorów przykładów
uczących użytych do testowania. Następna kolumna podaje średni rząd
błędu przed uczeniem. Cztery ostatnie kolumny zawierają średnie warto-
ści osiągniętych błędów dla wytrenowanych sieci w zależności od nasycenia
sieci wierzchołkami pomocniczymi oraz krawędziami.

się sieci do przykładów uczących w procesie uczenia. Aczkolwiek
kolejne wierzchołki znacząco zwiększają czas potrzebny do wytre-
nowania systemu. Aby system przystosował się lepiej do pożąda-
nych zachowań, najbardziej istotne jest nasycenie jego struktury
dużą liczbą krawędzi, czyli zapewnienie mu wysokiego średniego
stopnia wierzchołka (zobacz Podsekcję 4.5 w rozprawie). Na Ry-
sunku 1 można zobaczyć jak zmniejsza się średni błąd Φ dla wy-
trenowanej sieci oraz wydłuża się czas uczenia wraz ze wzrostem
liczby wierzchołków pomocniczych oraz krawędzi (wraz ze wzro-
stem parametru cedge).

Dla naszych problemów testowych, systemy z odpowiednią liczbą
wierzchołków pomocniczych oraz krawędzi (|V∗|=50, cedge=8), po
nauczeniu osiągały średnio 40, 9 i 30-krotnie mniejszy błąd niż
przed procesem uczenia.

5.2 Uczenie zachowań białek

Algorytm uczący mechanicznych zachowań wykorzystaliśmy do
znalezienia systemów sprężynowych o strukturze i dynamice bia-
łek. W tym celu struktury białek powiązaliśmy ze strukturami
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Rysunek 1: Wykres Φ̄ (z lewej) oraz średni czas symulacji (z prawej) w
zależności od liczby wierzchołków pomocniczych. Każdy punkt na wykresie
jest średnią wartością dla 100 symulacji. Sieć trenowana dla 4 przykładów
uczących (N = 4, |Vcon| = 5, |Vobs| = 5).

sieci sprężynowych. Cząsteczki danego białka zostały zmapowane
jeden do jednego na wierzchołki grafu. W naszych testach losowe
20% cząsteczek danego białka/wierzchołków zdefiniowaliśmy jako
wierzchołki kontrolne a pozostałe 80% jako wierzchołki obserwo-
wane. W tym przypadku dynamika sprężyn harmonicznych przy-
bliża interakcje pomiędzy parami cząsteczek znajdującymi się bli-
sko siebie. Skrajne (pierwszy i ostatni) przykłady uczące zostały
zbudowane w oparciu o rzeczywiste konformacje białek pocho-
dzące z bazy PDB, zobacz [2]. Są to dwie konformacje brzegowe
danego białka przed i po wykonaniu aktywności biologicznej. Po-
średnie przykłady uczące zostały wygenerowane za pomocą me-
tody GOdMD opisanej w [13].

By odwzorować daną konformację za pomocą wytrenowanego
systemu, należy ustawić lokalizacje jej wierzchołków kontrolnych
zgodnie z jej przykładem uczącym i znaleźć jej stan stabilny.
Struktury białek wytrenowane przez nasz algorytm bardzo do-
brze przybliżają wzorcowe przykłady uczące. W naszych testach
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średni błąd Φ dla wszystkich protein wyniósł 0.33Å1.
Przeanalizowaliśmy również fizyczne właściwości wytrenowa-

nych konformacji. W tym celu zobrazowaliśmy jak zmienia się
średnia wartość sił działająca między parami ich cząsteczek wraz
ze wzrostem odległości pomiędzy tymi cząsteczkami. Pokazaliśmy,
że otrzymana zależność jest zgodna z kształtem siły Lennarda-
Jonesa, która jest uznana za pierwowzór modelu służącego do ob-
razowania rzeczywistych interakcji pomiędzy cząsteczkami. By
porównać obie funkcje, dla siły Lennarda-Jonesa znaleźliśmy pa-
rametry, dla których w jak najdokładniejszy sposób interpoluje
ona uśrednione siły istniejące w naszych wytrenowanych sieciach
sprężynowych. W tym celu użyliśmy algorytmu spadku gradien-
towego, który minimalizował błąd średniokwadratowy pomiędzy
obiema krzywymi. Błąd interpolacji wyniósł 0.84Å. Wykresy obu
funkcji zaprezentowane są na Rysunku 2.

6 Podsumowanie

W naszej rozprawie zaproponowaliśmy nowy parametryczny algo-
rytm uczący systemy sprężynowe mechanicznych zachowań. Dla
danego problemu, dla określonej pozycji wierzchołków sterujących
procedura znajduje parametry fizyczne (długości spoczynkowe,
współczynniki sprężystości), dla których dynamika sieci spowo-
duje pożądaną reakcję wierzchołków obserwowanych. Algorytm
został przez nas zaimplementowany i przetestowany na różnych
zestawach przykładów uczących. Nasze testy pokazały, że znaj-
duje on dobrze przystosowane sieci sprężynowe dla konstrukcji o
wysokim średnim stopniu wierzchołka i nie za dużej liczbie wierz-
chołków pomocniczych. Dodawanie wierzchołków pomocniczych

1Å - angstrem jest jednostką długości równą 10−10 metra

12



2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18

−5
0

5
10

[A° ]

F(l)
F(l) outliers
Lennard−Jones F

F(l)
F(l) outliers
Lennard−Jones F

F(  )
F(  ) outliers
Lennard−Jones F

Rysunek 2: Średnie siły F (`′) w naszym wytrenowanym modelu są zazna-
czone na niebiesko dla wartości użytych do interpolacji oraz na zielono dla
pozostałych wartości, które zaklasyfikowaliśmy jako odstające. Na czerwono
zaznaczyliśmy siłę Lennarda-Jonesa, która przybliża siły obliczone w naszej
symulacji.

szybko przestaje zauważalnie poprawiać przystosowanie sieci do
przykładów uczących i wydłuża czas uczenia. Dla naszych pro-
blemów testowych błąd przed i po uczeniu zmniejszył się odpo-
wiednio 40, 9 i 30-krotnie. Utrzymanie wysokiego średniego stop-
nia wierzchołka i nie za dużej liczby wierzchołków pomocniczych
ma dodatkowe zalety. Dzięki temu system jest bardziej odporny
na szum, który może powodować nieprawidłowe przemieszczenie
wierzchołków obserwowanych po przesunięciu wierzchołków kon-
trolnych.

Model zdefiniowany w rozprawie został wykorzystany do znaj-
dowania sieci sprężynowych naśladujących dynamikę białek. Na-
sze systemy sprężynowe nauczyły się odtwarzać ścieżki, które po-
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konują białka w trakcie pełnienia swoich funkcji biologicznych,
osiągając średni błąd Φ równy 0.33Å dla białka. Zobrazowaliśmy
jak zmienia się średnia wartość sił działająca między parami czą-
steczek wraz ze wzrostem odległości pomiędzy tymi cząsteczkami.
Pokazaliśmy, że otrzymana zależność jest zgodna z kształtem siły
Lennarda-Jonesa.
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