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1. Wstep

Jedna z gléwnych dziedzin badawczych sztucznej inteligencji jest uczenie maszynowe
[23] B1, 36]. Najczestszym zadaniem maszynowego uczenia jest klasyfikacja, ktora przy-
pisuje dowolnemu opisowi obiektu decyzje z ustalonego skonczonego zbioru decyzji. Na
przyktad, moze wystapié¢ potrzeba sklasyfikowania pewnych os6b poprzez przypisanie im
decyzji, czy sa chore czy zdrowe. Szczegbdlnym podzadaniem klasyfikacji jest uczenie nadzo-
rowane (w skrocie nazywane tu uczeniem). W tym podzadaniu zadany jest skorniczony zbior
obiektow (nazywanych réwniez przypadkami, przyktadami lub instancjami), z przypisanymi
im znanymi decyzjami. Zbiér ten nazywany jest zbiorem treningowym; w rozwazanym
przyktadzie jest to zbidr oséb z przypisanym diagnozami. Celem jest przypisanie nowym
obiektom, zwanym obiektami testowymi (np. nowym pacjentom do zbadania), odpowiedniej
decyzji (np. chory lub zdrowy). Algorytmy maszynowego uczenia, nazywane algorytmami
uczacymi, postugujac sie wnioskowaniem indukcyjnym, konstruuja na podstawie zbioréw
treningowych klasyfikatory, ktére dowolnym obiektom testowym przypisuja decyzje. Dla ja-
snodci podkreslamy réznice pomiedzy dwoma gléwnymi pojeciami zwigzanymi z klasyfikacja
danych, a mianowicie algorytmami uczacymi i algorytmami klasyfikujacymi (w skrocie nazy-
wanymi klasyfikatorami). Klasyfikator klasyfikuje dowolny przyktad testowy na podstawie
jego opisu, natomiast algorytm uczacy stosuje sie do szerokiego zakresu dziedzin, tworzac
klasyfikator na podstawie zadanego zbioru treningowego. Mimo, ze do tej pory opracowano
wiele algorytméw uczacych, to wciaz proponowane sa nowe. Do najpopularniejszych algo-
rytmow uczgeych naleza algorytmy generujace: drzewa decyzyjne, klasyfikatory regutowe,
maszyny wektoréw podpierajacych, klasyfikatory bazujace na instancjach, proste klasyfi-
katory bayesowskie, sztuczne sieci neuronowe, zespoty klasyfikatoréw oraz lasy losowe. W
ramach tej rozprawy skupiamy sie na opracowaniu nowych algorytméw uczacych, ktére w
szczegolnosdcei czerpia z dwoch technik, a mianowicie indukeji regut oraz uczenia bazujacego
na instancjach.

Ostatnio wiele wysitku wlozono w rozw6j metod uczenia nadzorowanego, ktére doty-
cza uczenia sie z tzw. danych niezbalansowanych [12, 24], 25, 27, 29, 46]. W zadaniach
klasyfikacji dla danych niezbalansowanych poprawna klasyfikacja obiektéw do jednej z klas
decyzyjnych jest znacznie wazniejsza niz do innych. Dla zadania klasyfikacji z decyzja bi-
narna, na ktérym skupiamy sie w tej rozprawie, jedna wyszczegblniona klasa sposr6d dwdch
ma szczegblne znaczenie. Zazwyczaj klasa ta zawiera znacznie mniejsza liczbe obiektéw niz
druga klasa. Dlatego jest ona okreslana jako klasa mniejszosciowa, a druga jako klasa wiek-
szosciowa. Nalezy zauwazy¢, ze poprawne zdiagnozowanie pacjentéw chorych na nowotwor
(stanowiacych klas¢ mniejszosciowa) jest znacznie wazniejsze niz poprawne zdiagnozowanie
pacjentow zdrowych (stanowiacych klase wiekszogciows).

Rozpoczynajac prace nad zagadnieniem zwigzanym z danymi niezbalansowanymi, warto
zdaé sobie sprawe z tego, dlaczego standardowe klasyfikatory (tzn. klasyfikatory indukowane
przez algorytmy uczace zaprojektowane dla danych zbalansowanych) nie sprawdzaja si¢ w



przypadku danych niezbalansowanych. Istniejg ku temu co najmniej cztery nastepujace
powody:

e Konstrukcja standardowych klasyfikatorow ukierunkowana jest na maksymalizacje do-
ktadnosci klasyfikacji (wyrazonej przez iloraz liczby poprawnych przewidywan decyzji
dokonanych przez klasyfikator do catkowitej liczby dokonanych przewidywarn). Jednak
w przypadku danych niezbalansowanych ta miara jakosci jest niezadowalajaca.

e Konstrukcja standardowych klasyfikatoréw powoduje, ze ich zastosowanie w przy-
padku danych niezbalansowanych prowadzi najczesciej do uzyskania niezadowalajaco
niskiego wspélczynnika doktadnodci dla klasy mniejszosciowej przy réwnoczesnym za-
pewnieniu wysokiego wspoétczynnika dokladnodci dla klasy wiekszosciowe;.

e Standardowe algorytmy identyfikujac przyktady zaszumione (ang. noisy examples), tj.
obiekty treningowe z btednymi etykietami decyzyjnymi, dokonuja tego nie uwzglednia-
jac réznicy miedzy sytuacjami pochodzacymi z klas wiekszodciowej i mniejszoéciowe].
Klasyfikacja obiektéw z klasy mniejszosciowej komplikuje sie, jesli przyktad rzeczywi-
cie nalezacy do klasy mniejszodciowej zostanie zidentyfikowany jako zaszumiony, lub
prawdziwie zaszumiony przyktad z klasy wiekszodciowe]j nie zostanie zidentyfikowany
jako taki.

e Standardowe klasyfikatory zaktadajg jednakowe koszty blednej klasyfikacji dla wszyst-
kich klas. Jednakze koszt btednej klasyfikacji moze byé¢ czesto znacznie wyzszy dla
klasy mniejszosciowej niz dla klasy wiekszo$ciowe;.

W ostatnich latach zaproponowano wiele metod uczenia z danych niezbalansowanych.
Zasadniczo metody te mozna podzieli¢ na dwie grupy:

e rozwigzania na poziomie danych oraz
e rozwiazania na poziomie algorytmicznym.

Rozwigzania na poziomie danych (wykorzystujac metody nazywane filtrami) przeksztal-
caja oryginalny zbiér danych w nowy, a nastepnie stosuja do niego standardowy algorytm
uczacy. W tym podej$ciu mozna wyrdzni¢ nastepujace podejscia do transformacji danych:
metody probkowania z nadmiarem (ang. over-sampling methods), ktore zwickszaja licznosc
klasy mniejszosciowej, metody probkowania z niedomiarem (ang. under-sampling methods),
ktore zmniejszaja licznoéé klasy wiekszosciowej oraz metody hybrydowe, ktore tacza dwa
poprzednie podejicia. Rozwigzania na poziomie algorytmicznym dotycza opracowania algo-
rytmoéw, ktére uwzgledniaja problem niezbalansowanych danych. Mozna tu wyréznié¢ naste-
pujace podejicia: adaptacja istniejacych algorytméw opracowanych pierwotnie dla danych
niezbalansowanych poprzez wprowadzenie przewagi na rzecz klasy mniejszoséciowej, ucze-
nie jednoklasowe, uczenie wrazliwe na koszty (ang. cost-sensitive learning) oraz podejécia
bazujace na zespotach klasyfikatorow.

2. Motywacje

W rozprawie skupiamy sie na specyficznym podejéciu dla danych niezbalansowanych, ta-
czgcym uczenie bazujace na instancjach i metody bazujace na regutach. W przesztosci
podejmowano pewne proby taczenia metod instancyjnych i regutowych, jednak tylko dla



danych zbalansowanych (zob. np. [11} 28]). Niemniej jednak, co najmniej dwa powody prze-
mawiaja za rozwojem takich podej$¢ nie tylko dla danych zbalansowanych, lecz réwniez dla
niezbalansowanych.

Po pierwsze, oba podejscia wykorzystuja schematy rozumowania tatwo zrozumiate dla
cztowieka. Do takich schematéow naleza reguty w postaci:

Jesli pewne warunki sq spetnione, to decyzjg jest X

ktore sa czesto uzywane przez ludzi. Analogicznie, schemat rozumowania w postaci:

Skoro nasz nowy przyktad A
jest nagbardziej podobny do innego znanego, zbadanego przyktadu B,

to przyktad A powinien mieé takg samq decyzje jok przyktad B

stosowany w uczeniu instancyjnym, jest takze tatwo zrozumialym dla cztowieka. Z tego
powodu takie podejscia spelniaja wymagania wyjasnialnosci (ang. ezplainability) [1].

Po drugie, istniejg pewne intuicje, wynikajace z rozwazan matematycznych, sugerujace
zastosowanie uczenia bazujacego na instancjach, by¢ moze w potaczeniu z indukcja regutowa.
Podejscia bazujace na regutach to przyktad procedury sktadajacej sie z dwoch etapow. W
pierwszym etapie indukujemy (estymujemy) nieznang funkcje decyzyjna. W drugim etapie
stosujemy te indukowang funkcje do klasyfikacji przyktadow testowych. Jednakze Vapnik
zauwazyl, ze estymacja funkcji decyzyjnej jest znacznie bardziej ogélnym problemem niz
ten, ktory zazwyczaj nalezy rozwiazywaé¢ w praktyce. W wiekszoéci przypadkéw zachodzi
jedynie potrzeba estymowania wartosci nieznanej funkcji decyzyjnej w ,kilku” nowych punk-
tach zdefiniowanych przez obiekty testowe (zob. [43] s. 12]). Sugeruje on, ze jesli zachodzi
potrzeba wnioskowania o decyzjach dla nowych przypadkéw na podstawie malych zbioréw
treningowych, powinnismy wziaé¢ pod uwage nastepujaca zasade:

Jesli posiadasz ograniczong ilosé informacji do rozwigzania jakiegos problemu,
staraj sie rozwigzaé go bezposrednio i nigdy nie rozwigzuy bardziej ogdlnego pro-
blemu jaoko etapu posredniego. Mozliwe jest, zZe dostepne informacje sq wystarcza-
jace do bezposredniego rozwigzania, ale niewystarczajgce do rozwigzania bardziej
ogdlnego problemu posredniego. [43]

Zasada ta sugeruje, ze stosowanie podejéé¢ bazujacych na instancjach moze mieé istotne
znaczenie dla jakosci konstruowanych klasyfikator6w. To samo dotyczy réwniez metod ta-
czacych podejécia bazujace na instancjach z innymi podejsciami.

Wisréd metod instancyjnych dobrze znane sa algorytmy kNN. Ta klasa algorytméw zna-
lazta sie na liscie dziesieciu najbardziej znaczacych algorytmow eksploracji danych [45]. W
najprostszym przypadku zwracaja one decyzje dotyczaca przyktadu treningowego najbar-
dziej podobnego do przypadku testowego. Ogodlnie rzecz biorge, algorytmy te dokonujg
klasyfikacji przypadku testowego na podstawie liczby wystapien klas wérod k przyktadéow
najbardziej podobnych do testowego — tworzacych zbiér przyktadéw czasami nazywany sa-
siedztwem przypadku testowego. Podobienistwo to mierzone jest za pomoca pewnej funkcji
odleglosci, zwanej tez metryka. Jakos¢ metody kNN istotnie zalezy od uzytej funkcji odle-
gloéci. W wielu pracach proponuje sie rézne rozwigzania w zakresie indukowania metryki z
danych [40]. Ponadto jakos¢ metody kNN zwykle istotnie zalezy od wartosci k. W praktyce
estymacja optymalnego k jest czesto wykonywana za pomoca techniki walidacji krzyzowej.
Generalnie, istnieje wiele podej$¢ do automatycznego wyboru optymalnej wartosci k (zob.
np. [15, 47]).



Metody bazujace na regutach reprezentuja wiedze przy pomocy regut decyzyjnych typu
jesli-to wiazacych warunki z decyzjami. Wéréd metod bazujacych na regutach mozna wy-
roznic kilka podejsé (przeglad tych metod znajduje sie np. w [14]). Ogolnie metody bazujace
na regutach mozna scharakteryzowaé¢ biorac pod uwage trzy wazne aspekty zwigzane z na-
stepujacymi pytaniami:

1. Jaki jest jezyk opisu regut?
2. W jaki sposéb generowany jest zbiér regut?

3. W jaki spos6b uzyskany zbior regut jest wykorzystywany w procesie klasyfikacji?
(Zwykle jest to zwiazane z tzw. rozwiazywaniem konfliktow).

Biorac pod uwage pierwsze pytanie, zdecydowana wiekszodé podejé¢ wykorzystuje ko-
niunkcje warunkow (deskryptorow) postaci atrybut = wartos¢ w poprzedniku reguty oraz
decyzja = warto$é w nastepniku reguty. Istnieja jednak réwniez inne podejscia, np. re-
guly monotoniczne (zob. np. [6]). W odniesieniu do drugiego pytania, mozna wyrézni¢ dwa
gtowne podejscia: indukcja minimalnego zbioru regut (zob. np. [13| 21], B0]) oraz indukcja
nieminimalnego zbioru regut (zob. np. [14, [38]). W odniesieniu do trzeciego pytania, mozna
wyrdzni¢ nastepujace podejscia: algorytmy generujace uporzadkowany zbior regul (zob.
np. [8]) oraz rézne strategie rozwiazywania konfliktow (w [41] zawarto przeglad literatury
dotyczace] tego zagadnienia).

Wiéréd algorytmicznych rozwigzan dla danych niezbalansowanych istnieje wiele metod
bazujacych na regutach (zob. np. [35] jako przyktad pracy bazujacej na regutach, zob. [32
Chapter 4|, aby zapozna¢ si¢ z ich przegladem). Jak wspomniano wczesniej, moja praca
koncentruje sie na metodach klasyfikacji danych niezbalansowanych taczacych podejécia
instancyjne i regutowe.

3. Cel pracy i zarys wynikow

Gléwnym celem mojej pracy jest opracowanie algorytméw uczacych bazujacych na potacze-
niu metod instancyjnych i regutowych charakteryzujacych sie wysoka jakoscia klasyfikacji
dla ré6znych typéw zbioré6w danych. Cel ten realizujemy w dwdch krokach, proponujac algo-
rytm RIONA dla danych zbalansowanych oraz algorytm RIONIDA dla danych niezbalan-
sowanych. Na konkretnym przyktadzie algorytmu RIONA pokazujemy, jak mozna uogdlni¢
strukture algorytmu opracowanego dla danych zbalansowanych, aby stal sie on efektywny
dla danych niezbalansowanych, co prowadzi do algorytmu RIONIDA. Najprostszym podej-
sciem (wykorzystujacym do klasyfikacji danych niezbalansowanych algorytmy opracowane
dla danych zbalansowanych) byloby zastosowanie filtru do danych niezbalansowanych przed
uzyciem algorytmu RIONA. W niniejszej rozprawie proponujemy jednak inne podejscie, a
mianowicie podejicie polegajace na modyfikacji algorytmu RIONA tak, aby okazal sie on
skuteczny dla danych niezbalansowanych.

3.1. RIONA - algorytm dla danych zbalansowanych

W pierwszym kroku proponujemy algorytm indukcji regutowej z optymalnym sasiedztwem
(RIONA) [16]. Algorytm ten taczy podejscie instancyjne i regutowe i zostal opracowany
tak, aby jego jakos¢, mierzona wzgledem miary zwanej doktadnoscia (zob. np. [26]), oka-
zata sie konkurencyjna w stosunku do innych rozwigzani. Algorytm ten wykorzystuje kilka
pomystow.



e RIONA generuje reguty w sposob leniwy (zob. np. [2]), to znaczy indukuje nieliczny
zbiér regut decyzyjnych istotnych tylko dla klasyfikacji rozwazanego przyktadu testo-
wego. Jest to odmienna strategia od tej indukujacej z géry duza liczbe regut decyzyj-
nych w celu wykorzystania ich podczas testowania.

o Klasyfikacja dokonywana przez RIONA na danym obiekcie testowym wykorzystuje
reguty indukowane tylko na podstawie obiektéw nalezacych do otoczenia wyznaczo-
nego przez sasiedztwo danego przyktadu testowego. Zauwazmy, ze przy zastosowaniu
podejécia leniwego korzysta sie jedynie ze stosunkowo niewielkiej liczby regut.

e Uzywamy innego rodzaju regul niz te powszechnie stosowane w podejsciach reguto-
wych, gdzie warunki maja posta¢: atrybut rowny okreslone; wartosci. W algorytmie
RIONA stosowane sg bardziej ogolne reguly z warunkami postaci: atrybut nalezy do
okreslonego zbioru wartosci. Te zbiory wartosci okreélane sa poprzez grupowanie za-
réwno liczbowych, jak i symbolicznych wartoéci atrybutéw. W glosowaniu nad decyzja
za pomocy regul pokrywajacych klasyfikowany przyktad, wykorzystywana jest agre-
gacja zbioréw wspierajacych takie reguty.

e RIONA konstruuje sasiedztwa obiektéw o optymalnym rozmiarze.

e Pojecie podobienistwa miedzy obiektami jest dla algorytmu RIONA wykorzystywane
do dwoch celow, a mianowicie do: (i) konstruowania sasiedztwa dla danego obiektu
oraz (ii) grupowania wartosci atrybutow.

Przeprowadzone eksperymenty opisane przez autora rozprawy (zob. [16]) oraz w litera-
turze (zob. np. [ 10, 19 20, B7]) pokazuja, ze RIONA jest konkurencyjna w stosunku do
wielu innych znanych systemow.

3.2. RIONIDA - algorytm dla danych niezbalansowanych

Okazuje sie, ze RIONA posiada pewne wady charakterystyczne dla standardowych algoryt-
moéw (tzn. zaprojektowanych dla danych zbalansowanych) w przypadku zastosowania ich do
danych niezbalansowanych. W tym miejscu pojawia sie drugi etap realizacji celu rozprawy.
Celem jest zmodyfikowanie proponowanego podejécia taczacego metody instancyjne i regu-
towe (RIONA) w celu poprawy jego efektywnosci na danych niezbalansowanych. Mianowi-
cie, w tym drugim etapie proponujemy algorytm RIONIDA (Rule Induction with Optimal
Neighbourhood for Imbalanced Data Algorithm). Wszystkie pomysty wymienione w po-
przedniej podsekcji dla algorytmu RIONA sg rowniez zrealizowane w algorytmie RIONIDA.
Ponadto ten nowy algorytm realizuje kilka nowych idei w poréwnaniu z algorytmem RIONA.

e RIONIDA stara sie maksymalizowac¢ nie doktadnogé, ale jedna sposréd miar jakosci,
znacznie bardziej istotnych dla danych niezbalansowanych, jak F-miara lub G-mean
(zob. np. [5l 26]).

e Rozstrzyganie konfliktow regut w algorytmie RIONIDA jest bardziej wyrafinowane niz
w algorytmie RIONA. Agregacja decyzji regul pokrywajacych klasyfikowane obiekty
jest definiowana z uwzglednieniem wymagania, ze klasa mniejszosciowa jest ,wazniej-
sza” od klasy wiekszosciowej. Sformulowanie ,wazniejsza” wyrazone jest przez stopien
waznosci. Stopienn waznosci klasy mniejszosciowej (i w konsekwencji klasy wiekszo-
$ciowej) jest dostrajany w trakcie uczenia.

o W klasyfikacji dopuszcza sie zastosowanie regut sprzecznych w okres§lonym stopniu.
Poziom dozwalanej sprzecznosci jest rowniez dostrajany w trakcie uczenia.



RIONIDA prowadzi do istotnie lepszych wynikéw eksperymentalnych niz testowane w
rozprawie znane metody opracowane dla danych niezbalansowanych. Fakt ten zostat zilu-
strowany w mojej rozprawie na kilkunastu benchmarkach (patrz Rozdzial 5).

Podejscie zastosowane przy tworzeniu algorytmu RIONIDA jest inne niz te prezentowane
w literaturze. Wedtug naszej wiedzy jedynym algorytmem, ktory taczy podejscie instancyjne
i regutowe, a jednoczesnie nalezy do podejscia na poziomie algorytmicznym (modyfikujacym
algorytmy dla danych zbalansowanych) jest BRACID (zob. np. [32, 33]). BRACID jest mo-
dyfikacja algorytmu RISE tak, aby mozna go byto zastosowaé dla danych niezbalansowanych.
Istnieje kilka istotnych réznic pomiedzy algorytmami BRACID i RIONIDA. Po pierwsze,
BRACID generuje regulty w fazie uczenia (z wyprzedzeniem), podczas gdy RIONIDA robi
to w fazie testowania (czyli zgodnie z podejsciem leniwym). Po drugie, BRACID zaczyna
od regul réwnowaznych instancjom i indukuje reguly quasi-optymalne dla danego zbioru
danych. RIONIDA przyjmuje inng strategie i bierze pod uwage duza przestrzen sparame-
tryzowanych regut sformutowanych w okreslonym jezyku. Warto zwrdci¢ uwage, ze rézne
parametryzacje odpowiadaja réznym podejsciom, w tym podejdciu bazujacemu wytgcznie
na instancjach, podejsciu bazujacemu wylacznie na regutach oraz podejéciu taczacemu te
podejscia. Dla zadanego zbioru danych RIONIDA optymalizuje ustawienie parametréw
regul, i robi to bardzo wydajnie. Po trzecie, BRACID optymalizuje reguty dla F-miary,
podczas gdy RIONIDA moze optymalizowaé¢ dowolna, ze zdefiniowanych przez uzytkownika
na podstawie macierzy konfuzji miar jakogci, i robi to bardzo skutecznie.

4. Gléwne wyniki pracy

Glownymi wynikami pracy sg opracowanie i analiza dwoch algorytmow uczgcych: RIONA
oraz RIONIDA. Pierwszy algorytm jest dedykowany dla danych zbalansowanych, natomiast
drugi dla danych niezbalansowanych. Algorytm RIONA oraz jego podstawowa analiza zo-
staly wykonane wspolnie przez autora rozprawy oraz Arkadiusza Wojne (zob. [16H18]). Na-
tomiast prace zwigzane z algorytmem RIONIDA zostaly wykonane przez autora rozprawy.

W tej pracy skupiamy sie bardziej na problemie uczenia niezbalansowanego. Dlatego tez
algorytm RIONIDA jest kluczowy dla tej rozprawy. Niemniej jednak algorytm RIONA sta-
nowi niezbedny etap w konstrukcji algorytmu RIONIDA. Poniewaz jednak algorytm RIONA
ma znaczenie tylko dla danych zbalansowanych, nie przedstawiamy jego pelnej analizy. W
szczegolnosci, nie przedstawiamy szczegbétowo pordwnania algorytmu RIONA z innymi zna-
nymi z literatury algorytmami stosowanymi dla danych zbalansowanych, a jedynie podajemy
odnosniki do opublikowanych prac zwigzanych z jakodcia algorytmu RIONA, w ktorych takie
poréwnania sg zawarte.

Glowng ideg algorytmu RIONA jest polgczenie dwoch powszechnie stosowanych empi-
rycznych podej$é do uczenia z przyktadéw, a mianowicie uczenia instancyjnego i indukcji
regulowej. Algorytm RIONA posiada kilka wtasnogci prowadzgcych do konstrukeji od-
powiednich klasyfikatoréw dla danych zbalansowanych. Skonstruowanie algorytmu, ktéry
zapewnia wszystkie te wlasnosci jest sporym wyzwaniem i stanowi istotny wynik tej pracy.
Ponizej krotko przedstawiamy te wtasnosci.

1. Algorytm RIA jest szczegolnym przypadkiem algorytmu RIONA z maksymalnym zbio-
rem wsparcia (tzn. caly zbior treningowy jest traktowany jako sasiedztwo przypadku
testowego). RIA realizuje przytoczona wczesniej idee Vapnika: ,staraj sie rozwia-
za¢ problem bezposrednio i nigdy nie rozwiazuj bardziej ogblnego problemu, jako
kroku posredniego” i ma bardzo ciekawg i praktycznag wtasnosé. Mianowicie, RIA
jest rownowazny (wzgledem klasyfikacji) algorytmowi, ktory w kroku posrednim ge-
neruje wszystkie niesprzeczne i maksymalnie ogélne reguty (patrz Twierdzenie 3.4 i



Whiosek 3.5 w rozprawie). Ten ostatni algorytm ma wykltadnicza ztozonoéé¢ czasowa,
podczas gdy RIA ma znacznie mniejsza — kwadratowa ztozonodé czasowa. Ponadto, w
szczegolnosdei algorytm RIA (oraz RIONA) nie wymaga dyskretyzacji (ani grupowania
wartosci). Grupuje on odpowiednio wartosci zarowno dla atrybutow liczbowych jak i
nominalnych podczas generowania regut.

2. W ogolnym przypadku algorytmu RIONA, decyzja jest przewidywana na podstawie
zbioru wsparcia ograniczonego do sasiedztwa przypadku testowego, a nie na podstawie
calego zbioru wsparcia pochodzacego ze wszystkich regut pokrywajacych przypadek
testowy.

3. Rozmiar optymalnego sasiedztwa jest automatycznie indukowany w fazie uczenia.
Warto zaznaczy¢, ze uczenie optymalnego sasiedztwa bazuje na idei programowania
dynamicznego (zob. np. [9]), co sprawia, ze obliczeniowa ztozonos¢ czasowa tego etapu
jest niska. Ponadto badanie empiryczne wykazalo interesujacy fakt, ze wystarczy roz-
wazy¢ niewielkie sasiedztwo, aby uzyska¢ doktadnosé klasyfikacji poréwnywalna z al-
gorytmem indukowanym z catego zbioru uczacego (zob. np. [39], gdzie jest podany
algorytm obliczajacy kompletny zbiér niesprzecznych i maksymalnie ogélnych regut
decyzyjnych). Tak wiec potaczenie kNN i algorytmu bazujacego na regutach prowadzi
do znacznego przyspieszenia zaréwno fazy uczenia jak i testowania w poréwnaniu z
algorytmem RIA wykorzystujacym wszystkie maksymalnie ogolne reguty.

4. Metoda ta jest konkurencyjna w stosunku do innych znanych z literatury podejsé
z punktu widzenia jakosci klasyfikacji. W szczegélnosci, prezentowany klasyfikator
charakteryzuje sie wysoka doktadnoscia dla dwoch rodzajow zbioréw danych: bardziej
odpowiednich dla klasyfikatorow kNN oraz bardziej odpowiednich dla klasyfikatordw
regutowych.

5. Sformutowane i udowodnione w rozprawie wyniki teoretyczne pokazuja zwiazki gene-
rowanych przez algorytm RIONA klasyfikatoréw zaréwno z klasyfikatorami instancyj-
nymi, jak i regulowymi (patrz Fakt 3.9, Twierdzenia 3.10 i 3.11, Wniosek 3.12). W
szczegolnodcei, pokazujemy rownowaznosé (wzgledem klasyfikacji) algorytmu RIONA
z algorytmem regulowym generujacym wszystkie niesprzeczne i maksymalnie ogdlne
reguly z sasiedztwa przypadku testowego. W konsekwencji, klasyfikator RIONA moze
by¢ reprezentowany przez klasyfikator regutowy, z regutami tatwo interpretowalnymi
przez cztowieka. Te teoretyczne wyniki zapewniaja wtasnodé wyjasnialnoéci wyniko-
wych klasyfikatoréw generowanych przez algorytm RIONA i moga by¢ wykorzystane
w sytuacji, gdy wymagane jest wyjasnienie lub uzasadnienie uzyskanej decyzji.

Ponadto, zaproponowalismy algorytm Optimal Nearest Neighbour (ONN), ktory jest
prosta modyfikacja algorytmu RIONA. W ONN zamiast stosowania regut do konstruowania
sasiedztwa wykorzystywana jest metoda kNN. ONN uzywa tej samej metryki, co algorytm
RIONA i w podobny sposob uczy sie optymalnego sasiedztwa. Istniejg dwa powody, dla
ktorych warto tutaj wspomnieé o tym algorytmie: (i) dla niektoérych zbioréw danych algo-
rytm ten ma lepsza jakos¢ klasyfikacji niz RIONA, oraz (ii) fakt ten zostal wykorzystany w
konstrukeji algorytmu RIONIDA (patrz dalsza dyskusja na temat algorytmu RIONIDA).

Algorytm RIONA nie jest jednak odpowiedni dla niezbalansowanych danych, z powodow
wymienionych we Wstepie. Ponizej odnosimy sie do nich wyjasniajac, dlaczego RIONA nie
sprawdza sie dla takich danych.

e RIONA stara sie maksymalizowa¢ doktadnosé. Miara ta przypisuje jednakowe koszty



blednej klasyfikacji zaréwno dla klasy mniejszosciowej jak i wiekszosciowej. Jednakze,
takie podejécie nie jest odpowiednie dla danych niezbalansowanych.

e RIONA implicite zaktada zrownowazony rozktad klas. Oznacza to, ze RIONA nie ra-
dzi sobie poprawnie z danymi, w ktérych dla wielu obiektéw z klasy mniejszosciowej ich
sasiedztwo zawiera znacznie wiecej obiektow z klasy wiekszosciowej. Wowczas rowniez
wiecej obiektow z klasy wiekszosciowej wspiera reguty skonstruowane dla obiektow z
klasy mniejszosciowej. W konsekwencji, wiele przyktadéw testowych z klasy mniejszo-
sciowej moze by¢ blednie zaklasyfikowanych, jako nalezace do klasy wiekszodciowe].

o Mozna uzyskaé¢ wysoki stopienn doktadnosci przy niskiej doktadnosci dla klasy mniej-
szo$ciowej. Fakt ten powoduje, ze klasyfikator RIONA nie jest akceptowalny dla kla-
syfikacji danych niezbalansowanych.

Algorytm RIONIDA bazuje na modyfikacji algorytmu RIONA. Jego celem jest konstru-
owanie klasyfikatoréw dla danych niezbalansowanych o mozliwie najwyzszej jakosci. W celu
uproszczenia, zadania, liczba klas decyzyjnych w algorytmie RIONIDA jest ograniczona do
dwbch, co oznacza, ze algorytm ten ma bezposrednie zastosowanie tylko dla probleméw
klasyfikacji binarnej. Algorytm RIONIDA, analogicznie do RIONA| bazuje na polaczeniu
uczenia instancyjnego i indukcji regut. Przy konstruowaniu algorytmu RIONIDA wprowa-
dzono jednak kilka istotnych zmian w stosunku do algorytmu RIONA. Zmiany te pozwolity
na uzyskanie algorytmu, ktéry jest istotnym wynikiem pracy. Posiada on nastepujace wazne
wtasnosci.

1. RIONIDA przeprowadza optymalizacje w fazie uczenia nie wzgledem doktadnosci, lecz
wzgledem miary bardziej adekwatnej dla danych niezbalansowanych (np. F-miary lub
G-mean).

2. Poniewaz dla problemu uczenia niezbalansowanego poprawna klasyfikacja do klasy
mniejszosciowej jest wazniejsza niz do klasy wiekszosciowej, klasa mniejszosciowa jest
traktowana w szczegdlny sposob podczas rozwigzywania konfliktu, tj. metody wyboru
ostatecznej decyzji, jesli istnieja pewne przestanki za klasyfikowaniem zaréwno do
klasy mniejszoéciowej, jak i do klasy wiekszo$ciowej. Kolejny problem zwigzany jest z
wyborem, w jakim stopniu klasa mniejszodciowa jest wazniejsza od klasy wiekszodcio-
wej.

3. Poniewaz algorytm ONN dla niektérych zbioréw danych daje lepsze wyniki niz al-
gorytm RIONA, zdecydowalisémy sie polaczy¢ mocne strony obu tych algorytmoéw.
RIONIDA moze wykorzystywaé podejscie bazujace na regutach, podejscie bazujace na
instancjach, lub tez kombinacje tych podejéé. Wybér ten jest dokonywany przy uzyciu
parametru, ktéry okresla, w jakim stopniu uzycie regut w sasiedztwie jest uznane za
odpowiednie.

4. Wszystkie gtowne (wewnetrzne) parametry algorytmu RIONIDA sa automatycznie in-
dukowane w fazie uczenia. Przypomnijmy, ze na te parametry sktadaja sie: rozmiar
sasiedztwa (cecha ta jest zaadaptowana z algorytmu RIONA), stopien waznosci klasy
mniejszos$ciowej oraz dopuszczalny poziom (nie)sprzecznosci. Ten ostatni wspolczyn-
nik okregla, w jakim stopniu wykorzystywane jest podejscie regutowe (lub odwrotnie
— instancyjne). Ponownie, nalezy podkresli¢, ze przedstawiamy efektywna w czasie
metode uczenia sie wszystkich tych parametréw za pomocg techniki programowania
dynamicznego (patrz Twierdzenie 4.3). Ponadto, zaprezentowaliémy mozliwos¢ dal-
szego przyspieszenia algorytmu RIONIDA i zmniejszenia jego ztozonosci pamieciowej
(patrz Twierdzenie 4.5 i Fakt 4.6).



5. Dla miar jakosci G-mean i F-miary, dwa twierdzenia dostarczajg oszacowaii optymal-
nego stopnia waznosci klasy mniejszoéciowej przy zatozeniu rozktadu ,catkowicie loso-
wego” (patrz Twierdzenia 4.1 i 4.2). Oszacowania te dostarczaja szybsza alternatywe
dla rozwiazania otrzymanego w wyniku uczenia parametréw i moga by¢ wykorzystane
do ustawienia domyslnej wartodci odpowiedniego parametru w algorytmie RIONIDA.
Ponadto, z twierdzen tych wynika ciekawy wniosek. Mianowicie, dla pewnej klasy kla-
syfikatoréw optymalny klasyfikator moze by¢ znaczaco rézny (wzgledem klasyfikacji)
dla réznych miar jakosci. Dodatkowo, oceny tych dwédch optymalnych klasyfikato-
row moga by¢ znaczaco rézne w zaleznosci od miary jakosci uzytej do oceny. Prak-
tyczny wniosek dla rzeczywistych probleméw klasyfikacji jest taki, ze bez doktadnego
okreslenia konkretnej miary jakosci, ktora jesteémy zainteresowani, termin ,najlepszy
klasyfikator” moze by¢ niejednoznaczny lub nawet mylacy.

6. RIONIDA osiaga istotnie lepsze wyniki niz renomowane podejécia znane z literatury
testowane w rozprawie. Poréwnanie jakosci algorytmu RIONIDA przeprowadziliémy
z wszystkimi gtéwnymi renomowanymi algorytmami, ktérych kody byly dostepne dla
autora rozprawy. Taki wybér gwarantowal powtarzalnosé eksperymentéow. Przewaga
algorytmu RIONIDA zostata wykazana w eksperymentach na benchmarkach, z wyko-
rzystaniem miar jakodci istotnych dla danych niezbalansowanych. Testy poréwnawcze
zostaly starannie zaprojektowane z wykorzystaniem aktualnej wiedzy na temat ewa-
luacji algorytmoéw uczacych sie w kontekscie danych niezbalansowanych. W szczegél-
nodci wzieto pod uwage odpowiednie miary jakosci, ich wtasciwa metode estymaciji, co
samo w sobie jest ztozonym problemem, odpowiedni dobér zbioréw danych, czy wresz-
cie mozliwoé¢ r6znych ustawien algorytmoéw. Zamieszczono réwniez statystyczna ocene
uzyskanych wynikéow. Nadmierimy, ze RIONIDA wypada znacznie lepiej, niz RIONA z
rozwigzaniem na poziomie danych tzn. RIONA w kombinacji z odpowiednimi filtrami
na jej wejsciu, modyfikujacymi dane.

7. RIONIDA posiada pozadana wlasnos¢ wyjasnialnosci, ktéra zapewniaja przede
wszystkim teoretyczne wlasnodci algorytmu RIONA, opisane powyzej w punkcie

8. Wiekszos¢ z wymienionych powyzej pozytywnych wlasnosci algorytmu RIONA po-
siada rowniez algorytm RIONIDA. W szczegolnosci RIONIDA, analogicznie do algo-
rytmu RIONA | nie wymaga uprzedniej dyskretyzacji ani grupowania wartosci. Warto
tez dodaé, ze RIONIDA przy specyficznych ustawieniach parametrow staje sie réwno-
wazna algorytmowi RIONA.

Podsumowujac, algorytm RIONA jest metoda uczenia, ktora jest efektywna czasowo,
z dobra jakoscig klasyfikacji dla danych zbalansowanych. Algorytm RIONIDA jest pota-
czeniem algorytmow RIONA i ONN (wraz z ich dalszym rozszerzeniem), zaprojektowanym
do pracy z problemami uczenia niezbalansowanego (cho¢ ograniczonym do klasyfikacji bi-
narnej). Co wazne, RIONIDA osiaga znaczaco lepsze wyniki niz wspotczesne algorytmy
zaprojektowane do dziatania w przypadku danych niezbalansowanych, a jednoczesnie ma
stosunkowo niska ztozono$¢ obliczeniowa. W szczegolnosci, RIONIDA ma znaczaco lepsza
jako$¢ niz algorytm RIONA poprzedzony filtrowaniem danych, co jest powszechnie znanym
i bezposrednim sposobem przystosowania standardowego algorytmu do danych niezbalan-
sowanych.

Na koniec chcielibyémy wspomnieé¢ o dwoch pomniejszych rezultatach rozprawy. Pierw-
szym z nich jest zaproponowane podejicie metodologiczne z trzema poziomami poréwnan
algorytmoéw uczacych, uwzgledniajace wiele wariantéw algorytmoéw, w tym ich nie-domyélne



ustawienia parametrow (patrz dyskusja o eksperymentach w Rozdziale 5). Drugi to kon-
strukcja przyktadu prowadzacego do réznych wnioskéw, co do przewagi jednego z poréw-
nywanych algorytméw nad drugim w zaleznosci od sposobu agregacji czastkowych wyni-
kow walidacji krzyzowej. Méwiac doktadniej, w przypadku makro-usredniania (ang. macro-
averaging) jeden algorytm okazuje sie lepszy od drugiego, a w przypadku mikro-usredniania
(ang. micro-averaging) jest na odwrot (patrz Dodatek B).

Wreszcie, przedstawione wyniki dotyczgce algorytmow RIONA i RIONIDA mogg by¢
postrzegane, jako przyktady kilku abstrakcyjnych i ogélnych kierunkow badan nad efektyw-
nymi i wydajnymi algorytmami uczacymi. Zywimy nadzieje, ze niektére z naszych pomy-
stow beda mogly by¢ zaadaptowane w projektach, w ktoérych projektowanie algorytméw
uczacych sie opiera sie na innych niz w rozprawie pojeciach. Po pierwsze, pokazalismy, ze
w przypadku klasyfikatorow regutowych czas obliczen miary rozwigzywania konfliktéw ba-
zujacej na wszystkich niesprzecznych i maksymalnie ogélnych regutach moze by¢ znacznie
przyspieszony dzieki zastosowaniu podejscia leniwego — podobne podejscie moze by¢ zasto-
sowane dla innych miar rozwiazywania konfliktéw. Po drugie, pokazaliSmy, ze potaczenie
uczenia instancyjnego z innym podej$ciem, np. regulowym, moze byé korzystne zaréwno
z punktu widzenia jakosci, jak i efektywnosci — kombinacja tego rodzaju moze sprawdzic¢
sie rowniez w przypadku podejé¢ innych niz regutowe, np. drzew decyzyjnych. Po trzecie,
pokazalismy, ze parametryzacja klasyfikatoréw bazujacych na podejsciu leniwym moze by¢
znacznie efektywniej realizowana z wykorzystaniem programowania dynamicznego niz po-
przez bezpodrednie obliczenia — podejicie to moze by¢ zastosowane dla innych architektur
algorytmow i/lub innych parametryzacji. Po czwarte, pokazaliémy przyktad, w jaki spo-
sob algorytm uczacy dla danych zbalansowanych moze by¢ z powodzeniem zmodyfikowany
dajac w wyniku algorytm uczacy dla danych niezbalansowanych — analogiczne przeksztatce-
nia mozna byloby zrealizowa¢ w przypadku innych algorytméw dedykowanych dla danych
zbalansowanych.

Wyniki przedstawione w mojej rozprawie otwieraja kilka innych mozliwych kierunkow
dla przysztych badan. W szczegblnosci, opisujemy kilka uzytecznych usprawnien zwiek-
szajacych wydajno$é i uzytecznosé algorytmu RIONIDA, ktore moglyby zostaé zaimple-
mentowane w przysztosci. Omawiamy réwniez dalsze eksperymenty, ktére mogltyby zostaé
przeprowadzone w celu pogtebienia analizy algorytmu RIONIDA. Chociaz sprawdziliSmy
juz kilka kierunkéw mozliwego ulepszenia algorytmu RIONIDA, szereg dalszych badan po-
zostaje jeszcze do wykonania. W szczegdlnodci, zaproponowaliémy rozszerzenie algorytmu
RIONIDA o 4-wymiarowa parametryzacje, ktora wydaje sie by¢ obiecujaca dla przysztych
badan. Twierdzenia dotyczace optymalnego stopnia waznosci klasy mniejszos$ciowej moga
by¢ rozszerzone na ogoélniejsze sytuacje wystepujace w praktyce. Mimo uzyskanych wstep-
nych wynikéw sugerujacych, ze zastosowanie algorytmu RIONIDA dla duzych danych (ang.
big data) niezbalansowanych jest wykonalne i skuteczne, konieczne sg jeszcze dalsze badania
w tym kierunku. Wreszcie, RIONIDA moze by¢ dalej rozwijana w celu dostosowania jej do
specyficznych rzeczywistych probleméw.
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