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Recenzja rozprawy doktorskiej mgra Grzegorza Gory pt. ,,Combining instance-based
learning and rule-based methods for imbalanced data”

Niniejsza recenzja jest sporzadzona w odpowiedzi na pismo Przewodniczacego Rady Naukowej
Dyscyplin Matematyka i Informatyka Uniwersytetu Warszawskiego (Wydzial Matematyki i
Informatyki. UW) prof. dr hab. Andrzeja Tarleckiego z lutego br. zawierajacego prosbe o
zrecenzowanie rozprawy doktorskiej mgra Grzegorza Gory.

Rozprawa jest zatytutowana ,,Combining instance-based learning and rule-based methods for
imbalanced data” — z polskim odpowiednikiem tytutu ,.f.aczenie metody bazujacej na instancjach z
metoda indukcji regut dla danych niezbalansowanych” i zostala przygotowania pod kierunkiem
profesora dr hab. Andrzeja Skowrona oraz zlozona w grudniu 2021 roku. Maszynopis rozprawy jest
napisany w jezyku angielskim, liczy 258 stron. Jest on podzielony na 6 rozdzialow, 3 zataczniki.
Zawiera takze obszerny spis cytowan-literature, krotkie streszezenia w dwdch jezykach, zestawienia
symboli, skrotéw oraz indeks tematyczny - calos¢ w sensie formatowanie tekstu wyglada na na
ztozong w narzedziach LaTeX. Ponadto w przestanych materiatach znajdowaly sie kilkunasto
stronicowe autoreferaty rozprawy napisane zaréwno w jezyku angielskim, jak i w jezyku polskim.

1. Uwagi ogélne nt. problematyki rozprawy i jej celow

Tematyka rozprawy, jak pisz¢ sam Autor, dotyczy uczenia maszynowego (ang. machine learning
- tlumaczone takze systemy uczace si¢) i doktadniej wybranych metod nadzorowanego uczenia
klasyfikatorow. Jest to jedno z najpopularniejszych i najintensywniej badanych zadan w tej
problematyce. Dotychczas zaproponowano bardzo duzo algorytméw uczenia klasyfikatoréw
wykorzystujacych réznorodne podstawy metodyczne, reprezentacje danych i samych form
klasyfikatoréw. Jak mozna tatwo zauwazy¢ uczenie maszynowe, w szczegdlnosci sieci neuronowe
sg obecnie dominujgcg pod-dziedzing sztucznej inteligencji zardéwno z uwagi na badania naukowe,
jak i liczne zastosowania praktyczne.

Sam doktorant interesuje si¢ indukcjg regul klasyfikacyjnych oraz podej$¢ minimalno -
odlegtosciowych typu klasyfikator k- najblizszego sgsiada. Mozna stwierdzi¢, ze indukcja regul
cieszyla si¢ wigkszym zainteresowaniem w poprzednim wieku, lecz sama reprezentacja regut jest
ciagle rozwazana w roznych obszarach sztucznej inteligencji ze wzgledu na jej potencjalng
zrozumiato$¢ dla czlowieka. Historycznie (np. w pracach prof. Ryszarda Michalskiego lub Zdzistawa
Pawlaka) uznawano jg za bardziej naturalna i czytelniejsza dla cztowieka niz inne reprezentacje
wiedzy wykorzystywane w sztucznej inteligencji. Podkresla sie takze jej modularno$¢ i przydatnosé
do analizy pojedynczych wzorcow regutowych przez eksperta. Ich forma prezentacji
wykorzystywana jest do reprezentacji innych skuteczniejszych klasyfikatorow, w szczegdlnosci sieci
neuronowych. Jest to obecnie widoczne w podej$ciach wyjasniania dzialania modeli uczenia
maszynowego typu ,,nieprzejrzyste czarne skrzynki”.

Piszgc powyzsze uwagi, wyrazam swojg opini¢, ze nadal warto si¢ interesowa¢ indukcja regul,
zwlaszcza w przypadku rozwazania ztozonych danych i niestandardowych wersji zadania klasyfikacji
nadzorowanej - co wystepuje w recenzowanej rozprawie. Doktorant zainteresowat si¢ danymi o
niezbalansowanej liczebnosci klas (ang. class imbalanced data), w ktérych jedna z klas
(mniejszosciowa) zawiera duzo mniej przykladéw niz pozostale klasy a jednoczesnie prawidlowe
rozpoznanie przyktadow z tej klasy jest wazne w rozwazanym problemie. Taka sytuacja wystgpuje
w wielu zastosowaniach praktycznych, np. w medycynie, bankowosci, diagnostyce technicznej,
filtrowaniu spamu i jest ciagle otwartym problem naukowym, gdyz wigkszos¢ algorytmoéw uczacych
sie jest ukierunkowana na poprawne rozpoznawanie klas wigkszosciowych i ma trudnosci z
klasyfikacjg przykladow mniejszosciowych. Dotyczy to takze algorytmoéw regutowych, ktére sg
szczegélnie czute na ten tym trudnosci rozktadu danych. Przynajmniej od poczatku tego wieku
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prowadzono wiele badan nad rozwojem nowych metod poprawy zdolnosci predykcyjnych
klasyfikatorow uczonych z niezbalansowanych danych. Pomimo zaproponowania wielu metod,
czgsto bardzo heurystycznych, nie ma ciagle zbyt wielu specjalizowanych algorytméow indukcji regut.
W zasadzie najskuteczniejszym dotychczasowym rozwigzaniem jest algorytm BRACID
zaproponowany okolo 10 lat temu przez Krystyng Napierale i piszacego tg recenzje, wigc ta
problematyka badawcza nie jest bardzo ,,wyeksploatowana”.

W swoich juz dos¢ dawnych badaniach mgr Grzegorz Goéra zajmowat sie problematyka indukeji
regul z przykladéw w kontekscie tzw. ,leniwego” uczenia si¢ z przykladéow - w tym polgczenia
obu paradygmatow dla tworzenia dynamicznie lokalnego zbioru regul dla nowo pojawiajgcego
si¢ obiektu. Poprzednio wspoélnie z panem Arkadiuszem Wojng wprowadzit nowatorski algorytm
RIONA budujacy specjalne reguty na podstawie otoczenia klasyfikowanego przyktadu w zbiorze
uczacym. Bylo to dos¢ skuteczne rozwiazanie, lecz dla danych zbalansowanych i miar oceny trafnosci
wlasciwych dla tych danych, dlatego nie moze by¢ to zastosowane w przypadku danych
niezbalansowanych.

Na podstawie tych doswiadczen oraz dokladnej analizy ograniczen standardowych algorytmow
indukeji regul doktorant zaproponowal nastepujacy cel swojej rozprawy: Opracowanie algorytmu
wykorzystujacego potgczenie uczenia si¢ pojedynczych instancji (przyktadéw jak w podejsciach k-
NN) oraz regul charakteryzujacego si¢ wysoka trafnoscig predykcji dla danych niezbalansowanych.

Takie sformutowanie celu badan jest oryginalne i nie byto dotychczas rozwazane w literaturze,
zwlaszcza jesli jego realizacja jest zaproponowana jako uogolnienie poprzednich doswiadczen z
algorytmem RIONA i stworzenia jakosciowo nowej propozycji algorytmu o nazwie RIONIDA.

Podsumowujac ten fragment mojej oceny, uwazam, ze powyzsza problematyka i cel rozprawy sg
przed wszystkim oryginalne, interesujgce poznawczo i sg warte prowadzenie badan oraz realizacji
doktoratu. Moga si¢ one takze przyczyni¢ do stworzenia narzedzi programistycznych, ktore beda
uzyteczne praktyczne w zadaniach eksploracji trudnych, niezbalansowanych danych.

2. Ocena formy i struktury rozprawy

Recenzowana rozprawa jest napisana bardzo poprawnie w jezyku angielskim. Znalazlem
tylko kilka drobnych literéwek. Notacja matematyczna jest uzywana spdjnie.

Konstrukcja kolejnych rozdziatow jest poprawna i typowa dla tego rodzaju rozpraw. Krotkie
wprowadzenie, gdzie autor sensownie przedstawia motywacje i tzw. problem naukowy, oraz braki
obecnych rozwigzan (podrozdzial 1.1), w rezultacie formuluje cel badan i samej rozprawy (patrz
podrozdziat 1.2). Nalezy dodaé, ze doktorant zdecydowal si¢ zajmowaé binarng wersja danych
niezbalansowanych (jedna klasa mniejszo$ciowa vs. wigkszo$ciowa). Istotne jest przedstawienie
drogi rozwoju algorytméw od RIONA do RONIDA - w tym kontek$cie wyjasnienie réznic oraz
ograniczen / wad pierwszego w stosunku do przetwarzania niezbalansowanych danych. Wazne jest
takze wyjasnienie wczesniejszej wspotpracy doktoranta z panem Arkadiuszem Wojng nad
tworzeniem pierwszego rozwigzania. W podrozdziale 1.3 autor dobrze dyskutuje powigzane
trudnosci analizy danych niezbalansowanych oraz roézne aspekty metodologiczne prowadzonych
badan z wyjasnieniem, ktdre z powigzanych zagadnien ostatecznie zostang pomini¢te.

Rozdzial drugi jest w miare typowym zestawieniem podstawowych poje¢, metod z uczenia
klasyfikatorow, ich miar oceny oraz do$¢ zwartym opisem metod specjalizowanych dla poprawy
klasyfikacji niezbalansowanych danych. Doktorant wykazal si¢ znajomoscig literatury w zakresie
prowadzonych badan oraz dobrego ich podsumowania oraz przedstawienia najwazniejszych
elementéw (tzw. ang. related works), ktére sa pozniej mu potrzebne do konstruowania wlasnych
algorytméw (np. pseudometryk B, wyboréw CSVDM do poszukiwania bliskich sgsiadéw, heurystyk
rozstrzygania zbioru konfliktowego regut w trakcie klasyfikowania nowych obiektow). Szczegdlnie
autor wskazuje inspiracje do tworzenia swojego algorytmu RIONA z wczesniejszej propozycji
J.Bazana algorytmu SimRules i LAZY.



Kolejne rozdzialy sa najwazniejsze dla oceny oryginalnosci propozycji metod. Autor
rozpoczat opis od prezentacji wezesniejszego algorytmu RIONA a nast¢pnie doktadniejszego opisu
najwazniejszej propozycji rozprawy, czyli algorytmu RIONIDA. Ze wzgledu na to, ze RIONIDA
»dziedziczy”ogdlnie pewien schemat generowania sgsiedztwa z wezeéniejszej RIONA, logiczne jest
przedstawienie dostatecznie dokladnie algorytmu RIONA w rozdziale 3tym. W szczegdlnosé
czytelnie i dobrze jest wyjasnione generowanie regut w sposdb ,leniwy” w k-otoczeniu
klasyfikowanego obiektu, idea zliczenia tzw. wspar¢ na podstawie niesprzecznych regul oraz bardzo
wazny pomyst na dobieranie eksperymentalne rozmiaru k-sgsiedztwa. W tle opisu tych
najwazniejszych elementéw dla rozprawy mgr G.Goéra przedstawil takze kilka powiagzanych
zagadnien, oraz twierdzen o zwiazku z generowanymi pelnymi zbiorami regut. Wazne dla dalszych
propozycji jest takze wprowadzenie i1 przedyskutowanie modyfikacji RIONA do odmiany algorytmu
k-NN ze strojeniem optymalnego sasiedztwa k, tj. ONN.

Rozdzial 4ty jest jeszcze bardziej oryginalny w zakresie wprowadzenia gtdéwnego osiagniecia
rozprawy, czyli algorytmu RIONIDA. Autor wlasciwie przedstawia niemozno$¢ zastosowania
RIONA dla danych o niezbalansowanych liczebno$ciach klas i wskazuje kierunki uogdlnien i nowych
propozycji. Najwazniejszg czescig rozdzialu jest opis nowego sposobu definiowania regut wraz z
mozliwoscig sprowadzenia klasyfikacji do pojedynczych instancji (sg-rules) oraz uog6lnien
tworzenia sasiedztwa z balansowaniem oceny miar sensitivity oraz specificity (w tle mozna odnalez¢
rozwazania bardziej teoretyczne). Ciekawie przedstawiono zmiane strategii klasyfikacyjnej i
rozstrzygania konfliktéw uzycia regul z wykorzystaniem kalibrowanego oszacowania
prawdopodobienstwa p. Do$¢ obszernie omawia si¢ rézne aspekty poszukiwania najlepszych
wartosci parametréw algorytmu RIONIDA. Rozdzial konczy oszacowanie funkcji zlozonosci
obliczeniowej. Ten rozdziat jest dobrze napisany.

Rozdzial 5ty jest bardzo rozbudowanym opisem szerokich badan eksperymentalnych. Autor
bardzo poprawnie, w spos6b dosé¢ typowy do obecnych artykutow, przedstawit cele eksperymentow,
niezwykle doktadnie opisal wybrane zbiory danych i przede wszystkim dobrze uzasadnit ich wybor
(co niestety nie jest czgste w wielu pracach) - tutaj zauwazam podazanie $ladem moich
wezesniejszych prac, gdzie wspélnie z dr Krystyna Napierala zidentyfikowalismy i lansujemy te
akurat dane z uwagi na ich zroznicowana charakterystyke (patrz doktorat Pani K.Napieraly oraz
artykut pt. ,,Types of minority class examples and their influence on learning classifiers from
imbalanced data). Wybdr porownywanych ze soba algorytméw jest takze w duzym stopniu
nastepstwem Naszych wczesniejszych badan opisanych w powyzszym artykule. Troche dyskusyjne
jest dla mnie rozwazanie az tylu konfiguracji parametréow dla wielu porownywanych algorytmow z
filtrami, a przede wszystkim strategie pdzniejszego wyboru najlepszych wynikdéw (zwlaszcza
dyskusyjna jest strategia max - do czego powroce w uwagach dyskusyjno-krytycznych). Niestety
muszg tutaj wyrazi¢ troche krytyki - ta cz¢s¢ rozdziatu jest ewidentnie przegadana - np. opis trzech
metod wyboru wynikow w rozdziale 5.2.6 jest rozwleczony niepotrzebnie na az 10 dziesigciu
stronach (str 153-162) - podczas, gdy zasadniczy pomyst mozna bylo wyjasni¢ na jednej stronie.
Pozostata czeé¢ rozdziala zawiera bardzo obszerne i szczegétowe zestawienie wynikow
eksperymentalnych. Najwazniejsze sg wyniki eksperymentéw poréwnawczych z innymi
algorytmami (rozdziat 5.3; str. 163-183), gdyz one wyraznie pokazujg przewage propozycji autora,
co jest tez wsparte wykonanie popularnych testow statystycznych (rangowego Friedmana z analiza
post-hoc). W dalszej czesci rozdzialu shusznie zawarto takZze analiz¢ eksperymentalna wplywu
poszczegdlnych elementéw algorytmu RIONIDA, $rednie wartosci strojonych parametrow k, p oraz
s); czasOw uczenia i testowania. Wszystkie te wyniki z rozdzialu 5.4 sa wazne dla lepszego
zrozumienia dziatania zaproponowanego algorytmu. Dalsze eksperymenty z rozdzialu 5.5. sa dla
mnie troche nadmiarowe w zakresie szczegétowosci prezentacji - uwazam, ze wiele z nich mozna
bylo przesuna¢ do zalgcznikéw. Lecz jak odczytuje dobrze intencje autora, chcial on
najprawdopodobniej pokaza¢, ze przewaga RIONIDA nad weczesniejsza RIONA nie zalezy od
dodatkowego uzywania filtrow ,,re-sampling” w przetwarzaniu wstepnym lub podstawowe dobrze
wystrojone parametry (k,p,s) sa wystarczajace i nie warto rozwaza¢ wielu innych ew. rozszerzen.
Odniostem niestety wrazanie, ze autor niektére interpretacje wynikéw nadmiernie rozbudowuje.
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Wiele z wynikéw eksperymentoéw przedstawionych w tabelach ,,sama si¢ thumaczy” i nie potrzebuje
az tak rozbudowanych komentarzy. Calo$¢ rozdzialu jest wazna dla pozytywnej weryfikacji
propozycji algorytmu.

Szosty rozdziat koncowy jest bardzo dobrze, krotko i przekonujaco napisany. Zgadzam si¢ z
wieloma pogladami wyrazonymi przez autora.

Podsumowujac struktura rozprawy jest poprawna. Praca jest napisana dobrym jezykiem 1
dostatecznie czytelna dla zrozumienia pomystéw i dokonan autora. Subiektywnie wolatbym jednak
wickszg zwigzto$¢ niektorych opisdw i interpretacji oraz uwazam Ze objetosc rozprawy moglaby by¢
jednak troche mniejsza.

3. Osiagniecia badawcze doktoranta

W mojej opinii gtéwnym i oryginalnym osiggnigciem rozprawy jest przedstawienie algorytmu

RIONIDA, specjalizowanego do jak najskuteczniejszej klasyfikacji tabelarycznych danych uczgcych

o niezbalansowanych liczebno$ciach binarnych klas. Doktorant projektujac ten algorytm tworczo

skorzystat z analizy ograniczen poprzednich algorytméw indukeji regul oraz wihasciwie wybrat

niektére dobre rozwiazania z wezesniej zaproponowanego algorytmu RIONA. Nalezy dostrzec takie
rozwigzania jak:

1. Wybér reprezentacji lokalnie generowanych regut oraz pojedynczych przyktadow, co wraz z
tworzeniem ich ,leniwie” w sasiedztwie klasyfikowanego przyktadu moze pozwoli¢ na lepsze
uwzglednienie bardzo ztozonych i trudnych rozktadéw przyktadéw z klasy mniejszosciowe]. O
ile postulat stosowania podwojnej reprezentacji reguly i pojedynczych przyktady oraz zwracanie
specjalnej uwagi na lokalne sgsiedztwo przykladéw byly juz rozwazane (np. w algorytmie
BRACID), to jednak wykorzystanie go poprzez twoércze uogélnienie schematu ,,leniwego”
generowania wsparcia klasyfikacji w odpowiednio dostrojonym sgsiedztwie nowo
nadchodzacego obiektu jest zupelnie nowym rozwigzaniem.

2. Zaproponowanie zupelnie nowej strategii klasyfikacyjnej dostosowanej do specyfiki
niezbalansowania klas (gdzie przy poprzednio stosowanych algorytmach, w tym RIONA, reguly
wskazujace klase wigkszosciowa mialy wyZzsze wsparcie i przegtosowywaly poprawne
wskazanie na klase mniejszosciowa). Autor zaproponowal wprowadzenie specjalnego progu p
dla oszacowania czestosci wsparcia dla klasy mniejszo$ciowej. Jak pokazuje w rozdziale 4tyn
jego warto$é powinna by¢ mniejsza niz 0,5 co pozwala na ukierunkowanie rozstrzygania wskazan
miedzy klasami silniej w strong klasy mniejszosciowej. W rozwazaniach teoretycznych autor
pokazuje zwigzek wartosci tego progu z prawdopodobienstwiem a’priori klasy mniejszo$ciowe)
przy pewnych zatozeniach. Patrzac na sposob estymacji tego parametru mam skojarzanie z
operacjami kalibracji progu wyjscia klasyfikatora ,.scoringowego” (lub probabilistycznego w
wersji uczenia si¢ z kosztami) - co jest jedna z metod dla rozwiazania zadan binarnych
niezbalansowanych klas.

3. Zmiana reprezentacji generowanych regut (w stosunku do poprzedniej z RIONA) - w tym
wprowadzenie parametru s, ktore pozwalaja na przetaczenie klasyfikacji na pojedyncze instancje
(s = -0,1) lub modyfikacje poziomu sprzecznosci pokrycia regul. Sg one dostrajane w fazie pre-
uczenia. To w mojej opinii, i patrzac na wyniki eksperymentalne, jest jednym ze zrodel sukcesu
nowej propozycji algorytmu.

4. Stosowanie strategii dostrajania wartosci trzech kluczowych (powyzszych) elementéw i ich
parametréw: rozmiaru sgsiedztwa k, progu decyzji wsparé p oraz stopnia s regul, w sposob
eksperymentalny dla konkretnego zbioru danych. Doktorant wykorzystuje mechanizm podobny
do techniki wewnetrznej oceny ,,leaving-one-out” na zbiorze uczacym, lecz jest to rozwigzane
efektywniej obliczeniowo (w podobny sposdb jak programowanie dynamiczne). Decyzja o
dostrajaniu  wszystkich tych kluczowych parametrow (zwlaszcza k oraz s) pozwala na
zwickszenie ,.elastycznosci” proponowanego algorytmu oraz dostosowania si¢ do trudnosci
konkretnego zbioru. Takiej mozliwosci nie majg inne konkurencyjne algorytmy omawianie przez

autora i wykorzystane w eksperymentach obliczeniowych.
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5. W strojeniu powyzszych parametréw podjeto sensowng decyzje przejscia na miary oceny
zdolno$ci predykcyjnej dla danych niezbalansowanych, to jest G-mean albo F-miare.

W rozprawie mozna tez znalez¢ wiele dodatkowych wynikéw teoretycznych, interpretacji dziatania
lub strojenia parametrow oraz ,,trickdw” majacych przyspieszy¢ dziatanie algorytmu.

Mgr Grzegorz Goéra przedstawil wyniki bardzo obszernych eksperymentow obliczeniowych,
w ktorych poréwnal swojg propozycje z wieloma alternatywnymi algorytmami indukcji regul.
Wybrano odpowiednie i zréznicowane (co do trudnosci) benchmarkowe binarne niezbalansowane
zbiory danych oraz inne algorytmy (poza RIONA - naturalny wybér do poréwnania inspiracji;
wybrano najbardziej znany dotychczas algorytm BRACID oraz inne podstawowe algorytmy).
Dodatkowo dla algorytméw nieprzeznaczonych dla danych niezbalansowanych autor wybrat jeden z
tzw. podstawowych sposobéw zmiany rozkladu przyktadow uczacych (SMOTE+ENN), co moze
poprawi¢ ich trafnos¢. Ocena porownawcza dla miar G-mean oraz F1-score wsparta wykonaniem
testow statystycznych jednoznacznie wskazuje na to, ze RIONIDA osiagnela najlepsze wyniki. W
mojej interpretacji jest to w duzym stopniu efektem wyboru rozwigzan omawianych powyzej, w
szczegolnodci mozliwoscei dynamicznego dostrajania trzech najwazniejszych parametréw k, p oraz s
pod konkretny zbiér danych, czego nie ma zaden z poréwnywanych algorytmow, takze BRACID -
dlatego formutuje hipotezg, ze to zdecydowato o sukcesie propozycji autora.

Ponadto dodatkowe eksperymenty wskazuja, ze koszty obliczeniowe dziatania algorytmu
RIONIDA sa akceptowalne i porownywalne z innymi algorytmami zaréwno w fazie uczenia sig, jak
i testowania przyktadow - co jest dodatkowym pozytywnym argumentem na rzecz tego algorytmu.

Za potrzebne i wartosciowe uwazam dodatkowe eksperymenty, gdzie mgr G.Gora
przekonuje, ze przewaga RIONIDA nad wczesniejsza RIONA nie zalezy od dodatkowego uzywania
filtrow ,,re-sampling” w przetwarzaniu wstgpnym. Ponadto autor przeprowadzit analize wystrojenia
parametréw (k,p,s) - $rednie warto$ci z podzialow oceny krzyzowej dla kazdego zbioru danych. Ta
cze$¢ rozszerza wiedze o charakterystyce dziatania elementéw sktadowych algorytmu RIONIDA,
wplywu réznych parametrow - i jest w pelni zgodna z tzw. dobrymi praktykami oceny propozycji
nowych algorytmow w uczeniu klasyfikatorow.

Implementacja wczesniejszej wersji algorytmu RIONA w Javie zostala juz poprzednio
udostgpniona publicznie (open-source) jako czgs¢ biblioteki rselib, a ciekawsza implementacji
RIONIDA jest dopiero planowana do udostgpnienia. Zalecalbym szersze przygotowanie zgodnie z
obecnymi postulatem tzw. Reproducibility Machine Learning (patrz np. listy kontrolne J.Pineau).

Wryniki rozprawy byly czesciowo publikowane, zwlaszcza z pierwszej fazy badan, to jest
algorytmu RIONA zaréwno na konferencjach, jak i w czasopismie Fundamenta Informaticae. Za
najcenniejsza uwazam wspdlng prace z A.Wojng na bardzo wymagajacej konferencji European
Conference of Machineg Learning (ECML). Sama propozycja propozycja algorytmu RIONIDA nie
byla jeszcze publikowana, co wynika ze zmiany drogi zyciowej ojca G.Géry i innymi jego
obowigzkami (co niewatpliwie wyjasnia dtuga przerwe w prowadzeniu badan). Mam nadzieje, ze te
ciekawe wyniki zostang jednak gdzie$ opublikowane. W sensie interpretacji wymogow ustawowych
liczba opisanych publikacji moze by¢ uznana za wystarczajgcg - zwlaszcza ze sam maszynopis
doktoratu jest wartosciowy.

Podsumowujgc uwazam, ze omawiane osiagnigcia pozwalaja uznaé, ze zalozony cel pracy
doktorskiej zostal w pelni osiggniety.

4. Uwagi krytyczne i dyskusyjne

Pomimo interesujacej propozycji algorytmu RIONIDA i zauwazenia wielu jego zalet formutuje
drobne watpliwosci oraz otwarte pytania lub uwagi do dalszych badan lub ewentualnej publikacji
wynikéw rozprawy. Niektore majg tez charakter dyskusji polemicznej z autorem oraz zachety do
dalszej dyskusji podczas samej obrony doktoratu.

1. Decyzja rozwazania az trzech réznych sposobéw wyboru wynikéw (def., opt., max)
eksperymentéw poréwnawczych wielu metod (tzw. AF-learner) jest w mojej opinii dyskusyjna,
gdyz doktorant w dwoch ostatnich wybiera najlepsze wyniki z wielokrotnych uruchomien.
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Rozumiem intencje pokazanie tzw. najsilniejszego przeciwnika, lecz dla wersji opt. i przede
wszystkim max. jest to dokonane na podstawie dostepu do przyktadéw testowych, czyli w mamy
dostrojenie si¢ pod petne dane. Jak sam doktorant zauwaza w maszynopisie - w literaturze uwaza
si¢ za wystarczajace wybranie jednego zestawu parametréw. Jesliby i8¢, troche na silte, droga
strojenia parametréw, to wydaje mi si¢, ze lepsze byloby strojenie poprzez wewngtrzna
,,walidacje” wylacznie w zbiorze uczacym. Ponadto wybrany sposob ,,zaciera” réznice pomigdzy
dalszymi poréwnywanymi algorytmami, podczas gdy wezesniejsza literatura wskazywata na ich
roznice.

2. W przypadku raportowania wynikow eksperymentow autor wykonat petne testy statystyczne
wobec miary G-mean. Natomiast dla miary F podano tylko wynik rangowy testu Friedmana bez
post-hoc analizy - moim zdaniem powinno si¢ je takze spojnie podaé, cho¢ i tak widac
zwyciestwo algorytmu RIONIDA. W tym kontekscie cheiatbym skomentowac, ze obecnie w
przypadku oceny klasyfikatoréw dla danych niezbalansowanych wigksza wagg i tak przypisuje
si¢ mierze G-mean a F-miara jest krytykowana przez czes¢ badaczy (takze przez piszacego tg
recenzje). Oprocz wigkszej trudnodci interpretacji, jej zachowanie dla niektérych ukladow
wartoéci w macierzy pomylek oraz zmiany wartosci Fl-score przy niektorych niskich
warto$ciach prawdopodobienstwa a’priori klasy mniejszosciowej sa niepozadane. Mozna
spojrze¢ do pracy D. Powers, What the F-measure Doesn’t Measure: Features, Flaws, Fallacies
And Fixes, a przede wszystkim do ostatnich badan D.Brzezinskiego i in., Visual-based analysis
of classification measures and their properties for class imbalanced problems.

3. Niezwykle interesujgca jest analiza dostrojenia parametréw algorytmu RIONIDA
przedstawiona w rozdziale 5.4.3 (str 185). Zaskakujgce dla mnie jest relatywnie wysoka warto$¢
sasiedztwa k dla wielu ze zbioréw danych. Spojrzmy, np. na zbiér cleveland - ma on 303
przyklady, a k jest dostrojone na 62 - co prawie 25% licznosci. Podobna sytuacja wystepuje dla
relatywnie wielu innych zbioréw, co jest trochg zaskakujaco duzo jak na tzw. podejscie leniwe,
ktére powinno wykorzystywaé tzw. lokalne sgsiedztwa (zwlaszcza dla klasyfikatorow k-
najblizszych sasiadéw). Czy doktorant zastanawial si¢ nad tym i dokonat interpretacji tego
zjawiska?

4. Inna ciekawe obserwacja wynikéw z tabeli 5.15 - to ze wartos¢ parametru s jest najczesciej
bliska 0,5-0,6 oraz relatywnie wiele razy s=-0,1 (czyli klasyfikowanie z najblizszymi
instancjami). Swiadczy to z jednej stronach o sensowno$ci zaproponowania tego rozwigzania (i
dodatkowo wyjasnia przewage RIONIDA nad wezesniejsza RIONA), lecz tez prowadzi mnie do
pytania. W niektérych miejscach rozprawy autor pisat o ,,migkkim” przechodzeniu pomigdzy
regutami i instancjami przy pomocy tego parametru s. Jednak w moim rozumieniu parametr ten
jest strojony globalnie pod konkretny zbidr (prosze o ew. zweryfikowanie). W tym kontekscie
zastanawialbym si¢ nad dalszym rozszerzeniem RIONIDA, tak aby s bylo dynamiczniej
dostrajane bardziej lokalnie w réznych obszarach zbioru danych i dla testowanego przykladu -
co mozna tez powiazaé ze zlozonoscig 1 réznorodnoscig rozkladu przykladow w
niezbalansowanych danych (tzw. zrédla trudnosci, dekompozycja klasy na pod-pojgcia,
nakladanie si¢ obszarow klas, itd).

5. W przypadku rozdziatu 5.4.4. bylbym wdzigczny za komentarz doprecyzowujacy, czy
raportowane czasy uczenia RIONIDA obejmujg pelne strojenie optymalnych wartosci
parametréw (k, p oraz s) w catym zakresie (KxPxS).

6. W kilku miejscach pracy napisano o zaletach regut z uwagi na ich intepretowalnos¢ regul oraz
wyjasnialnosci - objasnialnodci systemow klasyfikacyjnych. Niestety nie zajgto si¢ tymi
aspektami w ocenie eksperymentalnej i nie przedstawiono, np., éredniej liczby tworzonych regut.
Domy$lam sie, ze ich liczba przy wigkszych sasiedztwach (rozmiar k) moze by¢ jednak wigksza
niz sie oczekuje dla potencjalnej interpretacji? W ogblnosci RIONIDA moze wspiera¢ tylko
lokalne wyjasnienie predykcji nowego obiektu, natomiast nie jest mozliwe stworzenie
wyjasnienia globalnego dla catego modelu. Odnoszac sie do konkurencyjnego BRACID-a taka
mozliwo$é jest realna z dodatkowym ,,post-processing” zbyt licznego zbioru regul (patrz np.
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praca: Increasing the interpretability of rules induced from imbalanced data by using Bayesian
confirmation measures. K Napierata, i in. ECMLPKDD 2016).

7. Analizujgc liczenie wspar¢ obiektow dla strategii klasyfikacji nowych obiektow {tst}
(zwlaszcza dla RIONA Algorytm 5 oraz 6) dodaje si¢ pojedyncze przyklady uczace {trn}.
Zastanawiam si¢ w kontekscie rozszerzen, czy nie uwzgledniaé ich réznej wagi, tzn. niektore
przyktady {trn} mogg stworzy¢ reguly o wigkszym pokryciu, a inne przyklady tworzyé bardziej
specyficzne reguly.

8. Oszacowanie wartosci kandydata na warto§¢ parametru p opiera si¢ na zatozeniach ogdlnego
losowego rozkladu prawdopodobienistwa (Tw. 4.1). Nie jest dla mnie jasne czy to bedzie sie
przenosito na praktyczne duzo bardziej zlozone rozklady typow obiektow (ktére wystepujg w
wigkszosci zbioréw danych badanych pozniej w eksperymentach). Na przyklad cze$é autorow
juz wskazalo, ze w danych eksperymentalnych nie zachodzi zjawisko opisane jako ,,procent klasy
mniejszosciowej w obszarze brzegu migdzy klasami, jest taki sam jak w catym zbiorze” (str.
114), lecz oba stopnie niezbalansowania rdznia sie.

5. Konkluzja konicowa

Podsumowujac uwazam, ze przedstawiona rozprawa charakteryzuje sie dobrym poziomem
merytorycznym i zawiera interesujgce rezultaty badawcze, w tym oryginalnie sformutowany
algorytm RIONIDA. Bardzo obszerna ocena eksperymentalna jednoznacznie pokazala na jego
skutecznos¢ w poréwnaniu do innych konkurencyjnych rozwigzan oraz dostarczyta wiedzy na temat
dzialania jego elementéw skladowych. Niewatpliwie przedstawiona propozycja tego algorytmu
wnosi wklad do obecnych badan na budowa efektywnych klasyfikatorow wykorzystujacych
polaczenie tzw. ,leniwego” uczenia si¢ z przykladéw z indukcjg lokalnych regut. Wyniki rozprawy
moga by¢ przydatne dla efektywniejszej realizacji zdan eksploracji niezbalansowanych danych, oraz
uzyte w zastosowaniach praktycznych. Uwazam, ze doktorant wykazal si¢ umiejetnosciami
prowadzenia badan naukowych, rozwigzywania probleméw oraz pracowitoscig.

W mojej opinii rozprawa pana mgra Grzegorza Gory spelnia warunki stawiane przez stosowng
ustawg w odniesieniu do rozpraw doktorskich i moze by¢ dopuszczona do publicznej obrony.
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