Clustering

Efektywne metody grupowania danych




Plan wyktadu

e Wstep:
e Motywacja i zastosowania

Metody grupowania danych

e Algorytmy oparte na podziatach (partitioning algorithms)
PAM
Ulepszanie: CLARA, CLARANS

e Hierarchiczne algorytmy (hierarchical algorithms)

BIRCH

e Algorytmy oparte na gestosciach (density-based algorithms)
DBSCAN




Motywacja | zastosowania
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e Problem: wyznaczyé¢ grupy podobnych obiektow na podstawie podanej z gory
miary podobienstwa lub funkcji odlegtosci

e Cel:
e Wyznaczy¢ grupy obiektéw podobnych
e Redukcja zbioru danych: znalez¢ obiekty reprezentatywne w
,homogenicznych” grupach
e Odkrywanie nowych cech: szukanie ,naturalnych” grup obiektéw. Dla
kazdej grupy wyznaczy¢ (nieznang) ceche opisujgcg obiekty w grupie

o Odkrywanie szumu (oklamywania) w danych: Szukanie obiektow, ktore
nie nalezg do zadnej grupy



Zastosowania

o \WWW:
o Klasyfikacja dokumentow

e Grupowanie danych Weblog w celu odkrywaniu wzorcow
dostepu do sieci uzytkownika

e Marketing:

o Odkrywanie grup klientow o podobnych zachowaniach
e Przetwarzanie obrazow:

o Kompresja obrazow
e Automatyczne uporzgdkowanie ksigzek, dokumentow
e Odkrywanie oszust



Problem grupowania danych

e Dany jest:

o /Zbior N obiektow, kazdy jest okreslony wektorem wartosci
o takiej samej dtugosci

o Funkcja odlegtosci (macierz odlegtosci)

o Funkcja oceny jakosci grupowania

e Problem: Podzieli¢ zbior obiektow na grupy, ktore
optymalizujg funkcje jakosci.



Gtowne metody grupowania

e Algorytmy oparte na podziatach (partitioning algorithms):
Konstrukcja réznych podziatow i potem ocenia sie je za pomocg
Kryterium jakosci

e Hierarchiczne algorytmy (hierarchical algorithms): Utworzy
hierarchiczng dekompozycje zbioru danych

e Algorytmy oparte na gestosciach (density-based algorithms):
oparte na funkcji gestosci i na lokalnych potgczeniach.



Algorytm oparty na podziatach-
Problem optymalizacji

e Dane sg zbior obiektow D i parametr k. Podziel zbior D na k
grup takich, ze optymalizujg one wybrane kryterium
optymalizaciji.

e Suma kwadratow btedu (square error criterion):
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Algorytm oparty na podziatach —
Znane algorytmy

e Algorytm optymalny

e Algorytmy aproksymacyjne:
k-means (MacQueen): Kazda grupa jest reprezentowana
przez srodek ciezkosci obiektow w grupie
k-medoids: Kazda grupa jest reprezentowana przez jeden
obiekt w grupie.
= PAM (Partition around medoids) (Kaufman i Rouseeuw)

= CLARA (Clustering Large Applications)

= CLARANS (Clustering Large Applications based on Randomized
Search) (Raymont T. Ng i Jiawei Han )




Algorytm k — centroidow - Idea

Krok 1. Podziel zbiér danych na dowolnych k !
roztgcznych zbioréw

Krok 2. Dla kazdej grupy wyznacz centroid. Z

Centroid jest Srodkiem ciezkosci grupy.
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Krok 3. Podziel obiekty do najblizszego \_/
centroida. D ) D <)
Krok 4. Jesli grupy sie nie zmieniajg stop, S S S
wpp. Goto krok 2. il
Zaleta: TN l
o Efektywny: O(tkn), gdzie n: liczba ' [ \ L «— I
obietow, k: liczba grup, i t: liczba iteracji : N 4D\ T .
Wada; : o X3 J S f
o Stosowalny tylko dla danych rzeczywistych : Vé/ // - -
Liczba grup k musi by¢ podana | | ~>~—T"__1 . L —

[ ]
o Nie wykrywa szumu
e Nie pasuje, jesli grupy nie sg wypukte




Algorytm k-medoidow - PAM

Cel: wyznaczyC k reprezentatywnych obiektow.

Krok 1. Wybierz dowolnie k reprezentatywnych
obiektow

Krok 2. Dla kazdej pary: (obiekt zwykty h,
obiekt reprezentatywny i)
wyznacz catkowity koszt zamiany TC,

Krok 3. Dla pary (i,h) o najmniejszym koszcie TCy,
zamien zwykty obiekt h
na medoid i medoid i na zwykty obiekt,
jesli TC), <0
Krok 4. Podziel obiekty do grup wzgledem nowego
uktadu medoidow, goto Krok 2
Ztozonos¢: O(k(n-k)2.t)
n-liczba obiektow, k-liczba grup, t-liczba iteracji
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Wyznaczanie TC,, =X C;;,

Ciin = d(j, t) - d(j, i) Cjin = d(j, h) - d(j, t)



Algorytm CLARA (Clustering Large
Applications)

Algorytm CLARA
o Probkuj wiele razy zbiér danych

e Dla kazdej probki szukaj obiektow reprezentatywnych (za pomocg
PAM)

e Zwracaj najlepszy zbiér medoidow

Zaleta: stosowalna dla duzego zbioru danych

Wada: jakosc¢ zalezy od wyniku probkowania

Modyfikacja CLARA: Probkowanie za pomocg R*-drzewa



Algorytm CLARANS (Randomized CLARA)

CLARANS (A Clustering Algorithm based on Randomized
Search) (Ng and Han’94)

Interpretacja przestrzeni wyszukiwania:
o Graf petny G, :
e wierzchotkami sg zbiory kK medoidow

o Dwa wierzchotki sg potgczone, jesli odpowiednie zbiory
medoidow majq (k-1) wspolnych elementow
e /Zmiana jednego medoidu odpowiada przejsciu z jednego
wezta do wezta sgsiedniego.




Algorytm CLARANS (Randomized
CLARA) (c.d.)

e Algorytm PAM: przeszukiwanie catego grafu
e Algorytm CLARANS: ma dwa parametry max_neighbor i num_local
o Startuje od dowolnego wezia
o Dla biezacego wezia t, szukaj lepszego wezta wsrod
(max_neighbor) sgsiadow t i przejdz do lepszego sagsiada
o Powtorz proces wyszukiwania az liczba cykli osiagnie num_local

e Jesli lokalne minimum jest osiggalne, to algorytm losuje dowolny
nowy wezet i szuka innego minimum lokalnego zaczynajac od
tego wezia.



Algorytm CLARANS

Wejscie: max_neighbor, num_local, G,
Wyijscie: zbior k mediodow

Krok 1. current = dowolny wezet w grafie G, , ;
J=1; best_node = current;
Krok 2. Wybierz losowego sasiada s i ocen jakos¢ s (za pomocg funkcje TC)
Krok 3. if (sasiad s jest lepszy niz current) then current = s,
else j = j+1;
if (j < max_neighbor) goto Krok 2
else if (current jest lepszy niz best_node) then
best _node = current;
Krok 4./ = j+1;
if (/ > num_local) return best_node;
else goto Krok 1




Hierarchiczne grupowanie

|Step 0 |Step 1 |Step 2 |Step 3 |Step 4 f:lgglomerative

- (AGNEYS)

Stopniowe
grupowanie

| | | | divisive
Step4 Step3 Step2 Step1 Step0 (DIANA)

A

Stopniowe
podzielenie



AGNES (Agglomerative Nesting)

Algorytm bottom-up

Kazdy obiekt nalezy do jednej grupy (do jednego liscia)

Potacz wezty, ktore sg bardziej podobne (odlegtos¢ najmniejsza)
Kontynuuj, az wszystkie obiekty nalezg do jednej grupy (do korzenia)
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Ui hi _Dend

Dendogram: drzewo grup

Grupowania:
Grupy danych otrzymane przez obciecie
drzewa na dowolnym poziomie

LT



DIANA (Divisive Analysis)

e Algorytm top-down
e Podziel wezet na dwa wezly

e Kontynuuj, az kazdy obiekt znajduje sie w jednym lisciu
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Hierarchiczne grupowanie-
Obserwacja

o Zaleta:
e Liczba grup k nie musi byC znana
o WielkoSC grupy mozna dobrac

e Wada:

o Nie jest efektywne: O(n?), gdzie n jest liczbg obiektéw
e Struktura jest statyczna



Ulepszony algorytm hierarchiczny-
BIRCH

e BIRCH (Balanced lterative Reducing and Clustering
using Hierarchies):
Dziata efektywnie: decyzja dla jednej grupy (dzielenie czy
potgczenie z inng grupg) nie wymaga przegladania catego
zbioru danych

|/O koszt jest liniowy wzgledem rozmiaru danych:
przegladanie zbioru danych raz

Algorytm dziata dla danych dynamicznie zmienionych
Wykrywa szumy w danych



BIRCH -
Struktura CF drzewa

e CF (Clustering Feature) — drzewo:
e Zrownowazone drzewo
e Ma trzy parametry:
— maksymalna liczba rozgatezien,
— maksymalna liczba obiektow w lisciach
— maksymalny promien (grup w lisciach)
o Wezet wewnetrzny: [CF, child] i=1,2,...,B
o Wezet zewnetrzny (lis¢): [CF] i =1,2,...,L



Opis grupy

e Niech grupa G zawiera N punktow % eR®
e Srodek, promien (R) i srednica (D) grupy sg
zdefiniowane:
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e Parametry %, RiD op|su1afgruge obiektow G.




Opis grupy —

Wektor CF /’ CF = (5, (16.30),(54.190))

— 10 ‘
Opis grupy : CF = (N, LS, SS) ’ !
; s
N: liczba punktéw w grupie o *
LS: IM_=X; 5 V\ Al Y:\\
5 ¢ \b / “
SS: AN_ =X “‘ /'
0 \\ I’
Twierdzenie: o 12 s o4 s a0 0

Niech CF, = (N,, LS,, SS,) i CF, = (N, LS,, SS,)
beda opisami dwoch grup G, i G,, to CF = (N;+N,,
LS, + L§2, SS,+SS,) bedzie opisem grupy, ktdra jest
potaczeniem G, i G,

(3.4)
(2,6)
(4.5)
(4,7)
(3.8)




CF - drzewo

Root
CF, | CF, | CF, CF,
child; | child, | child, child

m Leaf node

prev

CF,

CF,

next

prev

CF,

CF,

CF,

next




Wstawianie obiektu do drzewa

Krok 1. Wybierz lis¢ | do wstawiania. Uzyj jednej z funkcji odlegtosci
D do wyznaczenia najblizszej grupy do badanego punktu

Krok 2. Jesli w | jest miejsce to wstaw x,
wpp. Podziel lis¢ | na dwa liscie i popraw sciezke od / do korzenia.

Krok 3. Rekonstrukcja drzewo przez potgczenie dwa najblizsze
wezly i podzieli¢ na dwa (w razie potrzeby): merge i resplite



Efekt splite, merge i resplite




Algorytm BIRCH - Schemat
blokowy

Dane 1

Faza 1: Buduj CF - drzewo

CF-drzewo 1

Faza 2 (Opcjonalnie): Uproscic¢ CF -
drzewo przez faczenie najblizszych lisci

Uproszczone
CF-drzewo l

Faza 3: Zastosyj istniejgce algorytmy
grupowania dla obiektow w lisciach

Dobre grupy l

Faza 4 (Opcjonalnie): Ulepszenie jakosci
grup przez przemieszczanie obiektow

Lepsze grupy 1




Algorytm BIRCH -Faza 3,4

e Faza 3:

Kazda grupa w lisciu jest reprezentowana przez srodek
ciezkosci. Zastosuj dowolny algorytm grupowania dla
zbioru srodkow

Zastosuj dowolny algorytm grupowania bezposrednio na
obiektach w grupie.

e Faza 4 (ulepszenie jakosci grup):
Wyznaczaj srodkoéw grup generowanych przez faze 3

Dla kazdego obiektu o, przemieszczaj go do grupy, ktorej
srodek jest najblizej o.



BIRCH - Ocena

e Zaleta:

o Wyznacza grupy przez jedno przegladanie zbiér danych.

e Proces wstepny dla wielu algorytmoéw grupowania

¢ Wada:

o Dziata tylko dla danych numerycznych

o Wrazliwy na kolejnosc¢ obiektow



Ograniczenie algorytmu grupowania
oparte na odlegtosci

e Kazda grupa jest reprezentowana przez jeden obiekt lub
srodek ciezkosc

e Grupy sg wypuktymi figurami.



Grupowanie oparte na
gestosci

e Grupa sktada sie z punktow sgsiednich o wysokiej
gestosci w otoczeniu

e Regiony pokrywajgce grupy majg wyzszg gestosc
niz regiony na zewnatrz



Grupowanie oparte na gestosci

e Glowne zalety:

Odkrywa grupy o dowolnym ksztatcie
Odkrywa szumy (oktamywanie)
Jedno przegladanie zbioru danych

e Interesujgce algorytmy:

DBSCAN: Ester, et al. (KDD'96)

OPTICS: Ankerst, et al (SIGMOD’99).

DENCLUE: Hinneburg & D. Keim (KDD’98)

CLIQUE: Agrawal, et al. (SIGMOD’98)




Pojecia podstawowe

e Dwa parametry:
e ¢ promien definiujgcy otoczenie obiektu

e MinPts: minimalna liczba punktow w ¢ -otoczeniu

e Rdzen: obiekt, ktéry ma co najmniej MinPts w & - otoczeniu

e Brzegowy obiekt: obiekt, ktory ma mniej niz MinPts w & - otoczeniu.

MinPts =5

e=1cm




Pojecia podstawowe (c.d.)

e c-otoczenie:

NAp):{q € D| dist(p,q) < &

e Dane sg parametry ¢i MinPts. Punkt p jest bezposrednio
wyprowadzony z punktu g jesli

1)p € N(q)
2) IN(q)| = MinPts

MinPts =5

c=1cm




Density-Based Clustering: Background’

e Punkt p jest wyprowadzony z punktu g jesli
istnieje ciag punktow p., ..., p,taki, ze p, =
q, p, = pip;.,jest bezposrednio osiggalny

Z P;

e Punkt pi g sg potgczone jesli istnieje punkt
o taki, ze p i g sg wyprowadzone z o




DBSCAN: Density Based Spatial
Clustering of Applications with Noise

e Grupa: Maksymalny zbior punktow potgczonych

Brzegowy \
unkt
’ - 0D
~.0.0.
© _©O,
Rdzen EO Q
-_é O

Szum

= 1lcm

MinPts =5




Algorytm DBSCAN

Krok 1. Wybierz dowolny punkt p

Krok 2. Wyszukiwac zbiér G wszystkich punktow osiggalnych z
punktu p w sensie ¢i MinPts.

Krok 3. Jesli p jest rdzeniem, return G (grupa byta utworzona) .

Krok 4. jesli p jest punktem brzegowym (zaden punkt nie jest
osiggalny z p) to sprawdz nastepny nieodwiedzony punkt

Krok 5. Kontynuuj az wszystkie punkty sg odwiedzone




Ulepszanie

e Uzycie R*-drzewa do indeksowania zbioru danych
e \Wyznaczanie sgsiadow w g-otoczeniu danego punktu p:
Przegladaj drzewo od korzenia do liscia

Dla wezta t, wybierz poddrzewo, ktérego prostokat ma
niepuste przeciecie z okregiem o srodku w p i promieniu &.

Ztozonos¢ Czas Ztozonosé

czasowa wyszukiwania DBSCAN
sgsiadow

Bez O(n) O(n?)

indeksowania
R*-drzewo O(log n) O(n*log n)




