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Lazy vs. eager learning

\
e Eager learning model:

o Np. metody drzew decyzyjnych, regut decyzyjnych,
czy grupowania danych:

+Konstruuje sie jasny opis funkcji docelowej na
podstawie przyktadéw trenujacych,

e Lazy learning model:
o Np. klasyfikacja w oparciu o przyktady:
,Nie konstruuje sie wczesniej opisu funkgji
docelowej. Ta konstrukcja odbywa sie w momencie
klastrowania nowego obiektu”

Przyktad

Dwuwymiarowy zbidr danych: kazdy obiekt
jest opisany dwoma atrybutami (x, y).
Sa dwie klasy @ lub o

Algorytm najblizszego sasiada
(algorytm 1-NN)

e Parametr wejsciowy:
o Zbidr obiektow P = {<x;, f(x)>}, gdzie f—funkcja
docelowa, np. opis klas decyzyjnych.
e X, - obiekt do klasyfikowania
e Parametr wyjsciowy:

o wartos¢ fix,) (np. klasa decyzyjna, do ktérej
nalezy x,)

Algorytm najblizszego sasiada
(algorytm 1-NN)

e Ogoiny schemat:
Krok 1: Poszukaj obiektu x, najblizszego Xx,.
Krok 2: Wyznacz wartosc¢ f(x,) na podstawie
wartosci f(x,)

e Zaleta: Prosty, szybki algorytm

e Wada: Nieodporny na szumy!!!




Algorytm k najblizszych sasiadow
(algorytm k-NN)

e Ogolny schemat:
Krok 1: Poszukaj k najblizszych obiektow (sasiadow) dla x,.

Krok 2: Gtosuj wéréd k najblizszych sasiadéw w celu
wyznaczania klasy, do ktorej nalezy x,.

1-NN, decyzja jest O
5-NN, decyzja jest &

Zaleta: Bardziej odporny na szumy

Algorytm k-NN: Problemy

\
e Wyznaczanie miary podobienstwa (funkcji
odlegtosci) miedzy obiektami.
e Glosowanie w celu wyznaczania klasy, do
ktérej nalezy nowy obiekt.

e Wyznaczanie liczby k najblizszych obiektow

potrzebnych dla klasyfikowania nowego
obiektu.

Miary podobienstwa

|
e Niech kazdy obiekt x bedzie zdefiniowany wektorem wartosci:
<ay(X),...,a,(X)>
o Lokalna odlegtos¢ :
dixy) = (a{x) - a(yl
e Odlegtos¢ miedzy obiektami :
distance(x,y) = F(d,(X.y),.... d,(x.y) )
o Odlegtos¢ euklidesowa:
Eu-distance(x,y) = [Z; (g (X) - a:(y))2]*
« Odlegtosé miejska (Manhattan):
distance(x,y) = Z; |a;(X) - a;(y)
e Miary podobienstwa:
sim(x,y) = 1/(1+distance(x,y))

Metody gtosowania

e Zasada wigkszosciowa:

" k
f(xq) argr‘l/wxz5(\/, f (i)

1 jeslix=y

gdzie &(x,y) :{
0 wpp.

e Wazona odlegtos¢:
k

f(.xu) “— argmaxz wid(v, f(xi)) gdziewi = 1
v o

1+ d(xq, xi)*

Wyznaczanie parametru k

|
o Jesli k jest mate, algorytm nie jest odporny na szumy — jako$¢
klasyfikacja jest niska.

e Jesli k jest duze, koszt obliczenia jest wigkszy — algorytm jest
czasochtonny.

e Jak wybiera¢ odpowiednig warto$¢ k?
e ldea:
« Wykonuj test typu kroswalidacji dla kilku r6znych wartosci
k.

« Wybierz warto$¢ k, ktéra daje najwyzsza jakosé
klasyfikaciji.

Praktyczne problemy w
algorytmie k-NN

1. Dane zawierajg szumy:
Rozwiazanie: usuwanie szumoéw

2. Atrybuty w réznym stopniu sg wazne
Rozwiazanie:

wyznaczanie wag dla atrybutéw

(lub selekcja istotnych atrybutéw)

3. Funkcja docelowa nie jest dyskretna (wartosci sg rzeczywiste)
Rozwiazanie:

modyfikacja algorytmu k-NN

. lokalna regresja




Usuwanie szumu Aig-
(noisy examplars) g

o | stategia:
e wyznacz odpowiedni parametr k.
o |l strategia:
o Ocen jakos¢ klasyfikacji kazdego obiektu
trenujacego.
o Usun ,stabe” obiekty.

Usuwanie szumu (c.d.) %sg’

e Dane: s, Smax— dolna i gérna granica doktadnosci
klasyfikacji.

e Ocenia¢ jakos¢ klasyfikacji obiektu:
Krok 1. Wykonuj kroswalidacje danych trenujacych.

Krok 2. Dla kazdego obiektu x zanotuj procent obiektéw
dobrze klasyfikowanych s,.

Krok 3. Jesli
S, < Sp,to obiekt jest ,staby” (szum, trzeba
usungg)
Smin< Sxy< SmaxObiekt jest ,$srednio dobry”

Wyznaczanie wag dla
atrybutéw

¢ Motywacja:
o Niektdre atrybuty sg wazniejsze niz inne
o Niektore atrybuty sg wazne dla jednej klasy ale
nie sg wazne dla innej klasy.
o Jesli wy, wy,...,w,— wagi atrybutéw to

distance(x,y) = \/w]2 (a,(x)-a, (X)) +...+ wf (a,(x)—a, (x))?

Wyznaczanie wag dla
atrybutéw (c.d.)

¢ | model: Kazda klasa jest zwigzana z jednym
wektorem wag.

¢ Il model: Jeden wspdiny wektor wag dla wszystkich
klas.

e Idea: Uklad wag jest obliczony na podstawie wyniku
klasyfikacji obiektow w zbiorze trenujacym.

e Algorytm sekwencyjnego poprawiania!

Algorytm sekwencyjnego
poprawiania

e Ogoliny schemat
Krok 1. zacznij od dowolnego wektora wag w = [w;,...,w,].

Krok 2. aktualizuj w, kiedy nowy obiekt trenujacy x jest
klasyfikowany.

Aktualizacja wektora wag

e Wejscie: zbidr obiektow P
o Wyjscie: wektor wag w

Krok 1. Dla xe P klasyfikuj x za pomoca pozostatych obiektow
Krok 2. Dla x, znajdz najblizszy obiekt y (wsréd obiektéw w zbiorze
trenujacym)
Krok 3. Dla kazdego atrybutu a; wyznacz |a;(x)-a(y)|
Krok 4. Jesli klasyfikacja jest prawidtowa to zwigksz wage w; , wpp.
Zmniejsz wage w; 0 Aw;
(Aw; jest odwrotnie proporcjonalne do |a;(x)-a;(y)|)

Krok 5. Jesli wszystkie obiekty nie zostaly testowane powr6¢ do
Krok 1.




Wyznaczanie wartosci

Lokalna regresja

rzeczywistej funkcji docelowej
\

o Modyfikacja algorytmu k-NN:
. ZWi f(x) |

Xq) e~ e dziewi=————
s S B d G )

i=L
e Lokalna regresja:

Znajdz lokalng aproksymacje dla funkcji f, ktéra
najbardziej pasuje do obiektow w otoczeniu x,.

e Liniowa regresja
e Kwadratowa regresja

f1 (simple regression)

Locally-weighted regression ).
€ y

Locally-weig

<~ Trenujace dane
O Warto$¢ f obliczona za pomoca globalnej regresji

Warto$¢ f obliczona za pomoca lokalnej regresji

Metody Bayesowskie

Podstawowa teoria

e Naiwna metoda klasyfikacji Bayesowkiej
e Sie¢ Bayesowka
e Kombinacja z wiedzg dziedzinowg

P(DI h)P(h)‘

e Reguta Bayesowska: P(hlD)=

. P(D)

gdzie
= P(h) = prawdopodobienstwo zaj$cia hipotezy i

= P(D) = prawdopodobienstwo otrzymania zbioru treningowego D

= P(hlD) = prawdopodobienstwo 4 podwarunkiem, ze D jest dany

= P(Dlh) = prawdopodobienstwo D przy zatozeniu, ze h zachodzi

Zasada Bayesowkiego uczenia sig: L

Szukanie najbardziej prawdopodobnej =max P(hlD)
hipotezy majac zadany zbidr treningowy: P(D 1 h)P(h)
(maksymalizacja hipotezy aposteriori /,,,,) = 2% P(D)

=max P(D |h)P(h)

he H

Podtawowe twierdzenia
probabilistyczne

Przyktad

e Prawdopodobienstwo koniunkcji dwéch zdarzen:
P(A,B)=P(AIB)P(B)=P(BIA)P(A)
e Prawdopodobienstwo sumy dwdéch zdarzen:
P(A+B)=P(A)+ P(B)— P(AB)

e Wz6r na prawdopodobienstwo catkowite:

jesli zdarzenia A,, ...., A, tworzg roztgczny podziat
przestrzeni probabilistycznej, to:

P(B)= P(BIA)P(A)

i=l

e Czy pacjent jest chory na raka? |
Pacjent poddat testowi na obecno$¢ pewnego raka i dostat
pozytywny wynik. Wynik testu jest
eprawidtowy (pozytywny) w 98% wsrdd chorujacych na raka i
eprawidlowy (negatywny) w 97% wsréd tych, ktérzy nie choruja
na tego raka.

*Poza tym, 0.8% populacji choruje na badanego raka.

P (cancer )= .008, P(—cancer ) =.992
P(+ | cancer ) = .98, P(— | cancer ) =.02
P(+|—cancer ) =.03, P(—|—cancer )=.97

P (+ | cancer )P (cancer )

P(+)
P(+ | =cancer )P (—cancer )
P(+)

P(cancer |+) =

P(—cancer |1+) =




Naiwna metoda Bayesa

\
e Zatézmy, ze uczymy sie funkgji celu f: X->V, gdzie
kazdy obiekt jest opisany wektorem <a,, a,, ...., a,>.
e Najbardziej prawdopodobna wartos$¢ f(x) wynosi:

v=max P(v,la,,a,..a,)
vjeV

P(a,,a,...a,1v,)P(v;)

v P(ay.a;..a,)

=max P(a,,a,..a,1v;)P(v;)
vjeV

e Naiwne zatozenie: ,atrybuty sg warunkowo
niezalezne”, tzn.

P(ay,a,...a,1v;) =HP(ai Iv;)

Przyktad: naiwna metoda
\

Zgadnij, czy odbgdzie si¢ gra w tenisa w dniu o warunkach pog.:
<sunny, cool, high, strong> na podstawie nast. Zbioru danych:
Outlook Temperature Humidity Windy Class

sunny |hot high false N
sunny  hot high true N
overcast hot high false P
rain mild high false P
rain cool normal false P
rain cool normal true N
overcast cool normal true P
sunny  mild high false N
sunny cool normal false P
rain mild normal false P
sunny mild normal true P
overcast mild high true P
overcast hot normal false P
rain mild high true N

p(y)p(sunly)p(cool | y)p(high! y) p(strong | y) =.005
p(n) p(sunln)p(cool | n)p(high|n) p(strong | n)=.021

przyktad

Algorytm ,,Naive Bayes”

Outlook Temperature Humidity Windy Class

sunny  hot high false N
sunny  hot high  true N P(sunny|p) = 2/9 P(sunny|n) = 3/5
overcast hot high false P
rain  mild high  false | P P(overcast|p) =4/9 |P(overcast|n) =0
rain cool normal false P
rain  cool normal true N P(rain|p) = 3/9 P(rain|n) = 2/5
overcast cool normal true P
sunny mild high false N
sunny cool normal false P
rai Id | fal: P - =
sumny  mild nomal e | P P(hotlp) = 2/9 P(hotin) = 2/5
overcast mild high true P P(m"dlp) = 4/9 P(mildln) = 2/5
overcast hot normal false P
rain mild high true N P( I|p) = 3/9 P(cool|n) = 1/5
P(p) = 9/14 P(high|p) = 3/9 P(high|n) = 4/5
P(normal|p) = 6/9 P(normal|n) = 2/5
P(n) =5/14
P(true|p) = 3/9 P(true|n) = 3/5
P(false|p) = 6/9 P(false|n) = 2/5

1. Uczenie(zbiér przyktadéw)
for (kazda klasa decyzyjna v,)
oszacuj P(v)
for (kazda wartos¢ «; na atrybucie a)
oszacuj P(a;1v)
2. Klasyfikacja nowego obiektu(x

v=max P0, []P@ 1v)

v,eV aEex
n.+m
typowe oszacowanie dla P(a;1v)  P(a; 1v;) & Ll g
n+m
Gdzie:
n: liczba przyktadéw z klasy v;; p: wstepne oszacowanie dla P(a;lv)
n,: liczba przyktadoéw z a=a,, m: waga przekonan dla p

Sie¢ Bayesowska

e Zatozenie ,naive Bayes” jest zbyt
ograniczone i prymitywne!
e Bez niego, obliczenia nie sg wykonalne
e Sie¢ Bayesowska:
e opisuje warunkowg niezalezno$¢ miedzy zbiorami
atrybutéw, uwzgledniajac
wiedze eksperckg o zaleznosci miedzy atrybutami i
dane treningowe.
o DAG (direct acyclic graph)

Sie¢ Bayesowska

e Jest to acykliczny graf skierowany, gdzie
o Wierzchotki: atrybuty
o Krawedzie: zaleznos¢
o Kierunki krawedzi: relacja przyczynowo-skutkowa
o Do kazdego atrybutu A, dotaczona jest tablica

prawdopodobienstw
P(A[By, ..., By,
gdzie B, ...., B, sa bezposrednimi poprzednikami

atrybutu A w tym grafie




Przyktad sieci

\
o czy klient kupuje dany produkt.
o Jesli Klient kupuje produkt, to jego
Interested in
Insurance

o Stan wiedzy: przy zadanej strukturze i
warunkowych prawdopodobienstwach,

atrybuty symboliczne i dyskretyzowane
atrybuty ciagte.

e Age, Occupation oraz Income decyduje,

zainteresowanie ubezpieczeniem (interest
in insurance) jest niezalezne od Age,
Occupation, Income.

istniejgce algorytmy moga wnioskowac o

Wierzchotki jako funkcje

Kazdy wierzchotek w sieci Bayesowskiej jest
funkcja warunkwego rozktadu pstwa. P(XIA=a, B=b)
1

m0.3

h
a ab ~ab a~b ~a~b 0.6

01| g7]04]02
m 03] 02]04]05]__ |

b | 4 0.6] 0.1]02]03
x

ewejscie: warto$¢ rodzicow
ewyjscie: rozktad pstwa wlasnych wartosci

Whioskowanie o sieci Bayesowskie:

|
Jaka jest szansa, ze bogaci i starzy
ludzie kupuja . S ?
House Living
Owner ocatio

~

—~

P( paper = Sun | Age>60, Income > 60k)

/

ol

Podstawowy wzor:

P(x,...x, IM)= T_I1 P(x; | Pa,,M)
Pa, = parent(x;)

Przypadek szczegolny: ,,naive Bayes”

P(el,e2, ...... en,h)=Ph) Pl Ih)....... P(en | h)

Whnioskowanie o sieci Bayesowskie:

|
Age @ Jaka jest szansa, ze bogaci i starzy

ludzie glosujacy na parti¢ X kupuja
. Daily Mail”?

P( paper = DM | Age>60, Income > 60k,

House Living Vote = X)
Owner Locatio:

ewspape
eference




Uczenie Bayesowskie
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Dane: petna lub czgsciowa obserwacja przypadkow

Szukane: parametry i struktura

Metody uczenia sig:

EM (Expectation Maximisation)
-Uzupehic¢ brakujace dane za pomoca biezacej aproksymacji parametrow;
-Aproksymowac¢ parametry za pomoca wypetnionych danych

Gradient Ascent Training

Gibbs Sampling (MCMC)




