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Wprowadzenie do uczenia maszynowego;

Co to znaczy, ze komputer sie wyuczy jakich$
pojec?

Model PAC

Efektywne uczenie sie
Jakich klas pojec jest sie w stanie wyuczyc
komputer?

Wymiar Vapnika-Chervonenkisa

Ciekawe oszacowania
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Ograniczymy sie do programow komputerowych zwanych
“algorytmami uczgcymi sie”. Tak jak zwykli uczniowie, sg na nie
natozone pewne rygorystyczne wymagania: np.

muszg bycC skuteczne,
moga korzystac z ograniczonej pamieci,

moga uzywac pewnej specyficznej reprezentacji wiedzy.
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Przyktady uczenia sie:
pojec: uczen probuje znalezc regut odrdzniajacych

pozytywne przykiady od negatywnych. (np. pojecie
“krzesto”).

nieznanych urzadzen — np. uzywanie VCR
nieznanych Srodowisk — (np. nowe miasto)
procesow (np. pieczenie ciasta)

nieznanych rodzin podobnych wzorcéw (np. rozpoznawanie
mowy, twarzy lub pisma)

funkcji: (np. funkcje boolowskie)
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Kazdy “model uczenia” powinien uwzglednic proces
uczenia sie réznych przedmiotow.

Np. jesli uczymy sie funkcji, to wazne jest
aby “algorytm uczenia si¢”” nie ograniczat
sie do jednej konkretnej funkcji. Zgdamy aby
“modele uczenia” dziataty skutecznie na
klasach funkcji.
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Uczen moze pozyskac informacje o dziedzinie poprzez:

1. Przykiady: Uczen dostaje pozytywne i/lub negatywne
przykiady. Przyktady mogg byC wybrane
(a) losowo wedtug pewnego znanego lub nieznanego rozktadu;
(b) arbitralnie;
(c) ztoSliwie (np. przez kontrolera, ktéry chciathy poznac najgorsze
zachowanie algorytmu uczenia sig);

(d) specjalnie przez zyczliwego nauczyciela (aby utatwiac proces
uczenia sig)

2. Zapytania:

3. Eksperymentowanie: (aktywne uczenie sig)
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Skad wiemy, czy uczen sie nauczyt lub jak dobrze
sie nauczyt?

Miary off-line (batch) vs. on-line (interactive).

JakoSc opisu vs. jakoSc predykcji

SkutecznosSc: obliczona na podstawie btedu klasyfikacii,
doktadnosci opisu ...

EfektywnoSC uczenia: wymagana jest wielomianowa
ztozonosc¢ obliczeniowa.
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Zatozmy, ze chcemy nauczyc sie pojecia “cztowieka o
Sredniej budowie ciata”. Dane — czyli osoby — sg
reprezentowane przez punkty (wzrost(cm)» waga(Kg)) i
sg etykietowane przez + dla pozytywnych przyktadow i —
dla negatywnych.

Dodatkowa wiedza: szukane pojecie mozna wyrazic za
pomocg PROSTOKATA

Na przykitad dany jest etykietowany zbior:
((84,184),+), ((70,170),4), ((75,163), —),
((80,180),+), ((81,195), —), ((63,191), —),
((77,187),—), ((68,168), +)

Znajdz etykiete ((79, 183, 7)
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Mozemy definiowac problem jak nastepujaco:

Cel: Znalez¢ w 3* prostokat R o bokach
rownolegtych do osi.

Wejscie: Zbior zawierajacy przyktady w postaci
punktow (z,y),+/—) . Te punkty zostaty
wygenerowane losowo.

WyjScie: Znalez¢ hipotetyczny prostokat R’
bedacy ”dobra aproksymacja” R.
Dodatkowe wymagania: Algorytm powinien byc

efektywny (czasowo) uzywajac do uczenia
najmniejszej liczby przyktadow.
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Dane sg
zbidr wszystkich obiektow X (skonczony lub nie);
pojecie ¢ € C (funkcja celu);
skonczona probka D obiektow x4, ..., z,, € X wraz z
wartoscig funkcji ¢ na tych obiektach;

przestrzen hipotez Hi
Szukane

hipoteza h € H bedaca dobrg aproksymacja pojecia c.
Wymagane

dobra jakoSC aproksymac;ji

szybki czas dziatania.
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Uczenie potosi (lub dyskretyzacji):
X=R,C=H={\o0):aeR}

Uczenie hiperptaszczyzny:

w, - R —{0,1}}

.....

Jwow, (T1y ooy Tp) = sgn(wo+wix1+...+wWpTy).

Uczenie jednomianow Boolowskich:

X ={0,1}";¢:{0,1}" — {0, 1};

H = M,, = zbior jednomianéw Boolowskich o n
zmiennych, t.j. zbior koniunkcji literatow
bedacych albo zmiennymi bgdz negacjami
Zmiennych.
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Niech
X — zbior wszystkich obiektow.
() = (X, u) — przestrzen probabilistyczna okreSlona na X.
Btad hipotezy h € H wzgledem pojecia ¢ (funkcji docelowej):
erq(h,c) =erg(h) = p{xr € X|h(x) # c(x)}
Z prawdopodobienstwem (1 — ) mozemy oszacowac erg:

er$, (1 — erg)
lerg — ert| és;\/ D
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Algorytm L dobrze sie uczy pojecia c jesSli erg, jest maty.

Niech C(X) = {c¢: X — {0,1}}. Czy mozna powiedziec, ze L,
uczy sie wszystkich pojec z C(X) lepiej od Ly?

”"No Free Lunch theorem” (Wolpert, Schaffer) gtosi, ze:

Zaden algorytm nie moze by¢ najlepszy w uczeniu
wszystkich pojec.
Kazdy algorytm jest najlepszy dla takiej samej liczby pojec

Ale interesujg nam tylko konkretne problemy czyli klasy
pojec C C C(X)

Whniosek: Dopasuj algorytm do problemu.
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Dane: dziedzina X, klasa pojec C i przestrzen hipotez ucznia H.
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Dane: dziedzina X, klasa pojec C i przestrzen hipotez ucznia H.

Uczen uczy sie pojecia ¢ € C na podstawie przyktadow

wygenerowanych przez zm.l. EX (@, c) (zwang
WerCZI'liQ). rodzina wszystkich zbhioréw zawierajgcych m przyktadow

D = {{x1,c(x1)), ..o, (T, c(x)) } € S(m, )
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Dane: dziedzina X, klasa pojec C i przestrzen hipotez ucznia H.

Uczen uczy sie pojecia ¢ € C na podstawie przyktadow

wygenerowanych przez zm.l. EX (@, c) (zwang
WerCZI'liQ). rodzina wszystkich zbhioréw zawierajgcych m przyktadow

D = {{x1,c(x1)), ..o, (T, c(x)) } € S(m, )

Celem do wyuczenia przez ucznia jest znalezienie hipotezy
minimalizujacej btad rzeczywisty wzgledem c dla rozktadu
2, czyli erg,.
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Dane: dziedzina X, klasa pojec C i przestrzen hipotez ucznia H.

Uczen uczy sie pojecia ¢ € C na podstawie przyktadow

wygenerowanych przez zm.l. EX (@, c) (zwang
WerCZI'liQ). rodzina wszystkich zbhioréw zawierajgcych m przyktadow

D = {{x1,c(x1)), ..o, (T, c(x)) } € S(m, )

Celem do wyuczenia przez ucznia jest znalezienie hipotezy
minimalizujacej btad rzeczywisty wzgledem c dla rozktadu
2, czyli erg,.

Zasadnicza idea modelu PAC = okresSlenie warunkow, pod
jakimi uczen (lub algorytm uczenia sig) znajdzie
“dobrg hipoteze” z “duzym prawdopodobienstwem”.

0 ograniczonym biﬁdzie rzecz vv_ist%/m, _ powky'zeg okreslonego progu
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Definicja: Mowimy, ze prawdopodobnie algorytm uczenia sie L
jest aproksymacyjnie poprawny < dla kazdych 0 < ¢, < 1,
Istnieje liczba mg = my(e, d) taka, ze dla dowolnego pojecia

¢ € Cidladowolnego rozktadu 2 na X, jesli m > my

u"™{D € S(m,c)lerq(L(D)) <e}>1-19

Waowczas mowimy w skrocie, ze L jest PAC.
(Probably Approximately Correct)

e — dopuszczalny poziom biedu

(1 — ) — poziom zaufania
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X=RH=C={fi: R=>{0,1}/i(zx) =1 2> A}
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X=RH=C={fi: R=>{0,1}/i(zx) =1 2> A}

C:f,\o
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X=RH=C={fi: R=>{0,1}/i(zx) =1 2> A}
C:on

znalezC A\ na podstawie losowo wygenerowanych
przyk’radc')w D= {<ZIZ‘1, f>\0 (5131)>7 ooy <CEma f>\0 (CEm)>}
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X=RH=C={fi: R=>{0,1}/i(zx) =1 2> A}
C:on

znalezC A\ na podstawie losowo wygenerowanych
przyk’radc')w D= {<ZIZ‘1, f>\0 (5131)>7 ooy <CEma f>\0 (CEm)>}

Algorytm:
1. Set\*:= min {z;: fo,(z;) = 1};
1€{1,....m}
2. L(D) = fys;
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X=RH=C={fi: R=>{0,1}/i(zx) =1 2> A}
C:on

znalezC A\ na podstawie losowo wygenerowanych
przyk’radc')w D= {<ZIZ‘1, f>\0 (5131)>7 ooy <CEma f>\0 (CEm)>}

Algorytm:
1. Set\*:= min {z;: fo,(z;) = 1};
1€{1,....m}
2. L(D) = fys;

Twierdzenie: Powyzszy algorytm jest PAC
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erty = (Ao, A7)
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erfy = ([0, \")
Niech 5y = sup{S|u([ o, 5)) < £}. Wowczas
ery(far) < e A< By < jeden z przyktadow z;
znajduje sie w przedziale [\, 5o];
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erfy = ([0, \")

Niech 5y = sup{S|u([ o, 5)) < £}. Wowczas
ery(far) < e A< By < jeden z przyktadow z;
znajduje sie w przedziale [\, 5o];

Prawdopodobienstwo tego, ze zaden posrod m przyktadow
nie nalezy do [\, 5o] jest < (1 — &)™. Stad

prD € S(m, fa)lera(L(D)) <ep 21— (1 —-¢)"

colt.tex — Czego moga sie nauczy¢ komputery? — Andrzej Skowron, Hung Son Nguyen — 25/8/2001 — 0:41 — p.17/27



erfy = (Ao, A7)
Niech 5y = sup{S|u([ o, 5)) < £}. Wowczas

ery(far) < e A< By < jeden z przyktadow z;
znajduje sie w przedziale [\, 5o];

Prawdopodobienstwo tego, ze zaden posrod m przyktadow
nie nalezy do [\, 5o] jest < (1 — &)™. Stad

prD € S(m, fa)lera(L(D)) <ep 21— (1 —-¢)"

Aby to prawdopodobienstwo byto > 1 — §, wystarczy
wybrac

.1

m = mgy = [—lng—‘
3
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erfy = (Ao, A7)
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Niech €2 bedzie rozktadem dyskretnym zdefiniowanym

przez py = pu(x1), ...y b = p(x,) — dla pewnych
Ty, ...,T, € X —takich, ze uq + ... + p,, = 1. Niech

Emin — NI ;.
i

JeSli L jest PAC, i jeSli € < e, to warunek erg,(L(D)) < e
jest rownowazny z erg,(L(D)) = 0. Stad dla kazdego 4,
Istnieje mqy = mo(emin, 0) taka, ze dla dowolnego ¢ € Ci Q

m > mg = pu"{D € S(m,t)|lerq(L(D)) =0} >1-9

Wowczas mowimy, ze prawdopodobnie L jest doktadnym
algorytmem (jest PEC — probably exactly correct)
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finicja:

Algorytm L nazywamy niesprzecznym jesli dla kazdego
pojecia c i kazdego zbioru D mamy er$, (L(D)) = 0 (tzn.
L(D)(x;) = ¢(x;) dla dowolnego przyktadu

(2, c(z;)) € D).

He(D) ={h € Hh(z;) = c(z;) (e =1,...,m)}.

L jest niesprzeczny jesli L(D) € H¢(D) dla kazdego D.
B¢ = {h € Hlerq(h) > ¢}

Mowimy, ze C jest potencjalnie wyuczalne za pomoca H,
jesli dla kazdego rozktadu €2 na X i dowolnego pojecia

¢ € C oraz dla dowolnych 0 < ¢, < 1 istnieje
mo = mo(s, 5) takie, ze

m = mg = pu"{D € S(m,c)|H(D)NBS =0} >1—90
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Twierdzenie: Jesli

1. C jest potencjalnie wyuczalne za pomocg H

2. L jest algorytmem niesprzecznym dla C

Wowczas L jest PAC

Twierdzenie: (Haussler, 1988) Jesli C = H i |C| < oo, to C jest
potencjalnie wyuczalne.
Dowdd: Niech h € B, (tzn. erq(h) > €). Wowczas

u"{D € S(m,c)lerp(h) =0} < (1 —¢&)™

— u™{D : H[D] N B. # 0} < [B.|(1— &)™ < [H|(1 — &)™

Aby |H|(1 — &)™ < & wystarczy wybrat m > mg = E In @1
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Niech x = {x1, 2o, ...2,, } C X. Oznaczmy przez Iy (x)
liczbe podziatow zbioru x dokonanych przez Hi, t.j. liczbe
roznych wektorow postaci

(h(z1), ..., h(x,,)) € {0,1}™

po wszystkich h € H.

[Ty (x) < 2™. Jesli zachodzi réwnoSc, méwimy, ze H
rozbija x.

Niech HH(m) = max HH(X)

xexm
zyktad: W przypadku przestrzeni potosi postaci [«, oo) mamy

Na ogot trudno znalezC wzor na Iy (m)!!
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Uwagi:
Jesli ITy(m) = 2™, to H rozbija prawie kazdy zbior o mocy
m (prawie zawsze mozna znalez¢ niesprzeczng hipoteze).

Maksymalna wartoSC m, dla ktorej 11y (m) = 2™ mozna
uwazaC za moc wyrazania przestrzeni H

finicja: Wymiarem Vapnika-Chervonenkisa przestrzeni hipotez H
nazywamy liczbe

VCOdim(H) = max{m : llg(m) = 2"}

gdzie maksimum wynosi oo jesli ten zbior jest
nieograniczony.
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Niech H; bedzie przestrzenig potosi. Wowczas
VCdim(H;) =1

Niech X = R? i H = zbiér wszystkich potptaszczyzn.
Wowczas V C'dim(H) = 3

Niech H = zbior wszystkich potprzestrzeni wyznaczonych

przez hiperptaszczyzny w przestrzeni ®™. Wowczas
VCOdim(H) =m + 1

Twierdzenie Jesli H jest skonczong przestrzenig, to
VCdim(H) < log |H]

Niech M,, bedzie przestrzenig wszystkich jednomianow
Boolowskich o n zmiennych. Poniewaz |M,,| = 3", mamy

VCdim(M,) < nlog3
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rdzenie (Lemat Sauer’a) JeSli VCdim(H) =d > 0im > 1,10

naom <1+ (1) + (5) +-+ ()

N

®(d,m)
Whnioski
em\ @ em\ @
o(d,m) < () = Tatm) < ()
. In|H]
VCdim(H
im(H) > 1+ In|X|
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Twierdzenie Kazda przestrzen hipotez o nieskohczonym
wymiarze VC nie jest potencjalnie wyuczalna.

Twierdzenie Niech H bedzie przestrzenia hipotez okreSlonych
na X. Dla dowolnych ¢, u, € (ale ustalonych) mamy

p™{D :H[D]NB. # 0} < 21Ty (2m)27™/?

oilem > 8/¢.
Twierdzenie (Fundamentalne twierdzenie) JeSli przestrzen
hipotez ma skohczony wymiar VC, to jest ona potencjalnie

wyuczalna.
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Z Fundamentalnego Twierdzenia wynika, ze jesli
VCdim(H) < oo, to dla danych § i ¢, istnieje
mo = mo(H, 9, €) takie, ze

m > my = u"{D € S(m,c) :HD|NB. =0} >1—-9

Wowczas kazdy niesprzeczny algorytm L jest PAC oraz
wymagana liczba przyktadow m,(H, 4, ¢) dla L jest
ograniczona z gory przez mo(H, 6, €).

Dla skonczonych przestrzeni hipotez H mamy

m(HL S, ) < E In @1 _ E(m\m +1n(1/5))—‘
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Twierdzenie Niech VCdim(H) = d > 1. Wowczas kazdy

algorytm niesprzeczny L jest PAC oraz wymagana liczba
przykitadow dla L wynosi

12 2

4
mr(H, d,¢) < [— (dlog— + log —>—‘
£ 3 0

Dolne ograniczenia:
my(H, d,e) > d(1 —¢)
Jesli 0 < 1/100ie < 1/8,to my(H, d,¢) > 41
my(H, 0,e) > =2 1n

1
)
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