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Przypomnienie

Wyktad rozpoczeliSmy od omawiania metod rozwigzywania
probleméw optymalizacyjnych wystepujacych w statystyce
obliczeniowej. Dla wielu procedur statystycznych, wielkos¢ ktora
chcemy obliczy¢ mozna wyrazié¢ jako ekstremum pewnej funkcji:

0 = arg max L(6).
0cO

Na ostatnim wyktadzie omawiane byty:

Regresja liniowa i MNK

Rozwiazywanie rownan liniowych i rozklady macierzy

@ Metoda Newtona-Rhapsona

Regresja logistyczna i GLM



Plan na dzisiaj

Wstep do optymalizacji wypuklej. Analiza wypukta:
e Przypomnienie podstawowych informacji i definicji
dotyczacych zbioréw i funkeji wypuktych
e Subgradient, subréozniczka, stozki styczne i ich wlasnosci
o Warunki konieczne na ekstrema funkcji wypuktych
o Rzutowania na zbiory wypktle i operator prox.

Algorytmy optymalizacyjne:

Spadek gradientowy

Metoda subgradientu

Wersje rzutowane

Proximal gradient



Materiaty

e Optymalizacja 2, wyktady 1-5.
http://mst.mimuw.edu.pl/lecture.php?lecture=op2

o Stephen Boyd, Lieven Vandenbherge, Convex optimization
(dostepne w internecie za darmo)

@ Neal Parikh, Stephen Boyd, Proximal Algorithms. Praca
przegladowa, dostepna za darmo w internecie.


http://mst.mimuw.edu.pl/lecture.php?lecture=op2

Zbiory wypukte

Zbiér W bedacy podzbiorem przestrzeni liniowej L nad cialem
R nazywamy wypuklym, jesli dla dowolnych dwéch punktow
X,y € Woraz A € [0, 1] mamy:

Ax+ (1= Ny eW

Innymi stowy, zbiér nazywamy wypuklym wtedy i tylko wtedy
gdy zawiera wszystkie odcinki o konicach nalezacych do tego
zbioru.



Funkcje wypukte

Funkcje f : W — R okreslona na zbiorze wypukltym W
nazwiemy wypukta, wtedy i tylko wtedy gdy dla wszystkich
x,y € W oraz A € [0, 1] mamy:

fOAx+ (1= Ny) < M(x)+ (1 = Nf(y)

Jesli nieréwno$é jest ostra dla A € (0, 1), to funkcje nazywamy
Scisle wypukla.



Optymalizacja wypukta

Szukamy rozwiazania problemu:

X, = arg min f(x)
xeW

gdzie f : W — R jest funkcja wypukta okreslong na zbiorze
wypuklym W. Ograniczymy sie do W C R", chociaz wiele
wynikow tatwo uogdlni¢ na oérodkowe przestrzenie Hilberta.
Zagadnienie maksymalizacji funkcji wypuklej na zbiorze
wypuklym jest z punktu widzenia zastosowan w statystyce
obliczeniowej mato ciekawe.



Znane nam problemy

Dwa problemy ktére pojawity sie na ostatnim wyktadzie byty
problemami optymalizacji wypuktlej. Dla regresji liniowej
szukalismy:

3 = arg min RSS(3) = arg min ||Y — X2
BER® BER®

Dla regresji logistycznej, log-wiarogodnos¢ wyrazala sie wzorem:
n n
UB) =D Y B~ Y log(1 + exp(x; )
i=1 i=1

Szukalidémy rozwigzania nastepujacego problemu:

B = arg max {(3) = arg min —{(3)
B B



Stabe twierdzenie o oddzielaniu

Ponizsze twierdzenia mozna udowodnié elementarnymi
metodami, ale dowody pominiemy. Zaczniemy od tzw. stabego
twierdzenia o oddzielaniu:

Theorem

Niech U,V C R" beda niepustymi zbiorami wypuklymi, takimi
ze int(U) # 0 oraz int(U) NV = (). Wéwczas istnieje niezerowy
wektor a € R, taki ze:

supa’x < inf aly
xeU yeEV



Epigraf funkcji

Epigrafem funkcji f : W — R nazywamy zbiér
epi(f) = {(x,2) CW xR :z > f(x)}

Proste éwiczenie:

Theorem
Jedli W jest wypukly, to epigraf f jest wypukly wtedy i tylko
wtedy gdy f jest wypukta.



Hiperptaszczyzny podpierajace

Theorem
Jedli f jest wypukla, to w kazdym punkcie x € [(W) istnieje
hiperptaszczyzna podpierajaca, to znaczy taki wektor & ze:

f(y) > £(x) + £ (y — x)

dla wszystkich y € W. Jesli f jest rézniczkowalna w x, to mozna
przyjac¢ { = V{(x).



Dowdd

Stosujemy stabe tw. o oddzielaniu do epi(f), {x, f(x)}. Istnieje
niezerowy wektor (£, a) taki ze:

ey + az < £Mx + af(x)

dla (y,z) € epi(f).
Zatem musi zachodzi¢ a < 0. Wykazemy ze a £ 0. W
przeciwnym wypadku mielibyémy ¢T(y — x) < 0 dla wszystkich
y € W, co jest niemozliwe bo x € int(W).
Przeskalowujac tak zeby a = —1, oraz biorac z = {(y)
otrzymujemy:

f(y) > f(x) + €M (y — %)



Charakteryzacja funkcji wypuktych

Ponizsze twierdzenie w potaczeniu z twierdzeniem o
hiperptaszczyznie podpierajacej daje nam charakteryzacje
funkcji wypuktych:

Theorem

Niech W C R™ bedzie wypukly o niepustym wnetrzu. Jesli dla
kazdego x € int(W) istnieje hiperplaszczyzna podpierajaca, to f
jest wypukta.

Dowdd na tablicy.



Subgradienty i subrézniczki

Dla funkcji f : W — R subgradientem f w x nazywamy dowolny
wektor &, taki ze dla wszystkich y € W:

f(y) = f(x) + &y — %)

Subroézniczks f w x nazywamy zbiér wszystkich subgradientéw f
w X. Subrézniczke f w x bedziemy oznaczaé 0f(x).



Subgradienty i subrézniczki

Z udowodnionych wczesniej twierdzen mamy nastepujacy
wniosek:

Theorem
Jedli W jest zbiorem wypuklym o niepustym wnetrzu, to
f: W — R jest wypukta wtedy i tylko wtedy gdy dla kazego
x € int(W) zachodzi:
of(x) £ 0



Lemma

Dla f : W — R wypuklej i dowolnegeo x € W zbiér 0f(x) jest
wypukly oraz domkniety. Ponadto, jesli x € int(W) to zbiér ten
jest tez ograniczony.

Dowaod.

Wypuktosé i domknietosé sa trywialne. Dla ograniczonosci
przez sprzecznosé, patrzymy na supremum f(y) po kuli otwartej
o $rodku w x. O



Subgradienty i subrézniczki

Czesto przydaje sie réwniez ponizszy fakt:

Lemma
Jedli f,g: W — R oraz x € int(W), to mamy:

A(f + g)(x) = Of(x) + 9g(x)

oraz dla A > 0:
I(Af)(x) = Mof(x)

Dowaod.

Skalowanie jest trywialne. Zawieranie

Of(x) + dg(x) C I(f + g)(x) réwniez. Zawieranie w druga strone
wymaga silnej wersji twierdzenia o oddzielaniu, odsytam do
notatek z Optymalizacji 2. O



Stozek styczny i normalny

Definicja
Dla zbioru wypuktego W stozkiem stycznym do W w x € W
nazywamy zbidr:

Tw(x) =cl ({ay—x ra>0,y€ W})
[y — ||

Definicja
Stozkiem normalnym nazywamny natomiast stozek dualny do
stozka stycznego, to znaczy:

Nw(x) = {y € R" : Vyery () ¥ x <0}

Uwaga: Zbiér Ny (x) jest subrézniczka funkeji
charakterystycznej W!



Zbior rozwigzan

Zauwazmy najpierw, ze zbiér:
X, = {x: f(x) = argminf(y)}
yeEW
moze by¢ pusty lub zawiera¢ nieskoniczenie wiele elementow.

Zachodzi jednak zawsze:

Lemat
Zbiér X, jest wypukly

Dowéd: Jesli x € X, oraz y € Xy, to
f(Ax + (1 = A)y) < argmingcy f(y), wige Ax + (1 — Ay € X,



Warunki optymalnosci

Udowodnimy teraz dwa podstawowe warunki konieczne
optymalnodci.
Theorem

Dla funkcji wypuktej f : R* — R mamy x € X, wtedy i tylko
wtedy gdy 0 € 0f(x).

Dowéd: Z definicji 0 € 9f(x) wtedy i tylko wtedy gdy
f(y) > f(x) dla wszystkich y € R.



Warunki optymalnosci

Dla funkcji wypuktych okreslonych na zbiorze ograniczonym,
trzeba ten warunek odpowiednio zmodyfikowac:

Theorem

Niech V, W beda zbiorami wypuklymi, V C int(W), oraz niech
f: W — R bedzie wypukla. Mamy x € arg mingcy f(y) wtedy i
tylko wtedy gdy 0 € 9f(x) + Ny(x) (czyli =Ny (x) N f(x) # 0).

Dowdd w notatkach.



Rzutowanie na zbiory wypukte

Czesto w algorytmach optymalizacji z ograniczeniami bedziemy
wykorzystywali operator rzutowania na dany zbiér wypukly W.
Jedli W C R" jest wypuklym zbiorem domknietym, to
okre$lamy:
P(x) = arg min |[x — ||
yeW

punt P(x) jest wyznaczony jednoznacznie.



Operator prox

Operator prox jest bardzo waznym narzedziem w optymalizacji
funkcji nierézniczkowalnych. Mozna go rozumieé¢ jako swego
rodzaju uogolnienie operatora rzutowania.

Dla funkcji f : W — R definiujemy:

. 1
prox;(x) = arg minf(y) + 3 Iy — x|
yeEW

Jedli za f przyjmiemy funkcje charakterystyczna W, to
otrzymamy operator rzutowania.



Norma L1

Podstawowy przyklad funkcji niegltadkiej dla ktérej operator
rzutowania jest tatwy do policzenia do norma L1. Dla
£(x) = AL, [xi| mamy:

(proxg(x)); = sign(xi) max(x; — A, 0)



Warunek na prox

Theorem
Dla funkcji wypuklej f : R* — R mamy y = prox(x) wtedy i
tylko wtedy gdy:

x —y € 9f(y)

Dowaod.

Mozna przeprowadzi¢ dowdd jak dla warunkéw optymalnodci.
Mozna tez skorzystaé z faktu o subrézniczce sumy i warunkow
optymalnodci.



Algorytmy

Metody iteracyjne rozwiazuja problem optymalizacyjny
konstrujac iteracyjnie ciag {xx}32, tak dlugo az problem
optymalizacyjny zostanie rozwigzany z ustalong doktadnoécia
(np. algorytm Newtona - Rhapsona).
Ztozonos¢ obliczeniowa takich metod jest wypadkowa dwdch
czynnikow:

@ Zlozono$ci obliczeniowej jednej iteracji

o Ilosci iteracji potrzebnych do uzyskania e-doktadnego

rozwiazania.

Skupimy sie na omawianiu metod dla ktérych koszt pojedynczej
iteracji jest liniowy (lub niewiele wigkszy niz liniowy) ze
wzgledu na wymiar.



Spadek gradientowy

Problem:

arg min f(x),
x€Rn

f -wypukla, klasy C'.
Algorytm:
Xg = Xp—1 — Yk VE(xK-1)

o Jakie dlugosci krokéw wybraé? (stale, malejace)

e Czy i jak szybko zbiega ten algorytm?



Silna wypuktosé

Definicja

Funkcje f klasy C! nazywamy m-silnie wypukta, dla m > 0
wtedy i tylko wtedy gdy

£(y) > £() + (VEG),y =) + 5 [ — v

Uwagi:

o Réwnowaznie silng wypuklosé mozna zdefiniowaé przez
1
f(tx + (1 —t)y) < tf(x) + (1 — t)f(y) — §mt(1 —t)|Ix —y|?

o f jest m silnie wypukla wtedy i tylko wtedy gdy
f(x) — 2|x[|? jest wypukla.

o Gdy m = 0 silna wypukloéé oznacza zwyczajna wypuktosé.



L-gtadkosé

Definicja
Funkcje f nazywamy L-gladka jezeli jej gradient VT jest
Lipshitzowski ze stata L:

IVE(x) = VE(y)Il < Lix -yl

Stwierdzenie
Jezeli f jest L-gtadka to dla dowolnego x,y zachodzi

f(y) < 1) + (VEG),y =) + Ly —xI”



Dowdd

Zdefiniujmy g(t) = f(x + t(y — x)). Wéwczas g’(t) = (Vi(x + t(y — x)),y — x) oraz
1 1
f(y) — f(x) = (1) — (0) = / g'(t)dt = / (VE(x + t(y — %)),y — x)dt.
0 0
Stad
1
fly) = £(x) = (Vi(x),y —x) = / (VE(x 4+ tly = %)),y — x) = (Vi(x),y — x)dt
0
1
= / (VE(x+t(y — x)) — VI(x),y — x)dt
0

1
< ly = x|l / IVEGx + t(y — x)) — VE(x)|dt
0

1
L
2 2
<Llly = x| / tdt =~y = x|
0



Monotonicznosc spadku gradientowego

X = Xk—1 — Yk VE(Xk—1)

Lemat (o monotonicznosci)
Jesli nier6wnosé (1) jest spelniona dla y = xi x = x_1 oraz
L=21to
e
f(xx) < f(xK—1)



Dowdd

Zdefiniujmy Q(x,y) = f(x) + (Vi(x),y — x) + %Hy —x]?.
0 Qy(x,%) = f(x)
o argming Q. (xk-1,y) = Xk—1 — N VE(xK-1) = Xk
o Jesliy < L7 !to

L
Q%) > ) + (VEGR).y — ) + =y — 2 > ()
Czyli

f(xk—1) = Qxk—1,xK-1) > Q(xK—_1,xK) > f(xK).



Zbieznos¢ spadku po gradiencie

TWIERDZENIE

Jedli f jest wypukla |, L-gladka i osigga minimum w x* oraz dla

pewnego a > 0 zachodzi al.! < 7y oraz spelnione sa zalozenia

Lematu (2) to dla dowolnego k

Lxo — x*||?
f —f(x") < ——
() — (") < =22
Ponadto jesli f jest m-silnie wypukta to

k
ma
=1 < (1) o =



Dowdd 1

Lemat

Jedli f jest m-silnie wypukta, spelnione sg zalozenia lematu o
monotonicznoéci, oraz dla pewnego a > 0 zachodzi aL. ™! < 7 to
dla dowolnego k i dowolnego y

ma

2(t0) = 1)) < (1= 5 ) s = 1P = fp =

Dowdéd twierdzenia
Niech x* punkt w ktérym f osiaga minimum wtedy
f(xx) — f(x*) > 0 1 z lematu otrzymujemy

ma
0 < (1 - L) ”kal - y”2 - HXk - YHQ

Czyli

ma
=1 < (1= ) s =72



Dowdd 11

Iterujac ta nieréwnosc otrzymujemy 2 czes¢ twierdzenia.

7 lematu otrzymujemy
29i(f(a) = £(x7)) < izt =% = [l — x")1?

Sumujemy nieréwnosci od i =1 do k
k
> 23(f(x) — £(x7)) < Jlxo — x| — flxic — x|
i=1

Z monotonicznosci f(x;) oraz z v > aL.~! otrzymujemy

2ak N N .
= (EGa) = £(x7)) < [lxo —x I =[x — x*1?



Dowdd lematu 1

Z nieréwnosci (1) mamy dla L = ,Yik

L
f(Xk) < f(Xk_l) + <Vf(Xk_1),Xk — Xk_1> + EHXk - Xk_1||2

1 L
= f(xx-1) — — %k — x| + =[xk — X1 )?
Yk 2

1 L’yk) 9
— () — — (1 - 2k X
(xk-1) ’7k< 5 [[xk — Xk—1]]

1
= f(xk-1) — ﬂHXk — xp1?

7 wypuklosci

m
f(y) > f(xi-1) +(VE(xx), y — x-1) + 5||Xk—1 —y|?

1 m
= f(xp-1) — —(Xk — X1, ¥ — Xk—1) + = |[xe—1 — ¥
Vi 2



Dowdd lematu 11

Mnozac nieréwnosci przez 27y i odejmujgc stronami otrzymujemy.

2 2
27 (f(x) — £(¥)) < 2(xx — xk—1,¥ — Xk—1) — lIxk = X1 1" — vemllxx—1 — ¥l
2 2 2
=1 —my)llxk—1 = ylI" — lIxk—1 = yII" + 20 — X1,y — xk—1) — lIxx — x—1]|
2 2
=1 —my)llxk—1 —yII" = lIxk—1 =y = (xk—1 — =)l

2 2
=1 — my)llxk—1 —ylI" = lIxc — vl



Jak wybrac¢ i

e Optymalne jest wybraé ¢ = L, jednak obliczenie L (dobre
oszacowanie) moze, by¢ truden lub niemozliwe.

e 7 dowodu wynika, ze jesli vx — 0 oraz ) -,k = 00 to tez
otrzymamy zbiezno$é¢ ale w tempie zaleznym od tempa
zbieznosci .

o Innym rozwiagzaniem jest backtracking. Ustalamy ~p i
wybieramy 0 < 1 < 1 I wykonujemy algorytm

Q % =Yk-1
Q xx = xk-1 — N VE(xk-1)
Q@ Jesli

1
fxi) < f(xu—1) + (VE(xK-1), X6 — X—1) + RHXk — Xg—1?

to k — k 4+ 1. W przeciwnym przypadku v, = ny i
wracamy do kroku 2.



Rzutowany spadek gradientowy

Modyfikacja spadku gradientowego do optymalizacji na
podzbiorach wypuktych:

xk = Pw(xk—1 — " VE(xk-1))

Analiza analogiczna do normalnego spadku gradientowego:
dowodzimy lematu gltéwnego a nastepnie wnioskujemy tempo
zbieznosci w taki sam sposéb jak dla normalnego spadku
gradientowego.



Rzutowany spadek gradientowy

Nasladujac dowo6d lematu dla spadku gradientowego,
otrzymujemy dla dowolnych xx_1,y € W:

ma

2(t600) = 1)) < (1= ) s = 1P = i = 51°

gdzie zx = xx_1 — Y VI(xk—1) oraz xx = Pw(zk). Nastepnie
uzywamy faktu, ze dla dowolnego y € W zachodzi:

Pw(x) = yll2 < |lx = yll2



Metoda subgradientowa

Metoda polega na zastapieniu w spadku subgradientowym
gradientu subgradientem.

o Prosta metoda ktérg mozna stosowaé¢ do ogdlniejszej klasy
probleméw.
@ Nie ma wtasnosci spadku

o Wolniejsze tempo zbieznosci



Metoda subgradientowa

Xk = Xk—1 — Vk8k—1, 8k—1 € Of(xx_1)



Analiza metody subgradientowe;j

Podobnie jak dla spadku gradientowego, mamy fundamentalny
lemat:

Lemat
Dla dowolnego k > 0 oraz dowolnych xx_1,y € W mamy:

2mc(f(xk—1) — £(3)) < |lxr—1 = ¥115 — |1k = v115 + il lgx—1113
Dowdd.

k1 = y115 = [k = ¥115 + e llgk—1113 = 2mex_ 1 (xk—1 — )
> 2 (f(xk—1) — £(y))

O



Analiza metody subgradientowe;j

7 powyzszego lematu, tatwo wywnioskowaé nastepujace
wlasnosci. Zalézmy ze f jest G-Lipshitzowska, oraz
%o = x*[| < R. Oznaczamy x¥ = (£Ng! k) (N ).
Woéwcezas:
o Dla =7
lim f(x)) < f(x*) + G2y

k—o0

o Jesli . — 0,572 < o0 oraz 3k = oo to
klim f(xN) = f(x*)

o Jedli Yk = GL\/E

f(x) — f(x") <

=l



Rzutowana metoda subgradientowa

Dowodzimy lematu dla wersji z rzutowaniem. Jesli oznaczymy
Zx = Xk—1 — YkEk—1 oraz xx = P(zx), to mamy:

27 (a1 — £(y)) < It — I3 — Mz — 113 + il g1 113

i korzystamy z faktu ze ||P(x) — y||2 < ||x — y||]2 dla dowolnego x
oraz y € W. Dalej analiza analogicznie.



LASSO

Model liniowy:
Y=XG+¢

Metoda najmniejszych kwadratéw:

argmin ||Y — X2
B
LASSO:

p
argﬁmin{HY —XBIIP+ A6}
i=1

Jak obliczy¢ rozwiazanie LASSO?



Proximal gradient

Problem:
arg min{f(x) + g(x)}

o f wypukla i gltadka
e g wypukla
Algorytm
X1 = Prox,, o (xic — N VE(xi))
Stad
X1 € Xk — Yk VE(xK) — %0g(xk41)



Wtasnosci proximal gradient

Jedli f jest L-gtadka oraz v < L™! to
1
f(x)+8(x) < f(Y)+Vf(y)T(X—Y)+gHy—XHerg(X) = Qy(xy)
Przeksztalacajac
= f(y) — 2| V()2 L x = (v = yVEE)I2
Qy(xy) = £(y) = SIVEW)™ +8(x) + 2A/IIX (y = VEE)I

Czyli
prox,, o(xx — " Vi(xx)) = arg;nin Q. (%, x1)

Zatem

f(xi) + g(xx) = Qqy (i, xx) > arg min Qy (%, xx)

= Qq (X141, %K) > f(xu41) + 8(Xx41)



Zbieznos¢ proximal gradient
Oznaczmy przez F =f+ g

Lemat

Jedli f jest wypukla i L-gladka, g jest wypukla oraz v, < L™! to
dla dowolnego y

2% (F(xi) — F(¥)) < [[xe—1 — y|I* = [lxx — v

Dowdd:
Niech v € dg(xx) takie, ze

Xk = Xk—1 — Yk VE(XK—1) — v
Mamy trzy nieréwnosci
1
F(Xk) < g(xk) + f(kal) + Vf(kal)T(Xk — kal) + 7||Xk — Xk,1||2

2%
f(y) > f(x1) + VEGa1) ' (y = x1c1)
g(y) = g(a) + v (y —xx)



Dowdd lematu c.d.

Odejmujac nieréwnoéci otrzymujemy

1
F(xk) — F(y) < =%k — x1 1% + VE(x-1) " (36 — Xk—1)

27k
— Vi(xr-1) (v — xk-1) = v (y — xx)

Przeksztalcajac prawa strone otrzymujemy

1

F(xk) - F(y) < T%HXk — x| + (VEGx-1) +v) T (xx — y)
1 1

F(xx) - F(y) < THXI‘ —xp 1] = — (% — x1) T (xk — )
Yk Yk

27%(F(xx) — F(y)) < [Ixk — X1 — xx + 312 =[xk — y?



Zbieznos¢ proximal gradient

TWIERDZENIE

Niech F =f + g, gdzi f jest wypukita i L-gtadka, g jest wypukta
oraz F osiaga minimum w x*. Je$li v = v < L™! to

Lxo — x*||?

Flxi) - F(x") < 50



Materiaty

e Optymalizacja 2, wyktady 1-5.
http://mst.mimuw.edu.pl/lecture.php?lecture=op2

o Stephen Boyd, Lieven Vandenbherge, Convex optimization
(dostepne w internecie za darmo)

@ Neal Parikh, Stephen Boyd, Proximal Algorithms. Praca
przegladowa, dostepna za darmo w internecie.


http://mst.mimuw.edu.pl/lecture.php?lecture=op2

