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K najblizszych sasiadow

Gtéwny pomyst: Wszystkie przyktady ze zbioru treningowego Uy,
s3 bezposrednio zapamietane w bazie przyktadéw
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K najblizszych sasiadow
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K najblizszych sasiadow

Gtéwny pomyst: Wszystkie przyktady ze zbioru treningowego Uy,
s3 bezposrednio zapamietane w bazie przyktadéw
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Algorytm uczacy indukuje z bazy przyktadéw miare odlegtosci p : X? — R

Algorytm klasyfikacyjny dla kazdego obiektu testowego ¢:
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K najblizszych sasiadow

Gtéwny pomyst: Wszystkie przyktady ze zbioru treningowego Uy,
s3 bezposrednio zapamietane w bazie przyktadéw

Algorytm uczacy indukuje z bazy przyktadéw miare odlegtosci p : X? — R

Algorytm klasyfikacyjny dla kazdego obiektu testowego ¢:
— wybiera k najblizszych sasiadéw ze zbioru treningowego Uy,
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K najblizszych sasiadow

Gtéwny pomyst: Wszystkie przyktady ze zbioru treningowego Uy,
s3 bezposrednio zapamietane w bazie przyktadéw

Algorytm uczacy indukuje z bazy przyktadéw miare odlegtosci p : X? — R

Algorytm klasyfikacyjny dla kazdego obiektu testowego ¢:
— wybiera k najblizszych sasiadéw ze zbioru treningowego Uy,
— zwraca decyzje dla ¢ na podstawie decyzji najblizszych sasiadéw

Uczenie maszynowe - wnioskowanie oparte na podobieristwie
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K najblizszych sasiadow: k=1

Fakt: W przypadku k& = 1 podziat przestrzeni danych
przez zbiér przyktadéw treningowych tworzy diagram Voronoi

Obiekt testowy x, jest klasyfikowany z decyzja tego obiektu treningowego,
w ktérego obszar wpada x:

Uczenie maszynowe - wnioskowanie oparte na podobieristwie 7



K najblizszych sasiadow: k> 1

S(xy, k) — zbidr k najblizszych sasiadéw obiektu x;
Metody gtosowania:
> jednorodna

hx,) = argmaxyey, [{x € S(xy, k) : dec(z) = d}|

> wazona odlegtoscia

1

hzg) = argmaxgey, X
ves(agh) P(Tq: )

dec(z)=d
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Miara odleglosci

Miara odlegtoéci to pseudometryka p: X? — R
definiujaca odlegtos¢ miedzy obiektami w przestrzeni danych X
indukowana ze zbioru treningowego Uy,

Uczenie maszynowe - wnioskowanie oparte na podobieristwie
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Miara odleglosci: rodzaje metryk

A — zbiér atrybutéw
p. — miara odlegtosci dla pojedynczego atrybutu a € A

Rodzaje metryk ze wzgledu na taczenie atrybutéw:

Miejska Manhattan:
plz,y) = ¥ palalz), a(y))
acA

Euklidesowa:

plovy) = (5, (s el als))F)

acA

Maksimum:

plz,y) = max py(a(z), a(y))

€
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Miara odleglosci: City-Hamming

Dla atrybutu symbolicznego delta Kroneckera:

|0 jeslia(x) = a(y)
Pa =11 wpp.

Dla atrybutu numerycznego réznica wartosci:
palal(z),aly)) = |a(x) — aly)|
Lepiej stosowac normalizowang réznice:

( )) _ |CL<(L‘) B a(y>| lub

pa(CL(x)’ " Amax — Qmin
pulal), aly)) = 'a<f2>g—(ac>z<y>|

(max — Maksymalna warto$¢ atrybutu a w zbiorze obiektéw treningowych
amin — minimalna warto$¢ atrybutu a w zbiorze obiektéw treningowych
o(a) — odchylenie standardowe wartosci atrybutu a w zbiorze treningowym
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Miara odleglosci: City-SVD (Domingos 1996)

Dla atrybutu numerycznego normalizowana réznica wartosci jak w City-Hamming

Dla atrybutu symbolicznego prosta réznica wartosci (ang. SVD):

pala(r),aly)) = ¥ |P(dec = dla = a(z)) — P(dec = da = a(y))]

de Vd
P(dec=3|a=v)
A
(0,0,1
a(x)
/ a(y)
(1,0,0 (0,1,0)

N

P(dec=1|a=v) P(dec=2|a=v
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Miara odleglosci: SVD

Uogdlnienie prostej réznicy wartosci (SVD) dla atrybutu numerycznego

pala(x),aly)) = > |P(dec = d|a € vic(a(x))) — P(dec = dla € vic(a(y)))|

de Vd
P(dec=3|a=v)
a(y) !
a(x)
(0,0,1)
Swic@x) s vic@y): - a
(2,0,0 (0,1,0)
P(dec=1|a=V) P(dec=2|a=v

vic(v) — sasiedztwo wartosci v, np. przedziat (v — €;v + €)
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Miara odleglosci: IVD (Wilson, Martinez 1997)

Interpolowana réznica wartosci (ang. 1VD) dla atrybutu numerycznego:
— zakres wartosci numerycznych jest dzielony na réwne przedziaty
— dla kazdego przedziatu wyliczany jest rozktad decyzji
— dla kazdej wartosci rozktad decyzji jest interpolowany

pomiedzy srodkami dwéch nablizszych przedziatéw

A
Decision distribution

Attribute value
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Miara odleglosci: IVD (Wilson, Martinez 1997)

Interpolowana réznica wartosci (ang. 1VD) dla atrybutu numerycznego:
— zakres wartosci numerycznych jest dzielony na réwne przedziaty
— dla kazdego przedziatu wyliczany jest rozktad decyzji
— dla kazdej wartosci rozktad decyzji jest interpolowany

pomiedzy srodkami dwdch nablizszych przedziatéw
P(dec=3|a=v)

(0,0,1

a(x)

a(y)

(1,0,0 (0,1,0)

P(dec=1|a=v) P(dec=2[a=v

Réznica wartosci to réznica pomiedzy interpolowanymi rozktadami decyzji

Uczenie maszynowe - wnioskowanie oparte na podobienistwie
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Miara odleglosci: IVD (Wilson, Martinez 1997)

Fakt: Odlegtos¢ IVD jest aproksymacja odlegtoséi SVD

Uczenie maszynowe - wnioskowanie oparte na podobieristwie 16



Miara odleglosci: metryka wazona

Metryka wazona jest wazong suma odlegtosci dla poszczegdlnych atybutow
plz,y) = X wepala(r),aly))
acA

A — zbiér atrybutéw
p. — miara odlegtosci dla pojedynczego atrybutu a € A
w, — waga atrybutu
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Miara odleglosci: metryka wazona

Algorytm wazenia atrybutéw na podstawie zbioru treningowego Uy,

1. w, := 1 dla wszystkich atrybutéw a € A

2. t:=0
3. Powtarzaj, dopoki temp(t) > 0
a. t:=1t+1
b. x := losowo wybrany obiekt treningowy z Uy,

c. y := najblizszy sasiad x w Uy,
d. Dla kazdego atrybutu a € A

temp(t)
“pala(z), aly))

w, + dw, jesli dec(y) = dec(x)
W, — 0w, Wpp.

ow, ;= w

Wq —

temp(t) — funkcja “temperatury” malejaca wraz z uptywem czasu ¢

Uczenie maszynowe - wnioskowanie oparte na podobienistwie
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Miara odleglosci: porownanie metryk

Atrybuty numeryczne: letter, pendigits, satimage, segment
Atrybuty symboliczne: chess, nursery, splice
Atrybuty numeryczne + symboliczne: census94

16,00% 10— E City-Hamming [
14.00% M City-SVD
St OSVD

12,00% | OIvVD-SVD |
10,00% _
38,00% 1
L]

6,00%

4,00% |_ —

2,00% —l —

0,00% ‘ ‘

census94 chess letter nursery  pendigits satimage segment splice
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K najblizszych sasiadow: wybor najlepszgo k

Majac juz metryke mozna klasyfikowa¢ kazdy obiekt ze zbioru uczacego
uzywajac tego samego zbioru, z wytaczeniem klasyfikowanego obiektu
(tzw. test leave-one-out).

Pomyst:

Klasyfikowanie zbioru uczacego dla réznych wartosci k£ 1 wybér tej, ktéra daje
najlepsza skutecznosé

Uczenie maszynowe - wnioskowanie oparte na podobieristwie 20



K najblizszych sasiadow: wybor najlepszgo k

Majac juz metryke mozna klasyfikowa¢ kazdy obiekt ze zbioru uczacego
uzywajac tego samego zbioru, z wytaczeniem klasyfikowanego obiektu
(tzw. test leave-one-out).

Pomyst:

Klasyfikowanie zbioru uczacego dla réznych wartosci k£ 1 wybér tej, ktéra daje
najlepsza skutecznosé

= Jak to zrobi¢, zeby zajeto tyle samo czasu
co klasyfikacja dla pojedynczej wartosci k 7
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K najblizszych sasiadow: wybor najlepszgo k

function FIND-OPTIMAL-K(ezamples, mazk) returns best k
inputs: ezamples, a set of training examples
maxk, determines the range [1;maxk]| that is searched for the best £

for each z € examples do
A, « GET-RESULT-VECTOR(z, ezamples— { x}, mazk)
return arg maxi< g< mazk |[{ © € examples : A,lk] = dec(x)}|

function GET-RESULT-VECTOR(z, examples, mazk) returns results indexed by k
N1, ..., Nazk < sequence of maxk nearest neighbors sorted
in the increasing order of the distance to x

for each deV,; do votes|d] « 0
current «— most frequent decision in exzamples
for i from 1 to maxk

votes|dec(ny )| < votes|dec(ny)] + 1

if votes|dec(ny)] > votes|current| then current <« dec(ny)

A, k]« current
return A,

Uczenie maszynowe - wnioskowanie oparte na podobienistwie
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K najblizszych sasiadow: wlasnosci

Zalety?7?
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K najblizszych sasiadow: wlasnosci

Zalety?7?

— Uczenie jest szybkie
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K najblizszych sasiadow: wlasnosci

Zalety?7?

— Uczenie jest szybkie
— Uczy sie dowolnych funkgji
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K najblizszych sasiadow: wlasnosci

Zalety?7?

— Uczenie jest szybkie
— Uczy sie dowolnych funkgji
— Nie traci informagji
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K najblizszych sasiadow: wlasnosci

Zalety?7?

— Uczenie jest szybkie

— Uczy sie dowolnych funkgji

— Nie traci informagji

— Naturalnie stosuje sie do dynamicznych (rosnacych) zbioréw danych
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K najblizszych sasiadow: rosnacy zbior danych
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K najblizszych sasiadow: rosnacy zbior danych

.

2R
Y

Nowy przyktad treningowy dodawany jest do aktualnej bazy przyktadéw

)
< )
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K najblizszych sasiadow: rosnacy zbior danych

/IR~ A A

Nowy przyktad treningowy dodawany jest do aktualnej bazy przyktadéw
—> automatycznie zmienia sie funkcja wyznaczana przez baze przyktadéw

Uczenie maszynowe - wnioskowanie oparte na podobieristwie 30



K najblizszych sasiadow: wlasnosci

Zalety?7?

— Uczenie jest szybkie

— Uczy sie dowolnych funkgji

— Nie traci informagji

— Naturalnie stosuje sie do dynamicznych (rosnacych) zbioréw danych

Wady??
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K najblizszych sasiadow: wlasnosci

Zalety?7?

— Uczenie jest szybkie

— Uczy sie dowolnych funkgji

— Nie traci informagji

— Naturalnie stosuje sie do dynamicznych (rosnacych) zbioréw danych

Wady?7
— Niepraktyczny przy duzej liczbie atrybutéw
= wymaga redukcji liczby atrybutéw
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K najblizszych sasiadow: wlasnosci

Zalety?7?

— Uczenie jest szybkie

— Uczy sie dowolnych funkgji

— Nie traci informagji

— Naturalnie stosuje sie do dynamicznych (rosnacych) zbioréw danych

Wady?7
— Niepraktyczny przy duzej liczbie atrybutéw
= wymaga redukcji liczby atrybutéw
— Wolny podczas klasyfikagji
= wymaga ztozonych struktur indeksujacych
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Wyszukiwanie k najblizszych sasiadow

Bez indeksowania:

— Liniowe przegladanie zbioru przyktadéw dla kazdego zapytania

— Ztozonos¢ O(mn)
m — liczba zapytan
n — rozmiar zbioru przyktadéw

= /byt kosztowne dla duzych zbioréw danych

Uczenie maszynowe - wnioskowanie oparte na podobieristwie 34



Indeksowanie

Drzewo indeksujace jest konstruowane metodg top-down:
zaczyna od korzenia zawierajacego caty zbidr przyktadéw
treningowych i rekurencyjnie dzieli klastry na coraz mniejsze

database U

node splitting

MM\ e splitting
C e e > e
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Podzial klastra metoda k-srodkow

Do podziatu klastréw dobra jest metoda k-srodkéw (ang. k-means)

database U

/T]N

T e e
e T R R
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Podzial klastra metoda k-srodkow

Algorytm wyboru k-srodkéw:

function KMEANS(ezamples, k) returns a set of clusters

for each 0 <i< k do center; < a random example from ezamples
repeat
for each 0 <i< k do cluster; «—{ }
for each example z € ezamples do
nearest < min argy. ;. DISTANCE(center;, z)
clusterearest <— clusteryeqrest U {2}
for each 0 <i< k do center; < the mean of cluster;
until no center has changed (comparing with the last but one iteration)
return the set of cluster;
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Podzial klastra metoda k-srodkow: wlasnosci

Uniwersalnosé??

Uczenie maszynowe - wnioskowanie oparte na podobienistwie 38



Podzial klastra metoda k-srodkow: wlasnosci

Uniwersalnosé??

Indeksowanie z podziatem klastréw metoda k-$rodkéw uzywa tylko pojec
— metryki
— Srodka zbioru obiektéw

Uczenie maszynowe - wnioskowanie oparte na podobienistwie 39



Podzial klastra metoda k-srodkow: wlasnosci

Uniwersalnosé??

Indeksowanie z podziatem klastréw metoda k-$rodkéw uzywa tylko pojec
— metryki
— Srodka zbioru obiektéw

= wyszukiwanie jest poprawne przy dowolnej definicji srodka klastra,
wybor srodka ma istotne znaczenie dla efektywnosci wyszukiwania,
ale nie ma wptywu na poprawnosé

Uczenie maszynowe - wnioskowanie oparte na podobieristwie
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Podzial klastra metoda k-srodkow: wlasnosci

Uniwersalnosé??

Indeksowanie z podziatem klastréw metoda k-$rodkéw uzywa tylko pojec
— metryki
— Srodka zbioru obiektéw

= wyszukiwanie jest poprawne przy dowolnej definicji srodka klastra,
wybor srodka ma istotne znaczenie dla efektywnosci wyszukiwania,
ale nie ma wptywu na poprawnosé

= mozna stosowac nie tylko do przestrzeni R"

Uczenie maszynowe - wnioskowanie oparte na podobienistwie
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Podzial klastra metoda k-srodkow: wlasnosci

Optymalnos¢??

Uczenie maszynowe - wnioskowanie oparte na podobienistwie 42



Podzial klastra metoda k-srodkow: wlasnosci

Optymalnos¢??

Twierdzenie (Savaresi, Boley, 2001)

Dla eliptycznego modelu zbioru danych metoda 2-srodkéw zbiega do podziatu
ortogonalnego wzgledem kierunku gtéwnego (tzn. takiego, wzdtuz ktérego
wariancja danych jest najwieksza)

Y
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Wyszukiwanie najblizszych sasiadow

Przeszukuje drzewo indeksujace stosujac kryteria odciecia

0" W

Lo C e e

N _
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Wyszukiwanie najblizszych sasiadow: algorytm

nearest - kolejka priorytetowa dotychczas znalezionych najblizszych sasiadéw

function KNN-SEARCH(node, query, nearest) returns an updated nearest

if node is a leaf
then for each z € node
if nearest is not full then nearest«— nearest U {z}
else
Y<— MaxX arg, c ,eqrest DISTANCE(query, 2)
if DISTANCE(query, ) < DISTANCE(query, y)
then nearest < replace y with z
elseif node has child nodes
then for each child € child nodes of node
radius <— Max, ¢ pearest DISTANCE(query, 2)
if nearest is not full or =DISCARD( child, query, radius)
then nearest «— KNN-SEARCH( child, query, nearest)
return nearest

Funkcja DISCARD sprawdza kryteria odciecia wezta przy przeszukiwaniu

Uczenie maszynowe - wnioskowanie oparte na podobieristwie
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Kryteria odciecia wezla

& Ciecie kuliste
{» Ciecie symetralne

> Ciecie pierscieniowe

Uczenie maszynowe - wnioskowanie oparte na podobienistwie 46



Kryteria odciecia wezla: ciecie kuliste

query — zapytanie (testowany obiekt)

radius — promien zapytania

center — srodek wezta (klastra)

R — promien pokrywajacy wezet: R = maxX,epnode dist(center, x)

query
radius ®.

___________ p *

W

node jest pomijany <= dist(query, center) > radius + R
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Kryteria odciecia wezla: ciecie symetralne

query — zapytanie (testowany obiekt)

rad — promien zapytania

nodel node2 — wezty bedace dzie¢mi tego samego rodzica w drzewie indeks.
cl, c2 — srodki weztéw

node2
e =
c2
X ® X nodel
dist(ql ery,c2)
<
R %
disz(q\ugric\l)‘ - - .Cl *
YA
NS X 3

nodel jest pomijany <= dist(query,cl) — rad > dist(query, c2) + rad
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Kryteria odciecia wezla: ciecie pierscieniowe

query — zapytanie (testowany obiekt)

rad — promien zapytania

nodel node2 — wezty bedace dzie¢mi tego samego rodzica w drzewie indeks.
c2 — $rodek wezta node2

MINT = MiNgepoder dist(c2, T), maxrr = MaX,enoger dist(c2, x)

nodel jest pomijany
<> dist(query, c2)+rad < minr lub dist(query, c2)—rad > maxr
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Wyszukiwanie najblizszych sasiadow

Przyspiszenie wyszukiwania dla réznych wielkosci bazy przyktadéw:

100,00%
® 1-nn search
N A 100-nn search
10,00% - A
A A
®
§ ® A
£1,00% ®
%
a ® A
®
0,10%
®
0,01% : :
1000 10000 Database size 100000

1000000
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Metody k-nn z lokalna adaptacja metryki

Atrybuty numeryczne:

> lokalna adaptacja wag atrybutéw
> gtosowanie przy uzyciu macierzy kowariancji

Atrybuty symboliczne:

> indukcja lokalnej metryki z sasiedztwa obiektu
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Lokalna adaptacja wag atrybutow

Hastie, Tibshirani, 1996

Atrybuty s3 lokalnie wazone na podstawie analizy najblizszego sasiedztwa
obiektu testowanego:
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Lokalna adaptacja wag atrybutow

Hastie, Tibshirani, 1996

Atrybuty s3 lokalnie wazone na podstawie analizy najblizszego sasiedztwa
obiektu testowanego:
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Glosowanie przy uzyciu macierzy kowariancji

Problem:
Niektére obiekty moga dublowa¢ informacje w innych obiektach,
w zwiazku z tym nie powinny by¢ brane pod uwage przy gtosowaniu

Uczenie maszynowe - wnioskowanie oparte na podobienistwie 54



Glosowanie przy uzyciu macierzy kowariancji

Rozwigzanie: Gtosowanie przy uzyciu macierzy kowariancji

Dla kazdej klasy decyzyjnej d w zbiorze treningowym Uy, tworzona jest ma-
cierz kowariancji miedzy parami obiektéw tej klasy x;, x; € Uy

Ci=1[Ci;]  Cij=~(p(xi,x;)) v — funkcja monotoniczna
Klasyfikacja obiektu testowego z,

1. Dla kazdej klasy decyzyjnej d tworzony jest wektor kowariancji
z obiektami nalezagcymi do tej klasy decyzyjnej:

ca(zg) = [¢j]  ¢j = v(p(xy, ;)

2. Gtosowanie odbywa sie na podstawie macierzy i wektora kowariancji:
~1
Qg = (a1, 0an) =Cy ocylzy)

. n
Decyzja dla z, = max arggey, Z'; Qg
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Indukcja lokalnej metryki z sasiedztwa obiektu

Training set Global metric
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Indukcja lokalnej metryki z sasiedztwa obiektu

Poréwnanie skutecznosci klasyfikacji:

atrybuty: symboliczne
metryki globalna i lokalna: SVD
n — rozmiar sasiedztwa branego do indukcji metryki lokalne;

6,00%

O global-knn

5.00% |- H local-knn, n=100

O local-knn, n=200
4,00% - Olocal-knn, n=500
3,00% -
2,00%
1,00%
0,00% . — E— - -

chess nursery splice
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