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System ALVINN

ALVINN prowadzi samochdd po autostradzie z szybkoscig 70 mil na godzine

30 Output
Units

30x32 Sensor
Input Retina
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e THE MOST COMPREHENSIVE WINE WER SITE IN THE WORLD

Welcome to the Windy City

Wine Spectator editors bring vou
Chicago in the current issue. Even
the fabled Midwestern

. understatement can’t conceal that
this is a city on the move.
According to our first annual

| Readers” Choice Awards, Chicago

| chef Charlie Trotter is the best chef
currently working in the United
States, and his eponymous
restaurant is the best restaurant. But the rest of the city
is also delivering exciting dining experiences. You can
pick up a list of award-winning restaurants on this site,
though for full details, plus stories on hotels and wine
bars, saloons and cigar bars, architecture, auctions,
shopping and five of the city’s premier residents, you'll
have to check the October 15 issue.
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Uczenie indukcyjne

Obiekty: dane reprezentujace rzeczywisty stan lub obiekt,
tworzg przestrzen obiektow X

Decyzja: Funkcja dec : X — V. przypisujaca obiektom
wartos$¢ decyzji z ustalonego zbioru Vi,

/biér przyktadéw: ustalony zbiér obiektow z X
z przypisanymi wartosciami decyzji:

(1, dec(xy)), ..., (T, dec(zy,))

Problem:

/ danego zbioru przyktadéw nauczy¢ sie funkcje (hipoteze) h @ X — V.
aproksymujaca decyzje dec tak, zeby mozliwie najbardziej poprawnie przypi-
sywata ja obiektom z przestrzeni X, dla ktérych nieznana jest warto$¢ decy-
zji dec
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Uczenie indukcyjne: kolko i krzyzyk

O 0|X
Obiekty to pary: stan gry i ocena stanu X . +1
X

Problem polega na nauczeniu sie wtasciwej oceny stanu gry
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Uczenie indukcyjne: uprawianie sportu

Obiekty to wektory wartosci opisujace biezace warunki pogodowe

Przykiad Atrybuty Decyzja
Niebo | Temp | Wilgotn | Wiatr | Woda | Prognoza | Sport
Dzieri 1 || Storice | Ciepto | Normalna| Silny | Ciepta | Bez zmian Tak
Dzien 2 | Stonce | Ciepto| Wysoka | Silny | Ciepta | Bez zmian Tak
Dzien 3 | Deszcz | Zimno | Normalna | Silny | Ciepta Zmiana Nie
Dzieri 4 || Storice | Ciepto | Wysoka | Silny | Chtodna| Zmiana Tak

Problem polega na nauczeniu sie podejmowania wtasciwego wyboru
na podstawie biezacych warunkéw pogodowych

Uczenie maszynowe - wprowadzenie i drzewa decyzyjne
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Rodzaje decyzji

Decyzja moze przyjmowac wartosci:
{ rzeczywiste (decyzja ciggta)

> dyskretne

¢ binarne (TRUE lub FALSE)
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Hipoteza spojna

Hipoteza H jest sp6jna na zbiorze treningowym (x1, dec(xy)), . . ., (T, dec(xy,)),
jesli
h(z;) = dec(x;) dla kazdego 1 <i <m
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Regresja (decyzja ciagla)

Regresja to aproksymacja decyzji o wartosci ciagtej

(%)
\
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Regresja (decyzja ciagla)

Regresja to aproksymacja decyzji o wartosci ciagtej

(%)
\

Regresja liniowa
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Regresja (decyzja ciagla)

Regresja to aproksymacja decyzji o wartosci ciagtej

()
\

Regresja kwadratowa
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Regresja (decyzja ciagla)

Regresja to aproksymacja decyzji o wartosci ciagtej

(%)
\

Regresja wyzszego stopnia (spéjna)
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Regresja (decyzja ciagla)

Regresja to aproksymacja decyzji o wartosci ciagtej

(%)
\

P!
e a ()
il 4

Regresja kawatkami liniowa (spdjna)
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Brzytwa Ockhama

Brzytwa Ockhama wybiera hipoteze, ktéra maksymalizuje potaczenie spéjno-
Sci | prostoty

()
\

L
//

yally
L'}"“'/ V )

Wybdr aproksymacji zalezy od funkcji oceny spéjnosci i prostoty
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Opis obiektow przez atrybuty

Atrybuty: zbiér atrybutéw A = {aq,as,...,a,}

Obiekty: Wektory wartosci atrybutéw x =< x1, 29, ..., %, >
Wartosci atrybutéw moga byc¢:

> ciagte

> dyskretne

¢ binarne (TRUE lub FALSE)
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Opis obiektow przez atrybuty: przyklad

Decyzja na gre w tenisa jest binarna: Yes lub No

Day | Outlook Temperature Humidity Wind | PlayTennis
D1 | Sunny Hot High Weak No
D2 | Sunny Hot High  Strong No
D3 | Overcast Hot High Weak Yes
D4 Rain Mild High Weak Yes
D5 | Rain Cool Normal — Weak Yes
D6 | Rain Cool Normal ~ Strong No
D7 | Overcast Cool Normal  Strong Yes
D8 | Sunny Mild High Weak No
D9 | Sunny Cool Normal ~ Weak Yes
D10| Rain Mild Normal ~ Weak Yes
D11| Sunny Mild Normal  Strong Yes
D12 | Overcast Mild High  Strong Yes
D13 | Overcast Hot Normal ~ Weak Yes
D14 | Rain Mild High  Strong No
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Przestrzen hipotez

lle jest réznych hipotez (funkcji) binarnych dla n atrybutéw binarnych??
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Przestrzen hipotez

lle jest réznych hipotez (funkcji) binarnych dla n atrybutéw binarnych??

= liczba funkcji binarnych dla dziedziny z 2" obiektami = 22"
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Przestrzen hipotez

lle jest réznych hipotez (funkcji) binarnych dla n atrybutéw binarnych??

= liczba funkcji binarnych dla dziedziny z 2" obiektami = 22"

np. dla 6 atrybutéw binarnych jest 18,446,744 073,709,551,616 hipotez
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Ograniczanie przestrzeni hipotez

Przestrzen hipotez mozna ograniczy¢ do ustalonej klasy hipotez
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Ograniczanie przestrzeni hipotez: przyklad

Przestrzen hipotez mozna ograniczy¢ do ustalonej klasy hipotez

lle jest czysto koniunkcyjnych funkcji (np. Hungry A —Rain)??
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Ograniczanie przestrzeni hipotez: przyklad

Przestrzen hipotez mozna ograniczy¢ do ustalonej klasy hipotez

lle jest czysto koniunkcyjnych funkcji (np. Hungry A —Rain)??

Kazdy atrybut moze wystapi¢ jako literat pozytywny,
jako literat negatywny lub wcale
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Ograniczanie przestrzeni hipotez: przyklad

Przestrzen hipotez mozna ograniczy¢ do ustalonej klasy hipotez

lle jest czysto koniunkcyjnych funkcji (np. Hungry A —Rain)??

Kazdy atrybut moze wystapi¢ jako literat pozytywny,
jako literat negatywny lub wcale
= 3" réznych funkcji koniunkcyjnych
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Zwiekszanie przestrzeni hipotez

Co powoduje zwiekszenie klasy dopuszczalnych hipotez?7?
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Zwiekszanie przestrzeni hipotez

Co powoduje zwiekszenie klasy dopuszczalnych hipotez?7?

— zwieksza szanse, ze funkcja docelowa moze by¢ wyrazona
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Zwiekszanie przestrzeni hipotez

Co powoduje zwiekszenie klasy dopuszczalnych hipotez?7?

— zwieksza szanse, ze funkcja docelowa moze by¢ wyrazona

— zwieksza liczbe hipotez zgodnych ze zbiorem treningowym
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Zwiekszanie przestrzeni hipotez

Co powoduje zwiekszenie klasy dopuszczalnych hipotez?7?

— zwieksza szanse, ze funkcja docelowa moze by¢ wyrazona
— zwieksza liczbe hipotez zgodnych ze zbiorem treningowym

=  moze spowodowa¢ gorsza skutecznos¢ predykgji
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Empiryczna miara jakosci hipotezy

Dane dzielone s3 na zbiér treningowy Uy, i zbidr testowy Ul

Hipoteza h : X — V. jest indukowana na podstawie
zbioru treningowego Uy,

Skutecznosé¢ hipotezy Accuracy(h) jest mierzona proporcja
poprawnie sklasyfikowanych obiektéw ze zbioru testowego

{x € Ui : h(x) = dec(z)}|
|Utst|

Accuracy(h) =
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Metody wnioskowania

Metody wnioskowania dla danych opisanych przez zbiér atrybutéw z decyzja
dyskretna:

> Drzewa decyzyjne

{ Systemy regutowe

> Sieci neuronowe

{» Whnioskowanie oparte na podobienstwie
> Sieci bayessowskie
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Drzewa decyzyjne: reprezentacja

Wezty wewnetrzne
Kazdy zwigzany z jednym atrybutem,
reprezentuje test wartosci tego atrybutu

Gatezie
Kazda zwiazana z jedng wartoscig lub z podzbiorem wartosci
atrybutu wezta, z ktérego wychodzi gataz,
odpowiada obiektom danych z pasujacymi warto$ciami atrybutu

Liscie
Kazdy zwigzany z decyzja lub rozktadem decyzji, odpowiada obiektom
danych pasujacym do Sciezki prowadzacej do danego liscia
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Drzewa decyzyjne: przyklad

Reprezentacja danych

Day | Outlook Temperature Humidity Wind | PlayTennis
D1 | Sunny Hot High Weak No
D2 | Sunny Hot High  Strong No
D3 | Overcast Hot High Weak Yes
D4 Rain Mild High Weak Yes
D5 | Rain Cool Normal — Weak Yes
D6 | Rain Cool Normal ~ Strong No
D7 | Overcast Cool Normal  Strong Yes
D8 | Sunny Mild High Weak No
D9 | Sunny Cool Normal ~ Weak Yes
D10| Rain Mild Normal ~ Weak Yes
D11| Sunny Mild Normal  Strong Yes
D12 | Overcast Mild High  Strong Yes
D13 | Overcast Hot Normal ~ Weak Yes
D14 | Rain Mild High  Strong No
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Drzewa decyzyjne: przyklad

Outlook
unny Overcast Rain
Humidity Yes Wind
High Normal Srong Weak

/ \ / \

NoO Yes NoO Yes
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Drzewa decyzyjne: moc wyrazania

Fakt 1. Dla kazdego zbioru treningowego istnieje spéjne drzewo decyzyjne

Dowdd: zaczynamy od pustego drzewa i dla kazdego obiektu danych dokta-

damy
Sciezke prowadzaca przez wszystkie atrybuty z wartosciami krawedzi

odpowiadajacymi wartosciom atrybutéw w obiekcie
Fakt 2: Dla kazdej funkgji istnieje spéjne drzewo decyzyjne

Dowdd: mozna utworzy¢ zbidr treningowy zawierajacy obiekty odpowiadajace
wszystkim kombinacjom wartosci atrybutéw o decyzji zgodne;
z dang funkcja

A xor B /\

B
F
T
F
T

—~ =TT >
T — — T
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Drzewa decyzyjne: trenowanie

Cel: znalezienie drzewa spdjnego ze zbiorem treningowym

Pomyst: rekurencyjne wybieranie najbardziej znaczacego atrybutu jako korzen

poddrzewa

function DTL(exzamples, attributes, default) returns a decision tree

if examples is empty then return default
else if all ezamples have the same classification then return the classification
else if attributes is empty then return MODE(ezamples)
else
best «— CHOOSE-ATTRIBUTE( attributes, examples)
tree «+— a new decision tree with root test best
for each value v; of best do
ezamples; < {elements of examples with best = v;}
subtree <— DT L(examples;, attributes — best, MODE(examples))
add a branch to tree with label v; and subtree subtree
return tree

Uczenie maszynowe - wprowadzenie i drzewa decyzyjne
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Drzewa decyzyjne: wybor atrybutu

Rozne atrybuty daja rézne rozktady decyzji w gateziach

[ 29+, 35-] Al=? [ 29+, 35-] A2="
t f t f
[ 21+, 5-] [ 8+, 30-] [18+,33-] [11+, 2-]

Funkcja CHOOSE-ATTRIBUTE wybiera najlepszy z nich
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Entropia

Dany jest rozktad prawdopodobienstwa (p1, ..., pn)

Miara entropii wyznacza, ile informacji niesie z sobg ten rozktad

Entropy({p1,...,pn)) = 2?21 — p;log, pi
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Entropia

Dany jest rozktad prawdopodobienstwa (p1, ..., pn)

Miara entropii wyznacza, ile informacji niesie z sobg ten rozktad

Entropy({p1,...,pn)) = 2?21 — p;log, pi

S — zbiér obiektéw danych

Sy — zbidr obiektow w S z decyzja d

I8, 1S
S| S

Entropia = Srednia liczba bitéw potrzebna do zakodowania decyzji d dla lo-
sowo wybranego obiektu ze zbioru S (przy optymalnym kodowaniu decyzji)

Entropy(S) = 2ev,, lo

Dlaczego??
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Entropia

Dany jest rozktad prawdopodobienstwa (p1, ..., pn)

Miara entropii wyznacza, ile informacji niesie z sobg ten rozktad

Entropy({p1,...,pn)) = 2?21 — p;log, pi

S — zbiér obiektéw danych

Sy — zbidr obiektow w S z decyzja d

I8, 1S
S| S

Entropia = Srednia liczba bitéw potrzebna do zakodowania decyzji d dla lo-
sowo wybranego obiektu ze zbioru S (przy optymalnym kodowaniu decyzji)

Entropy(S) = 2ev,, lo

Dlaczego??
Optymalne kodowanie przydziela — log, p bitéw
do decyzji wystepujacej z prawdopodobienstwem p

Uczenie maszynowe - wprowadzenie i drzewa decyzyjne 38



Entropia: dwie decyzje

Dane sa dwie decyzje: pozytywna (@) i negatywna (©)

Dy = ’|S§9|‘ — proporcja obiektéw z decyzja pozytywna w zbiorze S

Do = ‘*ﬁgﬁ‘ — proporcja obiektéw z decyzja negatywna w zbiorze S
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Entropia: dwie decyzje

Dane sa dwie decyzje: pozytywna (@) i negatywna (©)
Po =5 — proporcja obiektéw z decyzja pozytywna w zbiorze S
Pe="5 — proporcja obiektéw z decyzja negatywng w zbiorze S

Entropy(S) = —pg log, e — pe logy pe

1.0 T

o

(63}
e
f—————

Entropy(S)

0.0 0.5

Uczenie maszynowe - wprowadzenie i drzewa decyzyjne
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Zysk informacji dla atrybutu symbolicznego

Zysk informacji Gain(S, a)
= redukcja entropii przy podziale zbioru wzgledem atrybutu a

S, — zbiér obiektéw w .S z wartoscig atrybutu a = v

|5

GCL?:%(S, CL) — Entropy(S) - ZUEValues(a)‘S‘

Entropy(S,)
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Zysk informacji dla atrybutu symbolicznego

Zysk informacji Gain(S, a)

= redukcja entropii przy podziale zbioru wzgledem atrybutu a

S, — zbiér obiektéw w .S z wartoscig atrybutu a = v

|5

GCL?JR(S, CL) — Entropy(S) — ZvEValues(a)‘S‘EntTOpy(Sv>

Which attributeisthe best classifier ?

S [9+,5-]
E =0.940
Humidity
High Normal
[3+4] [6+,1]

E =0.985 E =0.592

Gain (S Humidity )

= .940 - (7/14).985 - (7/14).592
=.151

S [9+,5-]
E=0.940
Wind
Weak Srong
[6+,2] [3+3]
E=0.811 E=1.00
Gain (S Wind)

= .940 - (8/14).811 - (6/14)1.0
=.048

Uczenie maszynowe - wprowadzenie i drzewa decyzyjne
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Wybor atrybutu

Drzewo decyzyjne w kazdym wezle wybiera atrybut a z najwiekszym zyskiem
informacji, tzn. z najwieksza wartoscig Gain(S, a)
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Wybor atrybutu: przyklad

Zbiér danych

Day | Outlook Temperature Humidity Wind | PlayTennis
D1 | Sunny Hot High Weak No
D2 | Sunny Hot High  Strong No
D3 | Overcast Hot High Weak Yes
D4 Rain Mild High Weak Yes
D5 | Rain Cool Normal — Weak Yes
D6 | Rain Cool Normal ~ Strong No
D7 | Overcast Cool Normal  Strong Yes
D8 | Sunny Mild High Weak No
D9 | Sunny Cool Normal ~ Weak Yes
D10| Rain Mild Normal ~ Weak Yes
D11| Sunny Mild Normal  Strong Yes
D12 | Overcast Mild High  Strong Yes
D13 | Overcast Hot Normal ~ Weak Yes
D14 | Rain Mild High  Strong No
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Wybor atrybutu: przyklad

{D1, D2, ..., D14}

[9+,5-]
Outlook
/Sunny Over‘cast Rajn\
{D1,D2,D8,D9,D11} {D3,D7,D12,D13} {D4,D5,D6,D10,D14}
[2+,3-] [4+,0-] [3+,2-]

4

? ?
/

Which attribute should be tested here?

Sunny ={D1,02,D8,09,D11}
Gain (Sgynny , Humidity) = .970 - (3/5) 0.0 - (2/5) 0.0 = .970
Gain (Sgynny . Temperature) = .970 - (2/5) 0.0 - (2/5) 1.0 - (1/5) 0.0 = .570
Gain (Sgunny, Wind) = .970 - (2/5) 1.0 - (3/5) .918 = .019

Uczenie maszynowe - wprowadzenie i drzewa decyzyjne
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Wybor atrybutu: przyklad

{D1, D2, ..., D14}

[9+,5-]
Outlook
/Sunny Over‘cast Rajn\
{D1,D2,D8,D9,D11} {D3,D7,D12,D13} {D4,D5,D6,D10,D14}
[2+,3-] [4+,0-] [3+,2-]

4

? ?
/

Which attribute should be tested here?

Sunny ={D1,02,D8,09,D11}
Gain (Sgynny , Humidity) = .970 - (3/5) 0.0 - (2/5) 0.0 = .970
Gain (Sgynny . Temperature) = .970 - (2/5) 0.0 - (2/5) 1.0 - (1/5) 0.0 = .570
Gain (Sgunny, Wind) = .970 - (2/5) 1.0 - (3/5) .918 = .019

Najlepszym atrybutem jest Humaidity
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Zysk informacji dla atrybutu numerycznego

Zysk informacji Gain(S, a, ¢)
= redukcja entropii wzgledem ciecia binarnego ¢ na atrybucie a

¢ — wartos¢ ciecia
Sa<c — zbidr obiektéw z wartosciami atrybutu a ponizej ciecia
Sqa>c — zbidr obiektow z wartosciami atrybutu a powyzej ciecia

Gain(S, a,c) = Entropy(S —‘S““'Entmpy So<c —‘S“ZC‘Ent'ropy Sy
S| S| =
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Wybor ciecia

Drzewo decyzyjne wybiera atrybut rozpatrujac najlepsze ciecia dla atrybutéw
numerycznych
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Wybor ciecia

Drzewo decyzyjne wybiera atrybut rozpatrujac najlepsze ciecia dla atrybutéw

numerycznych

Przyktad

Dany jest atrybut numeryczny T'emperature z nastepujacymi wartosciami w
zbiorze treningowym:

Najlepsze ciecie??

Temperature
PlayTennus

4 8
No No

16 22 26 32
Yes Yes Yes No

Uczenie maszynowe - wprowadzenie i drzewa decyzyjne
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Wybor ciecia

Drzewo decyzyjne wybiera atrybut rozpatrujac najlepsze ciecia dla atrybutéw
numerycznych

Przyktad
Dany jest atrybut numeryczny T'emperature z nastepujacymi wartosciami w
zbiorze treningowym:

Temperature| 4 8 | 16 22 26 32
PlayTennis | No No| Yes Yes Yes No

Najlepsze ciecie??
Gain(S,a,0) = 1.0 — (0/6)0.0 — (6/6)1.0 = 0.0

Gain(S,a,12) = 1.0 — (2/6)0.0 — (4/6)0.811 = 0.439
Gain(S, a,29) = 1.0 — (5/6)0.971 — (1/6)0.0 = 0.191

Najlepsze ciecie: ¢ = 12
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Wielokrotny wybor atrybutu

Ten sam atrybut numeryczny moze by¢ wybrany kilkakrotnie na jednej Sciezce

od korzenia do liscia:

Przyktad: najpierw ciecie ¢y = 12, potem ¢y = 29

Temperature | 4 8 | 16 22 26 | 32
PlayTennis | No No| Yes Yes Yes| No

Ale kazdy atrybut symboliczny moze byc wybrany conajwyzej raz |
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Wybor atrybutu: normalizacja

Problem
Miara Gain tfaworyzuje atrybuty z wieloma warto$ciami,
w szczegdlnosci atrybut z wartosciami jednoznacznymi, np. PESEL,
ma maksymalng wartos¢ Gain, ale jego uzytecznosé
dla nowych przyktadéw jest zadna
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Wybor atrybutu: normalizacja

Problem
Miara Gain tfaworyzuje atrybuty z wieloma warto$ciami,

w szczegdlnosci atrybut z wartosciami jednoznacznymi, np. PESEL,
ma maksymalng wartos¢ Gain, ale jego uzytecznosé
dla nowych przyktadéw jest zadna

Rozwigzanie: mozna zastosowac normalizacje miary Gain
| S — 5 18] 1S
SplitIn formation(S,a) = veValues(a) 5] log, 5]
| uzy¢ miary GainRatio zamiast Gain:
Gain(S,a)
SplitInformation(S, a)

GainRatio(S,a) =
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Drzewa decyzyjne: klasyfikacja obiektu

Outlook
unny Overcast Rain
Humidity Yes wind
High Normal Srong Weak
No Yes No Yes

Day | Outlook Temperature Humidity Wind | PlayTennis
Today | Sunny Hot Normal  Weak 7?7

Odpowiedz??
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Drzewa decyzyjne: klasyfikacja obiektu

Outlook
unny Overcast Rain
Humidity Yes wind
High Normal Srong Weak
No Yes No Yes

Day | Outlook Temperature Humidity Wind | PlayTennis
Today | Sunny Hot Normal  Weak 7?7

Odpowiedz??

Outlook = Sunny — Humidity = Normal — PlayTennis = Yes
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Drzewa decyzyjne: wartosci brakujace

Problem:
Co robi¢, kiedy informacja o klasyfikowanym obiekcie jest niepetna, np.:

Day | Outlook Temperature Humidity Wind | PlayTennis
Today ? Hot High  Weak 77
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Drzewa decyzyjne: wartosci brakujace

Problem:
Co robi¢, kiedy informacja o klasyfikowanym obiekcie jest niepetna, np.:

Day | Outlook Temperature Humidity Wind | PlayTennis
Today ? Hot High  Weak 77

Pomyst: zejscie wszystkimi Sciezkami przy atrybutach z nieustalong wartoscia

Outlook
Sunny — Rain
/ ~—
Humidity Overcast Wind

High Normal Strong Weak
Yes
4+
No Yes No Yes
3+

5-

Odpowiedz: 77
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Drzewa decyzyjne: wartosci brakujace

Problem:
Co robi¢, kiedy informacja o klasyfikowanym obiekcie jest niepetna, np.:

Day | Outlook Temperature Humidity Wind | PlayTennis
Today ? Hot High  Weak 77

Pomyst: zejscie wszystkimi Sciezkami przy atrybutach z nieustalong wartoscia

Outlook
Sunny — Rain
/ ~—
Humidity Overcast Wind

High Normal Ves Strong Weak
4+
No Yes No Yes
5- 3
Odpowiedz: 77

Maksym. z sumy rozktadéw decyzji obiektéw uczacych w uzyskanych lisciach:
b X NoA (44 3) x Yes — PlayTennis = Yes
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Drzewo decyzyjne: przycinanie

Problem:
Bardzo rzadkie wyjatki lub bledy
w przyktadach uczacych ;

. [1000+,4-]
moga spowodowac niepotrzebne
rozwiniecie gatezi drzewa /\

[0+1]  [1000+,3]
Pomyst: /\
: . . _ [0+,1-]  [1000+,2]

Dodanie fazy walidacji drzewa decyzyjnego
do procesu uczenia. /\
Wezty rozdzielajace, ktére nie potwierdza O+1]  [1000+1]
swojej przydatnosci w fazie walidacji,
s3 zamieniane na liscie. /\

[0+,1-] [1000+,0-]
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Drzewo decyzyjne: algorytm z przycinaniem

function DTL-PRUNED(examples, attributes, default) returns a decision tree

building, validating < split ezamples into building and validating sets
tree <— DT L(building, attributes, default)

tree < PRUNE-TREE(validating, tree)

return free

function PRUNE-TREE(validationset, tree) returns a pruned decision tree
leafparents < inner nodes in tree such that all their successors are leaf nodes
while leafparents#{ }
cand < a node from leafparents
deand < the most frequent decision among the building objects assigned to cand
if assigning d..,q to the objects going through the node cand
does not worsen classification accuracy in validationset then
replace the subtree rooted at cand by the leaf node with the decision d.44
if all brother nodes of cand are leafs then
add the parent of cand to leafparents
return the modified tree
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