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2.2 Przybliżanie rozkładów . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 9
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1 Biologia systemów i biostatystyka
Rozwój nowoczesnych technologii dostarczył narzędzi do badania procesów molekularnych
zachodzących w organizmach żywych, które mogą być prowadzone na niespotykaną dotych-
czas skalę. Techniki sekwencjonowania nowej generacji umożliwiły rozpoczęcie projektu
1000 genomów (http://www.1000genomes.org/), którego celem jest poznanie różnorodności
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genetycznej populacji ludzkiej. Wiedza ta pozwoli dużo precyzyjniej niż dotychczas identy-
fikować regiony genomowe, których aberracje leżą u podłoża wielu chorób. Technologie mi-
kromacierzowe stały się już standardem w badaniach nad dynamiką ekspresji genów zarówno
w procesach fizjologicznych jak też w sytuacjach zaburzeń szlaków sygnalizacji komórkowej.
Badania białek na skalę całego proteomu stały się możliwe dzięki spektrometrii masowej.

Wszystkie wspomniane techniki badawcze dostarczają danych o zachowaniu tysięcy bada-
nych obiektów (sekwencji genetycznych, transkryptów, białek). Biologia systemów stara się
zidentyfikować interakcje między tymi obiektami, które są z kolei odpowiedzialne za złożone
procesy molekularne. Jest to nowa dziedzina wiedzy, która opiera się na interdyscyplinarnej
współpracy biologów, matematyków i informatyków. Jest oczywiste, że zajmujące terabaj-
towe dyski dane eksperymentalne mogą być analizowane jedynie przy pomocy odpowiednich
algorytmów. Zadanie to stanowi wyzwanie dla informatyków, gdyż zarówno skomplikowana
kombinatorycznie struktura danych, jak też ich rozmiar, powoduje konieczność zastosowania
bardzo wyrafinowanych technik algorytmicznych.

Z drugiej strony analiza masowych danych wymusza podejście "bottom-up", polegające
na eksploracyjnej analizie i testowaniu tysięcy hipotez statystycznych. Sprowadza się ono do
czasami krytykowanego zjawiska generowania hipotez, kiedy przystępując do analizy danych
nie dysponujemy żadną hipotezą na temat badanego procesu, natomiast w trakcie analizy te-
stujemy tysiące hipotez starając się odrzucić te fałszywie pozytywne. Wszystko wskazuje
na to, że taka strategia jest jedyną możliwą i z tego powodu należy rygorystycznie stosować
nowoczesne metody statystyczne, które kontrolują błędy polegające na generowaniu fałszy-
wych hipotez. Formalny model matematyczny badanego zjawiska jest nie do przecenienia w
analizie danych molekularnych. Najczęściej używa on języka statystyki, który pozwala esty-
mować parametry modelu na podstawie wyników eksperymentów. Model często pozwala na
dużą oszczędność czasu i funduszy, ponieważ możemy testować zachowania systemu in silico,
a następnie wykonywać mokre eksperymenty tylko dla najbardziej obiecujących scenariuszy.

Podsumowując biologia systemów wykorzystuje komputerowe modelowanie systemów
biologicznych łącząc metody biologii molekularnej, matematyk i informatyki; natomiast jed-
nym z jej podstawowych narzędzi jest statystyka (określana też jako bioinformatyka staty-
styczna). Najważniejsze zastosowania bioinformatyki statystycznej dotyczą medycyny mole-
kularnej: pozwala ona na identyfikację nowych genów i badanie ich zachowania w różnych
warunkach; statystyczna analiza profili ekspresji ułatwia diagnostykę wielu chorób oraz po-
maga opisać reakcję organizmu na podanie określonego leku.
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2 Zmienne losowe
Nie będziemy tutaj powtarzać podstawowych definicji i własności zmiennej losowej; (zakła-
damy, że potrzebujący odwoła się np do ważniaka (wykład Rachunek prawdopodobieństwa
i statystyka: http://wazniak.mimuw.edu.pl/). Naszym celem jest omówienie pod-
stawowych rozkładów prawdopodobieństwa, które mają zastosowania w analizie danych bio-
informatycznych.

2.1 Rozkłady dyskretne
Zmienna losowa X jest dyskretna jeśli przyjmuje skończoną lub przeliczalną liczbę wartości
X ∈ {x1, x2, . . .}. Funkcja gęstości prawdopodobieństwa (ang. probability density function
– pdf) dla zmiennej X jest zdefiniowana następująco:

f(xk) = P (X = xk) k = 1, 2, . . .

Dystrybuantą (ang. cumulative distribution function – cdf) zmiennej X jest funkcja

F (x) = P (X ≤ x) x ∈ R

wykorzystując funkcję gęstości f można policzyć dystrybuantę jako:

F (x0) =
∑
x≤x0

f(x).

Rozkład dwumianowy Niech X oznacza liczbę sukcesów w n próbach Bernoulliego z praw-
dopodobieństwem sukcesu p, czyli X jest sumą n niezależnych zmiennych losowych o iden-
tycznym rozkładzie (ang. independent, identically distributed – i.i.d). X ma następujący
rozkład dwumianowy:

P (X = k) =

(
n

k

)
pk(1− p)n−k k = 0, 1, 2, . . . , n

Wykorzystując rozkład dwumianowy do modelowania interesującej nas własności mu-
simy pamiętać o następujących czterech wymaganiach:

• każda pojedyncza próba ma dwa możliwe wyniki (próba Bernoulliego);

• próby są od siebie niezależne;

• prawdopodobieństwo sukcesu jest stałe i identyczne dla wszystkich prób;
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• liczba prób jest ustalona.

Przykład 1 Rozkład dwumianowy używany jest często do modelowania własności sekwencji
DNA lub białka. Zakłada się wtedy, że znalezienie określonego aminokwasu (nukleotydu) na
danej pozycji w sekwencji jest zdarzeniem niezależnym od pojawienia się innego aminokwasu
na pozycji sąsiedniej. Trzeba pamiętać, że jest to duże uproszczenie, gdyż mutacje zachodzące
na sąsiednich miejscach w genomie nie są od siebie niezależne.

Przykład 2 Analiza wzbogacenia adnotacji (ang. enrichment anaylysis) pozwala na przypi-
sanie biologicznego znaczenia badanej grupie genów lub regionów genomowych. Narzędzie
GREAT (http://great.stanford.edu) umożliwia badanie nie kodujących regionów genomowych,
o których podejrzewamy, że pełnią rolę regulacyjną, poprzez analizę adnotacji otaczających
je genów. Są to tzw. regiony cis-regulatorowe.

Oznaczmy przez:

• G - rozmiar genomu (liczba nukleotydów).

• gπ część genomu należąca do domeny regulatorowej genu posiadającego adnotację π.

• prawdopodobieństwo, że losowy region genomu reguluje gen o adnotacji π wynosi:
pπ = gπ

G
.

• n liczbę testowanych regionów genomowych.

• kπ liczbę sukcesów, czyli liczbę testowanych regionów genomowych powiązanych z re-
gulacją genu o adnotacji π

Prawdopodobieństwo znalezienia kπ lub więcej regionów regulatorowych związanych z
genem o adnotacji π wynosi zgodnie z rozkładem dwumianowych:

n∑
i=kπ

(
n

i

)
piπ(1− pπ)n−i

Ważną obserwacją jest, że nie istnieje jeden rozkład dwumianowy, ale raczej rodzina ta-
kich rozkładów innych dla różnych parametrów n i p. Na rysunku 1 przedstawiono dwa
przykładowe rozkłady dla n = 10 i p = 1

2
, i dla n = 20 oraz p = 1

4
. Widzimy, że pierwszy z

nich jest symetryczny, a drugi już nie. W drugim rozkładzie nie zerowe prawdopodobieństwa
przypisane są liczbom od 0 do 20, jednak już prawdopodobieństwo osiągnięcia dwunastu suk-
cesów w 20 próbach z prawdopodobieństwem sukcesu 1

4
jest tak małe, że aż niewidoczne na

rysunku.
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Rysunek 1: Dwa rozkłady dwumianowe, po lewej n = 10 i p = 1
2
, po prawej n = 20 oraz

p = 1
4
.

Rozkład geometryczny i podobne
Rozkład geometryczny pojawia się w sytuacjach podobnych do tych gdzie wykorzystu-

jemy w modelowaniu rozkład dwumianowy. Załóżmy, że wykonujemy ciąg prób Bernoul-
liego z prawdopodobieństwem sukcesu p. Zmienna losowa X , która nas interesuje to liczba
prób, które wykonamy do zaobserwowania pierwszej porażki.

P (X = k) = pk(1− p) k = 0, 1, 2, . . .

Dla zmiennej geometrycznej (w przeciwieństwie do zmiennej o rozkładzie dwumianowym)
łatwo jest policzyć dystrybuantę:

FX(k) = P (X ≤ k) = 1− pk+1 k = 0, 1, 2, . . .

Przykład 3 Czasami określamy zmienną losową X jako serię sukcesów. W zadaniu porów-
nywania sekwencji molekularnych interesuje nas rozkład zmiennej losowej, która zlicza liczbę
kolejnych sukcesów występujących po porażce (niedopasowaniu dwóch sekwencji). Taka
zmienna ma również rozkład geometryczny. W przykładowym uliniowieniu dwóch sekwen-
cji nukleotydowych poniżej najdłuższa seria sukcesów ma długość 3. Rozkład geometryczny
może być wykorzystany do oszacowania statystycznej istotności tego uliniowienia.

* - * - - * - - * * * - * * - - - - - - - * * *
g g a g a c t g t a g a c a c t a a t g c t t t
g a a c g c c c t a g c c a g a g c c c t t t t
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Rysunek 2: Rozkład geometryczny: p = 0, 7.

Zastanówmy się teraz nad zachowaniem zmiennej losowej X przyjmującej wartości k =
0, 1, 2, . . . dla k →∞. Mamy wtedy

1− FX(k − 1) = P (X ≥ k) ∼ Cpk

dla pewnej stałej C, 0 < C < 1. Mówimy wtedy że zmienna losowa ma rozkład podobny
do geometrycznego (ang. geometric-like). Symbol ∼ oznacza równość asymptotyczną. Roz-
kłady tego typu są intensywnie wykorzystywane w analizie algorytmu BLAST.

Załóżmy teraz, że wykonujemy ciąg prób Bernoulliego, ale w przeciwieństwie do sytu-
acji jaka zachodzi przy rozkładzie dwumianowym liczba prób nie jest z góry ustalona. Za-
miast tego ustalona jest liczba sukcesów (powiedzmy m) i zastanawiamy się jaki rozkład ma
zmienna losowaN zliczająca liczbę prób do osiągnięciam sukcesów. Rozkład ten nazywamy
ujemnym dwumianowym:

P (N = n) =

(
n− 1

m− 1

)
pm(1− p)n−m n = m,m+ 1,m+ 2 . . .

Żeby wyprowadzić powyższy wzór zauważmy, że w pierwszych n − 1 próbach musimy na-
liczyć m − 1 sukcesów, natomiast ostatni m-ty sukces wystąpi w n-tej próbie. Czasami w
analizie sekwencji interesuje nas zmienna losowa Y , która zlicza liczbę prób poprzedzają-
cych k + 1-szą porażkę, gdzie k jest z góry ustalone. Rozkład tej zmiennej jest następujący:

P (Y = y) =

(
y

k

)
py−k(1− p)k+1, y = k, k + 1, k + 2, . . .
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Rysunek 3: Rozkład ujemny dwumianowy dla p = 0, 75 i m = 10.

Rozkład Poissona
Zmienna losowa Y ma rozkład Poissona z parametrem λ > 0 jeżeli:

P (Y = y) =
e−λλy

y!
, y = 0, 1, 2, . . .

Rysunek 4 przedstawia rozkład Piossona dla λ = 5.
Uzasadnienie, że rozkład Poissona jest poprawnie zdefiniowany opiera się na równości:

∞∑
n=0

λn

n!
= eλ

Rozkład Poissona pojawia się jako przypadek graniczny rozkładu dwumianowego kiedy liczba
prób n jest duża natomiast prawdopodobieństwo sukcesu pmałe, tak że λ = np. Wtedy praw-
dopodobieństwo uzyskania y sukcesów jest równe w przybliżeniu prawdopodobieństwu, że
zmienna o rozkładzie Poissona przyjmuje wartość y, który jest łatwiejszy w obsłudze bo ma
tylko jeden parameter.

Przykład 4 Rozkład Poissona używany jest w modelowaniu różnych zjawisk, wszędzie tam
gdzie chcemy wyrazić losowość w czasie lub przestrzeni, np.:

• liczba kolonii bakterii na szalce Petriego.

• liczba drzew na określonym terenie.

• liczba potomków danego organizmu.
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Rysunek 4: Rozkład Poissona dla λ = 5.

• liczba mutacji w danym genie w odcinku czasu.

Rozkład hipergeometryczny Rozkład hipergeometryczny jest związany z tzw. schematem
urnowym. Rozważmy urnę zawierającą N kulek, z których M jest białych a N −M czerwo-
nych. Jeśli wylosujemy n kul bez zwracania to prawdopodobieństwo znalezienia wśród nich
x kul białych wyraża się rozkładem hipergeometrycznym:

P (X = x) =

(
M
x

)(
N−M
n−x

)(
N
n

) , x = 0, 1, 2 . . .

Przykład 5 Rozkład hipergeometryczny jest używany przez wiele narzędzi oceniających wzbo-
gacenie adnotacji, np przez wspomniane już narzędzie GREAT. Oznaczmy przez:

• N liczbę wszystkich genów w badanym genomie.

• n jest liczbą genów w testowanym zbiorze genów.

• Kπ jest liczbą genów w genomie, posiadających adnotację π.

• kπ jest liczbą genów w testowanym zbiorze, posiadających adnotację π.

8



Zastanawiamy się teraz jakie jest prawdopodobieństwo wylosowanie kπ lub więcej genów
posiadających adnotację π przy losowaniu n genów spośród wszystkich w genomie. Korzy-
stając z rozkładu hipergeometrycznego to prawdopodobieństwo wynosi:

min(n,Kπ)∑
i=kπ

(
Kπ
i

)(
N−Kπ
n−i

)(
N
n

)
Przykład 6 Załóżmy, że N myszy laboratoryjnych zostało napromieniowanych (w tym M
osobników męskich, a N −M żeńskich), chcemy zbadać czy określona mutacja jest bardziej
prawdopodobna u osobników męskich. Zaobserwowano n zmutowanych osobników. Zmienna
losowa określająca liczbę mutantów męskich pod warunkiem, że wszystkich zmutowanych
myszy jest n ma rozkład hipergeometryczny, o ile nie występuje żadna zależność pomiędzy
płcią a skłonnością do mutacji.

Wartości oczekiwane i wariancje dla omówionych rozkłądów dyskretnych są przedsta-
wione w tabeli poniżej. Nie omawiamy tutaj definicji oraz podstawowych własności wartości
oczekiwanej i wariancji, ale oczywiście zakładamy w dalszych rozważaniach ich znajomość.

2.2 Przybliżanie rozkładów
Omówione rozkłady często pojawiają się w zagadnieniach badanych w bioinformatyce. Jed-
nak równie często rozkład, z którym się spotykamy jedynie przypomina jakiś znany. Bardzo
często rozkładu tego nie umiemy policzyć bo jest zbyt skomplikowany. Wtedy przybliżamy
taki rozkład za pomocą innego znanego. W takiej sytuacji kluczowe staje się oszacowanie
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błędu tego przybliżenia. Istnieje kilka metod, jednak najczęściej wykorzystywaną w bioin-
formatyce jest policzenie odległości całkowitego wahania (ang. total variation distance)
pomiędzy prawdziwym rozkładem P1 a przybliżonym rozkładem P2. Odległość ta oznaczana
jako dTV (P1(X), P2(X)) jest zdefiniowana jako:

dTV (P1(X), P2(X)) = max
A⊆X
|P1(A)− P2(A)| = 1

2

∑
x∈X

|P1(x)− P2(x)|

2.3 Rozkłady ciągłe
Rozkład normalny

Cięgła zmienna losowa X ma rozkład normalny jeśli przyjmuje wartości z przedziału
(−∞,∞) oraz jej funkcja gęstości jest następująca:

fX(x) =
1√
2πσ

e−
(x−µ)2

2σ2

Można pokazać, że parametry µ i σ odpowiadają odpowiednio wartości oczekiwanej i wa-
riancji zmiennej X . Na oznaczenie zmiennej losowej o takim rozkładzie używamy notacji
N(µ, σ2). Rysunek 5 przedstawia rozkład N(0, 1) zwany standardowym rozkładem normal-
nym, gdyż jest unormowaną wersją ogólnego rozkładuN(µ, σ2) zmiennejX , czyli rozkładem
zmiennej Z = (X − µ)/σ. Zaobserwowana wartość z zmiennej losowej Z nosi w bioinfor-
matyce miano z-score:

z − score =
x− µ
σ

Wartości prawdopodobieństwa dla zmiennej losowej N(0, 1) (całki z gęstości) łatwo zna-
leźć w tablicach statystycznych i użyć ich do policzenia prawdopodobieństwa dla dowolnych
rozkładów normalnych.

Jednym w wielu zastosowań rozkładu normalnego jest przybliżenie nim rozkładu dys-
kretnej zmiennej losowej. Rozkładem normalnym można przybliżać rozkład dwumianowy,
jeżeli liczba prób n jest bardzo duża. Wtedy zgodnie z Centralnym Twierdzeniem Granicz-
nym N(np, np(1 − p)) jest dobrym przybliżeniem rozkładu Bin(n, p) (rysunek 6 ilustruje to
przybliżenie dla p = 1

4
i n = 20). Oczywiście rozkład dwumianowy jest symetryczny je-

dynie dla p = 1
2

i dlatego przybliżenie rozkładem normalnym dla małych p wymaga dużo
większej liczby prób n. W ogólności dla zmiennej dwumianowej Y ∼ Bin(n, p) i zmien-
nej X = N(µ = np, σ2 = np(1 − p)) oraz całkowitych a i b a < b zachodzi następująca
zależność:

P (a ≤ Y ≤ b) ≈ P (a− 1

2
≤ X ≤ b+

1

2
)
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Rysunek 5: Standardowy rozkład normalny N(0, 1).

Rysunek 6: Rozkład normalny N(5, 123
4
) przybliża rozkład Bin(20, 1

4
).
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Podobnie rozkład normalny N(λ, λ) przybliża rozkład Poissona dla odpowiednio dużego
parametru λ.
Rozkład wykładniczy Zmienna losowa X o rozkładzie wykładniczym przyjmuje wartości z
przedziału [0,+∞) i ma gęstość:

fX(x) = λe−λx, x ≥ 0.

Całkując gęstość otrzymujemy dystrybuantę zmiennej X:

FX(x) = 1− e−λx, x ≥ 0.

Gęstość zmiennej wykładniczej ilustruje wykres na rysunku 7. Wartość oczekiwana i warian-
cja rozkładu wykładniczego wynoszą odpowiednio 1

λ
oraz 1

λ2
.

Zauważmy, że rozkład wykładniczy jest ciągłym odpowiednikiem rozkładu geometrycz-
nego, czyli może być używany do przybliżania tego ostatniego. Kolejne powiązanie pomiędzy
tymi rozkładami jest następujące. Niech X będzie zmienną losową o rozkładzie wykładni-
czym, a Y = bXc (czyli częścią całkowitą X). Zachodzi:

P (Y = y) = P (y < X < y + 1) = (1− e−λ)e−λy, y = 0, 1, 2, . . .

Jeżeli przyjmiemy że p = e−λ to rozpoznamy w powyższym wzorze rozkład geometryczny o
wartości oczekiwanej i wariancji równych:

µ =
1

eλ − 1
σ2 =

eλ

(eλ − 1)2
.

Brak pamięci
Rozważmy zmienną losową Y o rozkładzie geometrycznym i dwie dodatnie liczby całko-

wite y1 oraz y2. Przyjmijmy, że zmienna Y ma wartość większą od y1. Jakie jest prawdopo-
dobieństwo, że przyjmie ona wartość większą od y1 + y2. Prawdopodobieństwo warunkowe
tego zdarzenia wynosi:

P (Y ≥ y1 + y2|Y ≥ y1) =
P (Y ≥ y1 + y2)

P (Y ≥ y1)
=
py1+y2

py1
= py2 = P (Y ≥ y2).

Zgodnie z intuiucją powyższa własność zwana jest brakiem pamięci zmiennej losowej o roz-
kładzie geometrycznym. Własność ta charakteryzuje również rozkład wykładniczy. Niech
zmienna losowa X ma rozkład wykładniczy, wtedy dla x2 ≥ 0 mamy:

P (X ≥ x2) = e−λx2 .
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Rysunek 7: Gęstość wykładniczej zmiennej losowej.

Podobnie dla x1 ≥ 0 zachodzi:

P (X ≥ x1 + x2|X ≥ x1) =
e−λ(x1+x2)

e−λx1
= e−λx2 .

Przykład 7 Białka i molekuły RNA w komórce są regulowane na wiele sposobów. Jednym
z nich jest degradacja, albo aktywna z wykorzystaniem odpowiednich enzymów albo nastę-
pująca samoistnie z powodu starzenia się molekuł. Starzejące się molekuły wraz z upływem
czasu mają większe prawdopodobieństwo utraty funkcjonalności. Natomiast molekuły, które
nie podlegają procesowi starzenia charakteryzują się prawdopodobieństwem degradacji nie-
zależnym od swojego wieku. To oznacza, że charakteryzują się własnością braku pamięci i
zmienna losowa opisująca czas życia takiej molekuły ma rozkład wykładniczy.

Ostatnia własność dotyczy prawdopodobieństwa, że wykładnicza zmienna losowa przyj-
mie wartość z przedziału (x, x + h) dla małego h, pod warunkiem, że jej wartość przekracza
x, czyli: ∫ x+h

x
λe−λudu

e−λx
= 1− e−λh = λh+ o(h).

Powracając do naszych molekuł, pokazaliśmy, że prawdopodobieństwo degradacji molekuły
(która przetrwała już czas x) w przedziale czasu (x, x + h) jest proporcjonalne do długości
tego przedziału.
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Rozkład Gamma
Rozkład wykładniczy jest przypadkiem szczególnym rozkładu gamma o gęstości:

fX(x) =
λkxk−1e−λx

Γ(k)
, x > 0.

gdzie λ i k są dowolnymi dodatnimi parametrami (k nazywamy parametrem kształu, a λ
parametrem skali) a Γ(k) jest funkcją gamma. Funkcja gamma, którą można traktować jako
uogólnienie silni dla liczb rzeczywistych dodatnich jest zdefiniowana następująco:

Γ(u) =

∫ ∞
0

e−ttu−1dt.

Dodatkowo, co uzasadnia powyższe uogólnienie, dla wszystkich liczb rzeczywistych dodat-
nich zachodzi:

Γ(u+ 1) = uΓ(u) oraz Γ(1) = 1.

Wiemy też, że:
Γ(n) = (n− 1)! dla n ∈ N

Γ

(
1

2

)
=
√

(π) oraz
(
dΓ(u)

du

)
u=1

= −γ,

gdie γ jest stałą Eulera, czyli

γ = lim
n→∞

(
n∑
k=1

1

k
− log n

)
≈ 0.5772156649 . . . .

Gęstość rozkładu gamma zależy od parametru k, co ilustruje rysunek 8. Wartość oczekiwana
i wariancja w rozkładzie gamma wynoszą odpowiednio:

µ =
k

λ
, σ2 =

k

λ2

Przykład 8 Rozkład gamma jest często używany w modelach filogenetycznych, na przykład
do modelowania rozkładu szybkości ewolucji różnych pozycji w sekwencji białkowej. Dla
parametru k < 1 mamy do czynienia z dużą zmiennością, natomiast dla dużych k sekwencja
ewoluuje bardziej homogenicznie.
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Rysunek 8: Funkcja gamma oraz gęstość zmiennej losowej o rozkładzie gamma dla λ = 1
oraz k = 1

2
, 1, 2, 3.

Zauważmy, że rozkład wykładniczy jest szczególnym przypadkiem rozkładu gamma gdzie
parametr k = 1. Innym ciekawym przypadkiem jest rozkład dla λ = 1

2
i k = 1

2
ν, dzie ν jest

liczbą naturalną. Wtedy gęstość:

fX(x) =
1

2ν/2Γ(1
2
ν)
x

1
2
ν−1e−

1
2
x, x > 0

definiuje rozkład chi kwadrat o ν stopniach swobody. Można pokazać, że jeśli Z jest stan-
dardowym rozkładem normalnym, to Z2 ma rozkład chi kwadrat o jednym stopniu swobody.
Dodatkowo rozkład wykładniczy dla parametru λ = 1

2
jest rozkładem chi kwadrat o dwóch

stopniach swobody. Suma kwadratów ν niezależnych standardowych rozkładów normalnych
ma rozkład chi kwadrat o ν stopniach swobody.

Przykład 9 Rozkład chi kwadrat jest często używany jako miara jakości dopasowania. Mo-
żemy na przykład postulować, że poziom ekspresji ustalonego genu (zmienna xi dla i =
1 . . . n) w badanej grupie pacjentów ma rozkład normalny o średniej µ i wariancji σ2. Wtedy
suma kwadratów unormowanych zmiennych (xi−µ)/σ ma rozkład chi kwadrat o n stopniach
swobody.

Rozkład Beta
Ciągła zmienna losowa X ma rozkład beta z dodatnimi parametrami α i β, jeżeli jej gę-
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stość jest zdefiniowana jako:

fX(x) =
Γ(α + β)

Γ(α)Γ(β)
xα−1(1− x)β−1, 0 < x < 1.

Wartość oczekiwana i wariancja dla rozkładu beta wynoszą odpowiednio:

µ =
α

α + β
, σ2 =

αβ

(α + β)2(α + β + 1)

Rozkład jednostajny można uzyskać z rozkładu beta dla α = β = 1.

Przykład 10 Bardzo ważnym szczegółem jest fakt, że gęstość rozkładu beta zdefiniowana jest
dla przedziału (0, 1). Oznacza to, że używamy tego rozkładu, żeby modelować dane mierzone
jako proporcje. Jako przykład możemy rozważyć zawartość danego aminokwasu w ustalonym
motywie białkowym (może to być np. domena zwana jako suwak leucynowy).

Rozkład T jest używany w testowaniu hipotez dotyczących średnich wartości ekspresji genu.
Przy założeniu, że obserwowane dane liczności n pochodzą z rozkładu normalnego o średniej
µ, oznaczmy przez x̄ oraz s2 odpowiednio średnią i wariancję z próby, czyli

x̄ =
x1 + x2 + . . .+ xn

n
s2 =

1

n− 1

n∑
i=1

(xi − x̄)2

Wtedy wartości statystyki T (czyli też zmienna losowa):

t =
x̄− µ
s/
√
n

mają rozkład T Studenta o n− 1 stopniach swobody.
Tajemniczym studentem byl William Sealy Gosset, pracujący na początku XX wieku w

browarze Guinessa w Dublinie. Opublikował pracę o tym rozkładzie pod pseudonimem,
prawdopodobnie w celu zmylenia konkurencji (Guiness nie chcial zdradzać tajników wy-
rafinowanych analiz jakie przeprowadzano w fabryce).

Gęstość rozkładu T Studenta wyraża się dość zawiło (ν jest liczbą stopni swobody, a Γ()
funkcją gamma):

f(t) =
Γ(ν+1

2
)

√
νπΓ(ν

2
)

(
1 +

t2

ν

)− ν+1
2

Rozkład F jest z kolei bardzo ważny w testowaniu równości dwóch wariancji. Załóżmy, że
badamy dwa zbiory obserwacji pochodzących z niezależnych rozkładów normalnych. Oznaczmy
wariancje z próby w obydwu zbiorach obserwacji o licznościach n1 i n2 odpowiednio przez
s1 i s2. Wtedy przy założeniu, że wariancje rozkładów normalnych, z których pochodzą ob-
serwacje są równe ilorazy s1/s2 mają rozkład F o n1 − 1 oraz n2 − 1 stopniach swobody.
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Rysunek 9: Wzajemne powiązania pomiędzy rozkładami jednej zmiennej.Rysunek z
pracy [6].
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3 Wielowymiarowe zmienne losowe

3.1 Zmienne dyskretne niezależne
Rozważmy n dyskretnych zmiennych losowych Y1, Y2, . . . , Yn, czyli wektor losowy YYY =
(Y1, Y2, . . . Yn). Mówimy, że ma on łączny rozkład prawdopodobieństwa zdefiniowany nastę-
pująco:

PYYY (yyy) = P (Y1 = y1, Y2 = y2, . . . , Yn = yn)

Oznaczmy: PYi(y) = P (Yi = y). Zmienne losowe Y1, Y2, . . . , Yn nazwiemy niezależnymi
jeśli:

PYYY (yyy) =
n∏
i=1

PYi(yi)

dla wszystkich możliwych kombinacji wartości y1, y2. . . . , yn. Intuicyjnie pojęcie niezależ-
ności dla kilku zmiennych losowych oznacza, że wiedza na temat wartości jakie przyjmuje
dowolny podzbiór tych zmiennych nie ma wpływu na prawdopodobieństwo zaobserwowania
danej wartości dla żadnej z pozostałych zmiennych.

Często zdarza się, że badane zmienne losowe są niezależne i mają identyczny rozkład.

Przykład 11 Rozważmy n niezależnych zmiennych o rozkładach Poissona:

Yi ∼ Poiss(λi)

wtedy wielowymiarowa zmienna losowa ma rozkład łączny:

PYYY (yyy) =
e−

∑
λi
∏
λyii∏

(yi!)

Jeżeli dodatkowo rozkłady są jednakowe, czyli λi = λ∀i to zachodzi:

PYYY (yyy) =
e−nλλ

∑
yi∏

(yi!)

3.2 Zmienne dyskretne zależne
Rozważmy k zmiennych losowych Y1, Y2, . . . , Yk, które nie są niezależne, czyli ich rozkład
łaczny nie jest iloczynem rozkładów pojedynczych zmiennych.

Ważnym przykładem takiego rozkładu jest rozkład wielomianowy, będący naturalnym
uogólnieniem rozkładu dwumianowego na przypadek prób gdzie obserwujemy więcej niż dwa
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możliwe wyniki. Załóżmy, że wykonujemy n takich prób niezależnie od siebie, oraz w każdej
próbie możemy uzyskać jeden z k rezultatów z prawdopodobieństwem pi dla i = 1, 2, . . . k.
Niech zmienna losowa Yi będzie liczbą uzyskanych wyników i w n próbach (np. Y6 może
być równe liczbie szóstek w n = 100 rzutach kostką do gry). Prawdopodobieństwo łączne
wynosi:

PYYY (yyy) = P (Y1 = y1, Y2 = y2, . . . , Yk = yk) =
n!∏
i(yi!)

∏
i

pyii ,

natomiast każda ze zmiennych Yi (osobno) ma oczywiście rozkład dwumianowy o wartości
oczekiwanej npi i wariancji npi(1− pi).

Przykład 12 Rozkład wielomianowy jest używany w bioinformatyce do modelowania roz-
kładu łącznego liczby obserwowanych genotypów. Załóżmy, że interesuje nas określony locus
posiadający dwa allele A i a. Wylosujmy n diploidalnych osobników i oznaczmy liczbę tych
o genotypie AA przez nAA. Podobnie pozliczajmy inne genotypy jako nAa oraz naa. Jeżeli
zmienne losowe X , Y i Z opisują rozkład osobników o genotypie odpowiednio nAA, nAa oraz
naa, to ich rozkład łączny wyraża się następująco:

P (X = nAA, Y = nAa, Z = naa) =
n!

nAA!nAa!naa!
pnAAAA p

nAa
Aa p

naa
aa

gdzie np prawdopodobieństwo pnAA odpowiada szansie natrafienia na genotyp AA.

3.3 Wielowymiarowe zmienne ciągłe
Omówimy tylko dwa wielowymiarowe rozkłady ciągłe.
Wielowymiarowy rozkład normalny to ulubiony rozkład w wielowymiarowej statystyce.
Często dane jakie badamy są specjalnie przetwarzane, żeby przypominały rozkład normalny.
Ten proceder jest dość kontrowersyjny, gdyż pociągająca łatwość analiz przyćmiewa fakt, że
otrzymane rezultaty mogą być mylące i często ciężkie do przeniesienia na oryginalne dane.

Przypomnijmy definicję kowariancji dla dwóch ciągłych zmiennych losowych X1 i x2 o
wartościach oczekiwanych µ1 i µ2:

σX1,X2 =

∫ ∫
(x1 − µ1)(x2 − µ2)fX(x1, x2)dx1dx2

Rozważmy teraz k zmiennych losowych X1, X2, . . . Xk o rozkładzie normalnym i zbudujmy
macierz Σ zwaną macierzą wariancji-kowariancji. Na przekątnej tej macierzy znajdują się wa-
riancje poszczególnych zmiennych, a σij = σXi,Xj . Mówimy że zmienne losoweX1, X2, . . . Xk

o wektorze wartości oczekiwanych µµµ = (µ1, µ2, . . . , µk) i macierzy wariancji-kowariancji Σ
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mają k-wymiarowy rozkład normalny jeśli ich łączna gęstość wynosi (|Σ| jest wyznacznikiem
macierzy Σ):

fXXX(xxx) =
1

(2π)k/2|Σ|1/2
e−

1
2

(xxx−µµµ)TΣ−1(xxx−µµµ)

Rozkład Dirichleta jest wielowymiarowym odpowiednikiem rozkładu beta (który jak pa-
miętamy modeluje dane w postaci proporcji, należące do przedziału (0, 1)). Jako przykład
rozważmy zmienne losowe odpowiadające proporcjom poszczególnych aminokwasów w se-
kwencji białkowej. Wtedy ich rozkład łączny jest rozkładem Dirichleta. W ogólności k wy-
miarowy rozkład ma gęstość (xxx = (x1, x2, . . . , xk)):

f(xxx) =
Γ(
∑k

i=1 αi)∏k
i=1 Γ(αi)

k∏
i=1

xαi−1
i

Zakładamy też Xi > 0 ∀i oraz X1 + X2 + . . . Xk = 1, współczynniki α1, . . . , αi są parame-
trami rozkładu.

Przykład 13 Jako bardzo prosty przykład użycia rozkładu Dirichleta zastanówmy się jak mo-
delować proporcje puryn (zmienna losowa X1) i pirymidyn (zmienna X2 w sekwencji DNA.
Przyjmijmy (bez głębszego uzasadnienia) α1 = 1 oraz α2 = 2. Mamy:

f(x1, x2) =
Γ(3)

Γ(1)Γ(2)
x0

1x2 =
Γ(3)

Γ(1)Γ(2)
(1− x1)

Bez zaskoczenia rozpoznajemy w powyższej gęstości rozkład beta z parametrami (1, 2).

4 Rozkłady brzegowe
Załóżmy, że Y1 oraz Y2 są dyskretnymi zmiennymi losowymi. Ich rozkład łączny przypi-
suje prawdopodobieństwa parom (y1, y2). Dysponując rozkładem łącznym możemy policzyć
prawdopodobieństwo, że zmienna losowa Y1 przyjmie wartość y1 następująco:

P (Y1 = y1) =
∑
y2

P (Y1 = y1, Y2 = y2)

Rozkład ten nazywamy rozkładem brzegowym dla Y1. Podobnie możemy zdefiniować praw-
dopodobieństwo brzegowe dla dowolnego podzbioru dla n dyskretnych zmiennych losowych
Y1, Y2, . . . Yn. Przykładowo:

P (Y1 = y1, Y2 = y2, . . . Yi = yi) =
∑

yi+1,...yn

P (Y1 = y1, Y2 = y2, . . . Yn = yn)
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W przypadku rozkładów ciągłych sumowanie zastępowane jest w powyższych definicjach
całkowaniem po odpowiednich zbiorach.

Przykład 14 Rozważmy dwie zmienne losowe X1 i X2 o łącznej gęstości:

f(X1,X2)(x1, x2) =
1

2

przyjmujące wartości z obszaru płaszczyzny przedstawionego na rysunku 10, czyli ograniczo-
nego prostymi o równaniach: X2 = X1, X2 = −X1, X2 = −X1 + 2 oraz X2 = X1 − 2.
Obliczając gęstości brzegowe musimy uważać na zakresy całkowania:

fX1(x1) =

{∫ +x1
−x1

1
2
dx2 = x1, dla 0 ≤ X1 ≤ 1∫ 2−x1

x1−2
1
2
dx2 = 2− x1, dla 1 ≤ X1 ≤ 2

Podobnie liczymy gęstość brzegową dla X2:

fX2(x2) =

{
1 + x2, dla − 1 ≤ X2 ≤ 0

1− x2, dla 0 ≤ X2 ≤ 1

Pytanie: czy zmienne X1 i X2 mogą być niezależne ?.

Przykład 15 Bardzo łatwo konstruować rozkłady brzegowe dla dowolnego podzbioru wymia-
rów wielowymiarowego rozkładu normalnego. jako wektor wartości oczekiwanych wybieramy
odpowiedni fragment całego wektora µµµ, a jako macierz wariancji-kowariancji odpowiednią
podmacierz macierzy Σ

5 Rozkłady warunkowe
Powróćmy do naszych dyskretnych zmiennych losowych Y1 i Y2. Prawdopodobieństwo wa-
runkowe zdarzenia, że Y2 = y2 pod warunkiem, że Y1 = y1 wynosi:

P (Y2 = y2|Y1 = y1) =
P (Y1 = y1, Y2 = y2)

P (Y1 = y1)

zakładamy, że P (Y1 = y1) > 0. Oczywiście powyższy wzór uogólnia się na większą liczbę
zmiennych oraz na zmienne ciągłe. Warto zauważyć, że dla niezależnych zmiennych loso-
wych rozkład warunkowy dla dowolnego ich podzbioru warunkowany pozostałymi jest iden-
tyczny z rozkładem brzegowym dla tego podzbioru. Własność ta zachodzi zarówno w przy-
padku dyskretnym jak i ciągłym.

21



Rysunek 10: Obszar ograniczony prostymi o równaniach: X2 = X1, X2 = −X1, X2 =
−X1 + 2 oraz X2 = X1 − 2

Przykład 16 Rozważmy zmienne losowe Y1, Y2, . . . Yn oraz zmienną losową Sn = Y1 + Y2 +
. . . Yn. Interesuje nas rozkład warunkowy dla Y1, Y2, . . . Yn pod warunkiem Sn. Zauważmy, że
nawet jeśli zmienne Y1, Y2, . . . Yn są niezależne, to na pewno nie są niezależne ze zmienną Sn.
Mamy:

P (Y1 = y1, Y2 = y2, . . . Yn = yn|Sn = y1+y2+. . .+yn = s) =
P (Y1 = y1, Y2 = y2, . . . Yn = yn, Sn = s)

P (Sn = s)

=
P (Y1 = y1, Y2 = y2, . . . Yn = yn)

P (Sn = s)

Jako przykład zastosowania tego odkrycia załóżmy, że niezależne zmienne Y1, Y2, . . . Yn mają
rozkład Poissona z parametrami λ1, λ2, . . . λn. Wtedy ich suma ma też rozkład Poissona z
parametrem

∑
i λi, czyli prawdopodobieństwo warunkowe Y1, Y2, . . . Yn pod warunkiem sumy

wynosi:
e−

∑
λi
∏
λyii /

∏
(yi!)

e−
∑
λi(
∑
λi)

∑
yi/(
∑
yi)!

=
(
∑
yi)!∏

(yi!)

∏
i

(
λi∑
j λj

)yi

Możemy w nim rozpoznać rozkład wielomianowy. Co ciekawe dla λ1 = λ2 = . . . = λn = λ
powyższy rozkład warunkowy nie zależy od λ.
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