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Omoéwione metody reprezentujg podejsScie majace na celu konstrukcje cech,
w ktérym n cech wejSciowych zostaje poddanych pewnej transformacji. W
przypadku PCA transformacja ta jest przeksztalceniem liniowym, a nowe
cechy odpowiadaja zmienionej bazie, w ktorej kierunki wektorow sa tozsame
z kierunkami najwiekszej wariancji w danych wejSciowych. Przykiadem me-
tody wykorzystujacej nieliniowe transformacje jest algorytm Isomap [5] opi-
sany ponizej.
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Algorytm Isomap. W 2000 roku Tenenbaum i de Silva zaproponowali
algorytm Isomap do nieliniowej redukcji wymiaru (zobacz [5]). Jego celem
jest znalezienie niskowymiarowe] reprezentacji dla punktow lezacych na nie-
liniowe] powierzchni w przestrzeni o duzym wymiarze. Dla takich punk-
tow liniowe metody redukcji wymiaru nie najlepiej zachowujg relacje miedzy
punktami. Intuicyjny przykiad daje rysunek 1. Gléwnym pomystem, na kto-
rym opiera sie algorytm Isomap jest wykorzystanie odlegltosci sciezkowych w
grafie sgsiedztwa, do przyblizania geodezyjnych odleglosci miedzy punktami
lezgcymi na nieliniowej powierzchni. Algorytm sklada sie z nastepujacych
czterech krokow:

|5] J.B. Tenenbaum, V. de Silva, J.C. Langford, A Global Geometric Fra-
mework for Nonlinear Dimensionality Reduction, Science, 22 December,
2000.
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1. Oblicz odleglosci euklidesowe miedzy wszystkimi punktami.

2. Skonstruuj graf sgsiedztwa w nastepujacy sposob:

e Dowolne dwa punkty a 1 b sa polaczone krawedzia jezeli punkt a
jest jednym z k najblizszych sasiadéw punktu b lub b jest jednym
z. k najblizszych sasiadéw punktu a albo (w alternatywnej wersji
algorytmu) odlegtos$é euklidesowa miedzy punktami a i b jest nie
wieksza niz ustalony parametr e.

e Za odlegtos¢ pomiedzy punktami potaczonymi krawedzia przyj-
muje sie odlegltos¢ euklidesows. Odlegtos¢ pomiedzy nie potaczo-
nymi punktami incjalizowana jest na nieskonczonosc.

3. Oblicz najkrotsze Sciezki miedzy wszystkimi punktami w grafie sgsiedz-
twa (np. przy uzyciu algorytmu Dijkstry (por. [1])).

4. Wykonaj klasyczny algorytm skalowania wielowymiarowego (MDS) w
celu znalezienia niskowymiarowego zanurzenia zachowujgcego odleglo-
Sci gratfowe miedzy punktami.
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Rysunek 1: Dla wyr6znionych punktow lezgcych na nieliniowej powierzchni
odlegtosé euklidesowa nie opisuje poprawnie odlegtosci geodezyjnej (rys. A).
Rys. B przedstawia graf sasiedztwa oraz $ciezke miedzy dwoma wyrdznio-
nymi punktami. Na rys. C przedstawione jest zanurzenie w dwuwymia-
rowg przestrzen euklidesowa najlepiej zachowujace odlegtosci Sciekowe mie-
dzy punktami. Tlustracja zostala zaczerpnieta z pracy [5].
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S (wierzchotki, dla ktorych sa policzone najkrotsze Sciezki)
Q (wierzchotki jeszcze nie przetworzone)

Algorytm Dijkstry znajduje w grafie wszystkie
najkrotsze Sciezki pomiedzy wybranym wierzchotkiem
a wszystkimi pozostatymi. Dodatkowo wylicza rowniez
koszt przejScia kazdej z tych Sciezek. Bardzo waznym
zatozeniem w algorytmie Dijkstry sa nieujemne wagi
krawedzi. Jeéli krawedzie moga przyjmowaé wagi

ujemne, to NIE WOLNO stosowac algorytmu Dijkstry.
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prof. Edsger Dijkstra (1930-2002)

1972 - nagroda Turinga

START 3
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S (wierzchotki, dla ktorych sa policzone najkrotsze Sciezki)
Q (wierzchotki jeszcze nie przetworzone)

p(v) - poprzednik v
d(i) - koszt dojscia do i-tego

S0, Q«V
Dlai=12,..,n: p(i) < 0; d(i) « ¥
d(vo) « O
Dopoki Q # @ wykonu,
u < wierzchotek ze zbioru Q o najmniejszym d(u):
Qe Q\uy;, S« SUu
Dla kazdego v w Q, takiego ze krawedz (u,v) jest w grafie, jesli d(v) >
d(u) + waga(u,v), to d(v) « d(u) + waga(u,v); p(v) < u
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Analiza sktadowych gtownych
-PCA

L11 L12 . L1n
L9221 L£99 ¢« v Lon

tlp]_ JpQ > a & ;lfpfn

E(x) = Ex = [E(=W), ... BE=WP))T
) 1 n |
X = — X .
T
1=1
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Macierz kowariancji opisuje rozproszenie rozkladu wielowymiarowego. Na
diagonali macierzy kowariancji wystepuja wariancje sktadowych wektora loso-
wego, a na pozostalych pozycjach kowariancje miedzy nimi:

Y = Cov(x) = E[(x — Ex)(x — Ex)T] = (04515 j—15
Oij = E[(z) — ExW)(2U) — Ez())].

Macierz kowariancji estymujemy poprzez probkowa macierz kowariancji 3x:

— ) L
2x = — Z(Xz’ —X)(x; — X)".

1=1
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wektor wtasny

D

/

wartos¢ wtasna

ktory wektor jest
wektorem wtasnym tego
przeksztatcenia ?
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przyktad: powinowactwo

przeksztatcenie

o1 Jego macierz

o 0) jego wektor witasny
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przyktad: podobiehstwo

przeksztatcenie

HH jego macierz

jakie sa jego wektory i wartosci
wtasne ?2?2?
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Analiza sktadowych gtownych
-PCA

Przy analizie skladowych glownych bedzie nas interesowata wariancja zmienne]
losowej al x, czyli rzutu wektora losowego x na ustalowy wektor a. Zobaczmy,
ze jest ona rowna:

Var(a’x) = E(a’x — E(a’x))? = E[a’ (x — Ex)(x — Ex)Ta] =

= al Cov(x)a = al Za.
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Analiza sktadowych gtownych
-PCA

Celem analizy jest wyznaczenie nowych nieskorelowanych zmiennych (sktado-
wych gléwnych wektora losowego), ktore beda mialy najwieksza mozliwa wa-
riancje. Nowych zmiennych bedziemy szuka¢ posrod kombinacji linlowych wek-
tora losowego x. Na poczatku znajdujemy wektor vy. taki ze:

Var(vix) = max Var(alx)l = max al'¥al.
( : ) aE[{P,;Tazl{ ( )} aERP,;Ta:I{ }
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Analiza sktadowych gtownych
-PCA

Poszukujemy wiec takiego kierunku vy, by rzut ortogonalny wektora losowego
X na ten kierunek dawal zmienna losowa o maksymalne] wariancji. Plerwsza
sktadowa glowna dana jest przez:

T
vy (X — m),
gdzie m jest wartoscia oczekiwana wektora losowego x (wektor losowy X cen-
trujemy — nie zmienia to oczywiscie wariancji). Kolejne glowne skladowe sa
zdefinlowane analogicznie, z tym ze kazda nastepna glowna skladowa ma byc

nieskorelowana ze wszystkimi wezesciejszymi. Wektor v; (2 = 1..... p) nazy-
wany wektorem wspolczynnikow i-te] sktadowe] glownej jest wybrany tak by
spelnial:

Var(vlix) = max (Var(a’x)}.

acRP, ala=1
Vich<i B[(vj (x—m)v] (x—m))]=0

Kolejne wektory v; wyznaczaja wiec kolejne kierunki najwiekszej wariancji wek-
tora losowego X.
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Twierdzenie 1.
niech \y = ... 2 Ay, > 0 bedq wartosciami wlasnymi 3. Dla i =1

10

10

Niech X bedzie macierzq kowariancyi wektora losowego X 1

.....
/ /

p wektor

v; (i-ty wektor wspolczynnikow i-tej glownej skladowej) dany jest poprzez i-ty
(7ednostkowy) wektor wlasny macierzy X, odpowiadajacy wartosci wlasnej \;.
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Analiza sktadowych gtownych
-PCA

Uwaga. W zalozeniach Twierdzenia 1. przyjelismy, ze wszystkie wartosci wla-
sne maclerzy kowariancji sa dodatnie. Macierz kowariancji jest macierza syme-
tryczna 1 nieujemnie okreslona wiec je] wartosci wlasne sa rzeczywiste 1 nie-
ujemne. Jezell niektore z nich sa réwne zero, mozemy ograniczy¢ sie do wiasci-
we] podprzestrzenl RP, w ktorej skupiony jest rozklad. Znajdziemy wtedy tyle
ctownych sktadowych ile jest dodatnich wartosci wlasnych.
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Analiza sktadowych gtownych
-PCA

Najczestszym zastosowaniem opisywane] metody jest redukeja wymiaru danych.
Zadanie to polega na opisaniu danych o duzym wymiarze (duzej liczbie cech)
przy pomocy mniejsze] liczby cech, jednoczesnie zachowujac maksimum infor-
macji . W przypadku PCA informacja ta jest mierzona wariancja. Analiza skla-
dowych glownych umozliwia opisanie wielowymiarowych danych przy pomo-
cy malej liczby nieskorelowanych wspolrzednych (wyznaczonych przez wektory
wlasne macierzy kowariancji), zachowujac rozrzut miedzy danymi. Wymiar no-
wej] przestrzeni bedzie zalezal od tego, jak duza czes¢ wariancji bedziemy cheieli
zachowac. Ponlewaz macierz kowariancji jest symetryczna suma wyrazow na
jej przekatnej (czyli suma poszczegolnych wariancji) jest rowna sumie wartosci
wlasnych te) macierzy, a kazda skladowa glowna zachowuje wariancje rowng od-
powladajace] Je] wartoscl wlasnej, procent wariancji wektora wyjasniony przez
k plerwszych skladowych glownych mozna wiec tatwo policzyc:

A1+ A

100%.
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Rysunek 1: Analiza skladowych gléwnych dla zbioru danych z Clinical Prote-
omics Program Databank dotyczacych raka jajnika. Rzutowanie obserwacji na
uklady wspolrzednych wyznaczone przez pary pierwszych pieciu glownych skla-
dowvch. Czerwone punkty odpowiadaja chorvm pacjentom, szare zdrowym. W
tvm przypadku rzutowanie na druga 1 trzecia glowna skladowa dobrze rozdziela
obserwacje z réznych klas.
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Rysunek 2: Procent wariancji danych wzdiuz kolejnych gléwnych sktadowych
dla dwoch zbiorow danych z Clinical Proteomics Program Databank. Prawie
cala warlancja jest zawarta w kilku pierwszych gléwnych skladowych.

Wednesday, March 19, 14



Analiza sktadowych gtownych -PCA

W praktyce zadanie PCA sprowadza sie do znalezienia wektorow 1 wartosci
wlasnych probkowe] macierzy kowariancji Xx. W przypadku gdy liczba cech
przewyzsza liczbe obserwacji (p > n), zamiast znajdywania wektorow wlasnych
macierzy kowariancji Xx (p X p) mozna rozwiaza¢ mniejsze zadanie. NMacierz
kowariancji, mozna zapisa¢ (pomijajac czynnik staly) nastepujaco:

T

Yx = XX,
odzie X’ jest macierza powstala poprzez odjecie wartosci sredniej od kolumn
macilerzy X:
Zadanie znajdywania wektorow wlasnych macierzy X’X’" (p x p) mozna zasta-

., . . , : T

pi¢ znajdywaniem wektorow wlasnych macierzy X" X’ (n x n):

T

X’ X,Wi = (V; Wj.

Mnozac obie strony réwnania przez macierz X' otrzymujemy wektory wlasne
. T ,
macierzy X'X’" , ktorych szukamy:

(XX (X wi) = ai(X'w;).
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selekcja cech

Innym podej$ciem do zadania redukcji wymiaru jest selekcja cech, pole-
gajaca na wyborze pewnego podzbioru sposrod zbioru oryginalnych cech. W
przypadku selekcji cech stosowanej w zadaniu klasyfikacji dokonujemy wy-
boru cech najlepiej dyskryminujacych dwie populacje. Podsumujemy teraz
korzysci, na jakie mozemy liczy¢ stosujac redukcje wymiaru danych.
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e Redukcja wymiaru pozwala skupié¢ sie na cechach istotnych z punktu
widzenia zadania klasyfikacji co pozwala z kolei zredukowa¢ efekt prze-
uczenia, polegajacy na zbytnim dopasowaniu klasyfikatora do danych
treningowych.

e Poprzez eliminacje szumu, czyli cech nieistotnych dla zadania klasyfi-
kacji, zwiekszamy skutecznos§¢ klasyfikatora.

e Dzieki redukeji wymiaru usuwamy problemy zwigzane z wysokim wy-
miarem danych (problemy te byty zasygnalizowane np. przy omawianiu
metody najblizszych sasiadow).

e Redukcja wymiaru danych pozwala w przypadku kazdego klasyfikatora,
na znaczng oszczednos¢ czasowg 1 pamieciows.

e Umozliwia lepszg interpretacje sygnalow zidentyfikowanych w danych.

e W konkretnym przyktadzie analizy danych mikromacierzowych, bada-
nie wybranych 50 genoéw jest wykonalne (czasowo, finansowo, meryto-
rycznie), natomiast analiza wszystkich (nawet 40000) probek jest po
prostu niemozliwa.
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2 Metody wyboru cech dyskryminujacych

Omoéwimy teraz popularne metody selekcji cech.

Zamiast szuka¢ niskowymiarowego zanurzenia zachowujace odlegtosci uwzgled
niajace wszystkie zmienne, bedziemy wybiera¢ tylko te sposrod oryginalnych
zmiennych, ktére najlepiej (wedlug pewnego testu) réznicuja obserwacje z
rOoznych klas. Umozliwia to jednocze$nie bezposrednia identyfikacje poten-
cjalnych biomarkeréow.
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signal difference between group means

noise variability of groups
- o A
— Xr = Xc
SE(X; - Xc)
= t-value

JU\

2.1 Test t —

Jest to test na zgodno$é Srednich dwoch prob losowych. Statystyka testowa
dana jest wzorem:

gdzie X, i X, to wartosci érednie, a o, oraz o, to wariancje préb X, i X, o
licznosciach n, 1 n,. Wybieramy cechy o najwieksze] wartosci statystyki.
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2.2 Algorytm PPC

Algorytm PPC (ang. Peak Probability Contrasts (por. |6]) stosuje inne podej-
Scie do wyboru dyskryminujacych cech. Oméwimy je na przykladzie analizo-
wanych w naszej grupie danych spektrometrycznych (kazdy pacjent opisany
jest przez spektrum, czyli wektor rzeczywisty reprezentujacy iloSci poszcze-
golnych peptydow w surowicy krwi.) Peptydy odpowiadajg wierzchotkom
zidentyfikowanym w spektrum, a ich ilo$¢ jest proporcjonalna do wysokosci
wuerzchotka.
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Zastosowane w algorytmi PPC podejscie polega na wybraniu osobno dla
kazdej cechy (czyli peptydu) punktu przeciecia (ustalonej ilosci peptydu)
najlepiej réznicujacego dwie grupy (np. chorych i zdrowych). Przecie¢ szuka

sie wsrod ustalonej liczby kwantyli. Przypomnijmy, ze kwantylem rzedu p
clagle] zmiennej losowe] X nazwiemy liczbe g, speiniajacg warunek:

P(X<q19):p

Wybor przeciecia wsrod kwantyli jest uzasadniony przez fakt, ze wysokosci
wierzchotkéw (odpowiadajace iloéci danego peptydu) rozktadaja sie bardzo
nieré6wnomiernie. Kwantyl najlepiej rozdzielajacy wysokosci wierzchotkéow z
roznych klas jest wybrany nastepujaco:
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e Niech ¢q,; bedzie kwantylem rzedu o zmiennej oznaczajgce] wysokos¢
wierzcholka na i-tej pozycji w spektrum.

e Dla danych dwoch klas G, G, o liczno$ciami nq,n9, niech p;;(a) bedzie
proporcjg obserwacji w klasie [, w ktorych wysokos$é¢ na pozycji i-tej jest
wieksza niz qg;:

pu(er) = Izi; > qasl /. 1=1,2,

J€G

gdzie z;; oznacza wysokoS¢ wierzchotka na i-te] pozycji widma u j-
tego pacjenta, a I|-] jest indykatorem, rownym 1 jezeli wyrazenie jest
prawdziwe 1 0 w.p.p..

e Dla kazdego 7 sposréd rozpatrywanych rzedéw kwantyli o ... ap, wy-
bierz rzad &; maksymalizujacy po a wyrazenie |p;o(a) — pi1(a)|. Opty-
malny kwantyl (punkt przeciecia) dla i-tej cechy oznaczymy przez §; =
qa,;i- Czestosci wystepowania wierzchotkéw o wysokosci wieksze] niz
g; w poszczegblnych klasach oznaczymy przez p;; = p;1(Q&;) oraz p;o =
Pio( Q).

W ten sposéb mozemy ustali¢ ranking cech (peptydéw) wedlug maleja-

cych wartosci |p;o — pil-
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ENTROPIA

X  zmienna losowa

przyjmujaca wartosci {x1,...T,}
H(X) = B(I()) = 3 ple) )
H(X)=-> p(x;)logp(x;)

1=1
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2.3 Miary zr6znicowania miedzy rozkladami
prawdopodobienstwa

Algorytm PPC nie bierze pod uwage réznicy w wysokosciach wierzchotkow,
ktére znajduja sie powyzej lub ponizej ustalonego przeciecia. Zamiast wy-
znacza¢ pojedynczy punkt przeciecia, mozemy poroéwnywacé rozklady wyso-
ko$ci wierzchotkéw w zaleznoS$ci od klasy. Stuza do tego miary zr6znico-
wania rozkltadow prawdopodobienstwa. Jedng z najbardziej znanych miar

jest odlegtosé¢ Kullbacka-Leiblera' zdefiniowana (w przypadku dyskretnym)
nastepujaco:

()
pa()’

gdzie py 1 py sg rozkladami zmienne;] losovveJ X, a x przebiega zbior wartosci
tej zmiennej. Odleglos¢ Kullbacka-Leiblera jest nieujemna i rowna 0 wtedy
i tylko wtedy, gdy p1 = p,. Miara ta jest jednak niesymetryczna. Chcac

DKL P1Hp2 Zpl l092

1Odleglos¢ Kullbacka-Leiblera mimo przyjetej nazwy nie jest oczywiscie metryks.

DR SOLOMON KULLBACK

S
e —

]

DR. RICHARD A. LEIBLER
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jednakowo traktowa¢ obydwa rozktady, mozemy zastosowa¢ miare resistor-
average zaproponowang przez D.H. Johnsona 1 S. Sinanovic¢a. Jest to srednia
harmoniczna odlegtosci Kullbacka-Leiblera:

1 1 1
— + :
Dra (p17p2) Dgkr, (Pl ‘ ‘Pz) Dgkp, (p2\ \pl)

Jezeli p; = po, to przyjmujemy Dga(p1,p2) = 0.

/)('.\./ (‘/(' X/ I),'\',' (I) (,))
| e
S
-
Original Gaussian PDF’s KL Area to be Integrated
" Dy, (P|O)
>
—n
>
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H(X.Y)

2.4 Wzajemna informacja dwéch zrodet

Inng metoda wyboru istotnych cech jest zbadanie, jak dobrze kazda z nich
objasnia zmienng decyzyjna. Mozna w tym celu zastosowa¢ wspolczynnik
wzajemne]j informacji wywodzacy sie z teorii informacji Shanona.
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Niech Zrédto A nadaje komunikaty ze zbioru Q; = {z1,...,x,}, a Zrédlo
B ze zbioru €29 = {y1,...,yn}. Niech p;(x) oznacza prawdopodobienstwo
otrzymania komunikatu x ze Zrédta A, a py(y) prawdopodobienstwo otrzy-
mania komunikatu y ze 7rédta B. Dalej, niech p(x,y) oznacza prawdopodo-
bieristwo otrzymania pary komunikatéw (z,y) odpowiednio ze Zrodet A i B.
Wtedy wspoélczynnik wzajemnej informacji zrédet A 1 B zdefiniowany jest

nastepujaco:
T,y
I(A,B) =) ) plz,y)log, o 2,9)

L Y
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Wspoblczynnik wzajemne] informacji jest nieujemny i réwny 0 wtedy 1
tylko wtedy, gdy Zrédta nadaja komunikaty niezaleznie od siebie tzn. p(z,y) =
p1(z)po(y). Wzajemna informacja jest takze nie wieksza niz entropia kazdego
z dwoch zrodel.

W naszym przypadku bedziemy bada¢ wzajemna informacje wektora war-
tosci danej cechy w réoznych préobkach oraz wektora wyznaczajacego klasyfi-
kacje tych probek.
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z miary zmienno$ci V', srednig zmiennos$¢ warunkowa zmiennej losowej Y pod
warunkiem X opiszemy przez:

V(Y|X)] Zp V(Y|z),

gdzie V(Y|x) wyraza zmienno§¢ Y pod warunkiem, ze X = x:

V(Yi|z)=1-) »(ylz)’

W zwigzku z powyzszym stopien zmniejszenia zmiennosSci zmiennej Y przy
znajomosci zmienne] X nazywany wspotczynnikiem 7 Goodmana-Kruskala
zdefiniujemy nastepujaco:

V() = BV (Y|X)]
- V()
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Wspotezynnik 7qx osiagga warto§é najmniejsza (rowng 0) wtedy i tylko
wtedy, gdy zmienne X 1 Y s3g niezalezne, natomiast warto$¢ najwieksza
(rowng 1), gdy dla kazdego x przebiegajacego zbiér warto$ci zmiennej X
istnieje y (warto$¢ zmiennej Y) taki, ze p(y|z) = 1. W praktyce bedziemy za
zmienng Y przyjmowacé zmienng decyzyjna, czyli zmienng oznaczajaca klase
obserwacji, natomiast za zmienng X badang ceche.
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2.6 Korelacja

Ostatnig opisang przez nas metodg jest ustalenie rankingu cech wedtug war-
tosci bezwzglednej korelacji miedzy badanymi cechami, a zmienng decyzyjna.
Wspoétczynnik korelacji probkowej 7p ma postac:

n

D (2= T)(y; — 7)

j=1
Tp — ,
n n

\ Z(ﬂﬁj —T)? Z(yj —y)?

gdzie ¥ 1 y oznaczaja Srednie w probach z,...,x, oraz yi,..., Y.
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3 Testowanie hipotez statystycznych

Przypomnijmy, ze filtrujemy cechy sortujac je wzgledem warto$ci pewne;
statystyki (jak w przypadku testu t). Chcieliby$my znaé prog dla tej wielkosci
pozwalajacy okresli¢ cechy o wartosciach statystyki powyzej tego progu jako
statystycznie istotne. W tym celu musimy rozwiaza¢ podstawowe w sta-
tystyce zadanie testowania hipotez. Zal6zmy na poczatku, ze interesuje
nas tylko jedna cecha. Klasyczne (nie bayesowskie) podejécie do testowania
hipotez sprowadza sie do nastepujacych krokow:
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1. Sformuluj hipoteze zerowa H, oraz hipoteze alternatywna H;.
Najczesciej hipoteza zerowa odpowiada sytuacji nieciekawej, Sredniej,
nie wyrozniajacej sie cechy. Natomiast odrzucenie hipotezy zerowe],
rOwnoznaczne przyjeciu hipotezy alternatywnej sugeruje, ze rozwazana,
cecha w istotny sposob dyskryminuje dwie populacje. Poniewaz decyzje
o przyjeciu lub odrzucecniu hipotezy podejmujemy na podstawie da-
nych, ktore traktujemy jako probe losowa, czyli realizacje pewnego pro-
cesu losowego mamy niezerowa szanse pomytki. Odrzucenie poprawnej
hipotezy zerowej okreslamy jako blad typu I, natomiast przyjecie fal-
szywe] hipotezy zerowe] nazywamy bledem typu II. Latwo dostrzec,
ze obydwie te wielkoSci sg ze sobg powigzane 1 dlatego musimy wybrac,
ktora z nich chcemy kontrolowa¢. W zastosowaniach najczeScie] kon-
sekwencje roznych typow bledow sg niesymetryczne 1 zazwycza] przyj-
muje sie, zZe interesuje nas utrzymanie btedéw typu I na odpowiednio
niskim poziomie a (np. a = 1% lub a = 5%).
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2. Ustal poziom « dla btedow typu I.

3. Stormutuj odpowienig statystyke testowa, czyli obliczang na podstawie
danych wielkos¢, ktorej wartos¢ bedzie odpowiadata za przyjecie badz
odrzucenie hipotezy zerowej. Jest to bardzo wazny krok i tatwo sie
zgodzi¢, ze wybor kiepskiej statystyki zawazy na jakosci testu.

4. Okresl, ktoére wartosci statystyki testowej prowadza do odrzucenia hi-
potezy zerowe]. Wybor tych wartosci jest taki, aby kontrolowac¢ poziom
btedéw « zalozony w kroku 2. W tym celu przydatne okazuje sie pojecie
p-wartos$ci (ang. p-value). Dla danej wartosci statystyki testowej p-
wartos$¢ jest zdefiniowana, jako prawdopodobienstwo uzyskania tej lub
bardziej ekstremalnej wartosci przy zalozeniu hipotezy zerowej. Jesli
tak policzona p-wartosc jest mniejsza niz zakladany poziom btedéw «,
hipoteza zerowa zostaje odrzucona.

5. W ostatnim kroku analizujemy dostepne dane 1 sprawdzamy, czy war-
tos¢ statystyki testowe] odpowiada p-wartosci pozwalajace] nam od-
rzuci¢ hipoteze zerows.
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3.1 Przyklad: hipoteza o zr6znicowane] ekspresji

Zalozmy, ze porownujemy poziom ekspresji pewnego genu w dwoch popula-
cjach komorek (np. pochodzacych od m zdrowych i n chorych dawcow).
Niech zmienne Xi{, Xi9,...,Xq, oznaczaja poziom ekspresji w zdrowych
komoérkach natomiast Xo1, Xoo, ..., Xy, opisujg populacje chorych komorek.
Zaktadamy, ze pomiary dotyczace poziomdéw eskpresji sa niezalezne 1 pocho-
dza z rozkladu normalnego o nieznanej wariancji o* identycznej w obydwu
grupach oraz nieznanych wartosciach oczekiwanych p; oraz p,. Naturalna
hipoteza zerowa mowi, ze obydwie rozwazane wartosci oczekiwane sg ide-
nyczne, czyli uqy = puo = pu. Natomiast hipoteza alternatywna mowi, ze sa
rOzne [y # U9, czyli badany gen w istotny spos6éb réznicuje dwie popula-
cje. Okazuje, sie ze adekwatng statystyka w tym zadaniu jest statystyka t
(uzywana w tescie t) omoéwiona przy okazji selekcji cech.
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4 Jednoczesne testowanie wielu hipotez

Wr6émy teraz do naszych wielowymiarowych danych. Filtrujac cechy np.
przy pomocy testu t chcieliby§my zredukowa¢ wymiar danych poprzez wy-
bor cech ktore w statystycznie istotny sposéb réznicuja dwie populacje. Za-
uwazmy, ze nasze zadanie jest rownowazne problemowi jednoczesnego testo-
wania wielu tysiecy hipotez zerowych: Hq, H,, ..., H,,. Oznaczmy przez R
liczbe odrzuconych hipotez (czyli np. w przypadku mikromacierzy liczbe ge-
néw o réznicujacej ekspresji). Mamy nastepujaca sytuacje:

# przyjetych Hy | # odrzuconych Hy | )
+# prawdziwych H, U %4 myg
+# falszywych H, T S mq
> m — R R m

gdzie R jest obserwowang zmienng losowsg, mg oraz m; nieznanymi pa-
rametrami, podobnie jak U, V', T oraz S sg nieobserwowanymi zmiennymi
losowymi.
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Opiszemy teraz jak uogolnia sie zadanie kontroli btedéw typu I w proble-
mie testowania wielu hipotez. W przypadku pojedynczego testu (hipoteze
zerowa oznaczamy tutaj dos¢ mylaco przez H,) potrafiliémy policzy¢ wielkosé
Ca, taka ze:

Pr(|T1]| > co|H1) < «

gdzie 17 jest wartoScig statystyki testowej. OdrzucaliSémy hipoteze H; jesli
Ty| > co. Najczesciej stosowane uogolnienia tego podejscia sg nastepujace
(por. [2]):

|2] Dudoit,S., Shaffer,J.P. and Boldrick,J.C. Multiple Hypothesis Testing in
Microarray Experiments, Statistical Science, Vol. 18, No. 1, p. 71-103.
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# przyjetych Hy | # odrzuconych Hy | )
+# prawdziwych H, U %4 mo
+ falszywych H, T S mq
> m — R R m

e PCER (ang. Per-comparison error rate), miara jest zdefiniowana jako
Srednia z wartosci oczekiwanej btedéw typu 1, czyli:
E(V)

PCER = ——=
m
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# przyjetych Hy | # odrzuconych Hy | )
+# prawdziwych H, U %4 mo
+ falszywych H, T S mq
> m — R R m

e PFER (ang. Per-family error rate), odpowiada oczekiwanej liczbie
btedéw typu I:
PFER = E(V)
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# przyjetych Hy | # odrzuconych Hy | )
+# prawdziwych H, U %4 mo
+ falszywych H, T S mq
> m — R R m

e FWER (ang. Family-wise error rate), jest zdefiniowana jako prawdo-
podobienistwo co najmniej jednego btedu typu I:

FWER = Pr(V > 1)
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# przyjetych Hy | # odrzuconych Hy | )
+# prawdziwych H, U %4 mo
+ falszywych H, T S mq
> m — R R m

e FDR (ang. Fulse discovery rate), definiujemy jako oczekiwang propor-
cje btedow typu I pomiedzy odrzuconymi hipotezami zerowymi (jest
to procent falszywych pozytywéw, czyli cech uznanych niestusznie za
istotne):

FDR = F(Q)

V R
Q:{ISR

IV

0
0
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Omoéwmy bardziej szczegétowo tylko dwie ostatnie miary jako najczescie]
stosowane w bioinformatyce. W przypadku FWER stosujemy tzw poprawke
Bonferroniego i odrzucamy hipoteze zerowa H; (j = 1,2,...,m) jesli odpo-
wiednia p-wartos¢ jest mniejsza badz rowna = (gdzie o jest dopuszczalnym
procentem btedéw I typu w pojedynczym tescie).
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Sensowno$¢ poprawki uzasadnia nastepujagce rozumowanie: zaldézmy, ze
poprawne hipotezy zerowe to H,... Hy,. Niech P; bedzie zmienng losowa
opisujaca p-wartos$¢ dla hipotezy H,, natomiast ﬁj = min(mP;, 1) jej ,,po-
prawionym” odpowiednikiem. Mamy:

A

mo
FWER = Pr(V > 1) =Pr(U{P; < a}) < ) Pr(P;<a

a Mo
< PI’ — ) =
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Ostatnia ré6wno$¢ wynika z obserwacji, ze P; maja rozklad jednostajny
na odcinku (0, 1) przy zalozeniu hipotezy zerowej.

Problem zwigzany z poprawka Bonferroniego jest taki, ze ograniczajac
liczbe falszywych pozytywow przez obnizenie progu p-wartosci do - dra-
stycznie zwiekszamy prog statystyki testowej, co z kolel prowadzi do wielu
falszywych negatywow, czyli przyjecia niepoprawnej hipotezy zerowej, a wiec
nie wykrycia istotnych cech.
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4.1 Ocena istotnosci cech przy uzyciu testu FDR

Opiszemy teraz praktyczng implementacje metody FDR (False Discovery Ra-
tes). Dla danego poziomu t oznaczymy przez T liczbe cech, dla ktérych
warto$¢ badanego testu przekracza t. Nastepnie wielokrotnie (R razy) per-
mutujemy etykiety klas obserwacji, za kazdym razem obliczajgc wartosc testu

dla kazdej cechy oraz oznaczajac liczbe cech, dla ktorych wartosé testu prze-
kracza t przez T (i = 1,..., R). Warto§¢ FDR dla poziomu ¢ bedziemy

(]

estymowaé wzorem:
R

T!/R
D 1

FDR(t) = =5

T

Wyznaczamy taki poziom ¢, dla ktérego FDR jest niskie (np. 0.05). Cechy,
dla ktorych wartos¢ testu przewyzsza t bedziemy traktowaé jako istotne.
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