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1 Wprowadzenie

Do tej pory analizowaliSmy algorytmy grupowania oparte na pojeciu podobienstwa
obiektow (miara podobienstwa byta np. korelacja profili ekspresji dla genéw).

Innym podej$ciem jest (grupowanie oparte na statystycznym modelu pop-
ulacji danych. Zaktadamy tutaj, ze obserwowane obiekty kazdej grupy sa
niezalezng préba losows z populacji o pewnym rozkladzie, oraz ze przy-
naleznos$¢ obiektoéw do grup zostala ,zapomniana”.
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Probabity Densty

Zaczniemy od przypomnienia podstawowych faktéw dotyczacych rozktadu
normalnego, wzoru Bayesa 1 warunkowe] wartosci oczekiwanej.
Rozktad normalny. Roklad normalny o wartosci oczekiwanej ;4 oraz wari-
ancjl 0% ma gestosc:

1
Fla) = ——e @27 _ oo <2 < 0

\2TOo
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Po raz pierwszy rozktad normalny byl rozwazany przez francuskiego matem-
atyka Abrahama de Moivre’a w roku 1733 jako przyblizenie rozkladu dwumi-
anowego dla duzych n. Wynik tez zostat p6zniej wzmocniony przez Laplace’a
1 jest znany jako (Centralne Twierdzenie Granicze ', ktore dla kompletnosci
przytoczymy.

Twierdzenie 1 (De Moivre - Laplace) Niech S, oznacza liczbe sukcesow
w n probach Bernoulliego z prawdopodobieristwem sukcesu p. Wiedy dla
dowolnych 0 < a < b <1, zachodz:

P{a < On 1P

_\/np(l—p)gb}_)q)(b)_q)(a) dla n — oo

1 B 2
gdzie ®(x) = —/ e Y 2dy

luwazane wraz z Silnym Prawem Wielkich Liczb za najwazniejsze twierdzenie w = -
rachunku prawdopodobieristwa. L&)‘:’L‘.}gb‘,
ATAMS" AR
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Warunkowa wartoscig oczekiwang zmiennej losowe] Y dla ustalonej wartosci
innej zmiennej] X = x nazywamy warto$¢ oczekiwang wzgledem rozkitadu
warunkowego:

> . yf(ylx), jesli Y jest zmienna dyskretna

EY|X =z) = { | f(y|z)dy, jesli Y jest zmienng ciagla

gdzie f(y|r) jest warunkows gestoscia, czyli:

f(z,y)
fx(x)

flylr) =
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Thomas Bayes
(1702-1761) p

Pce)
Wzér Bayesa. Niech zdarzenia Aq, A, ... spelniaja nastepujace warunki:
AZHA] — @ dl&@#], A1UA2U — () oraz P(AZ) > (0 V. Wtedy dla

dowolnego zdarzenia B, je§li P(B) > 0, zachodzi:

P(A; N B) P(B|A;)P(A;)

P(A;|B) = P(B) B >« P(B|Ag)P(Ax)
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2 Wielowymiarowe rozklady normalne

Zakladamy réwniez, ze wiemy z ilu grup pochodzg obiekty. Niech 7, bedzie
prawdopodobienstwem, ze losowo wybrany obiekt pochodzi z populacji £ o
wielowymiarowym rozktadzie normalnym ze $rednig u; oraz macierza kowari-
ancjl Ek

(D

Przypomnijmy, ze p-wymiarowa zmienna losowa

x:(xl,...,xp)

pochodzaca z wielowymiarowego rozktadu normalnego ze Srednia:

/‘l’:(:ula“'):up)

Multivariate (bivariate) Gaussian \/
distribution centered at (1,3) with a

standard deviation of 3 in roughly the

(0.878,0.478) direction and of 1 in the

orthogonal direction.
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1 macierza kowariancji:

0'1 019
E _ 0192 O'%
_O'1p O2p
ma gestosc:
1
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kowariancja nie tylko dla zmiennych
normalnych:

Cov (z,y) = {((z = 7)(y — ¥))

dla wielu zmiennych losowych: macierz

N
/

wariancja kombinacji liniowej -> forma

Var (Z Q;T;) = <Z a;(z; — ;) Z e
- Z a; ((z; — Z3) (x; \
¥

— o' Ca
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przyktad biologiczny:
wielowymiarowy rozktad - czy normalny ??7?
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Start of transcription

' Intron 1 Intren 2
Gene:
Exon 1 Exon 2 Exon 3
Transcrption
Intron 1 Intron 2
Primary transcript: _—E::l—-—
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Splicing
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Rozklad brzegowy dla z; jest rozkladem normalnym ze Srednig p,; oraz wari-
ancja (732-.

Powracajac do zadania grupowania, zakladamy ze gesto$¢ obiektow w
grupie k wynosi:

1 e
V(2P - By

—%(w—nk)TEIZl(w—uk)

fl—‘kazk: (x) —

S

Y= {((x—p)(x—p)")
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Czesto przyjmuje sie dodatkowe zatozenie, ze wszystkie grupy majag te sama
orientacje oraz rozrzut, czyli Vk X, = 2. Lub jeszcze bardziej restrykcyjnie,
ze wszystkie grupy sa sferyczne, czyli ¥ = o*I.

Innym popularnym zalozeniem jest rozwazanie diagonalnych macierzy

kowariancji, czyli

O%k)Q .0 ]

i =
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Rysunek 1: A: rézne macierze kowariancji; B: diagonalne macierze kowari-
ancji; C: identyczne macierze kowariancji; D: identyczne, sferyczne macierze
kowariancji
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Gestosc dla wszystkich obiektow jest mieszaning gestosci dla poszczegol-
nych grup, czyli:

fl@) =) mfuz. ()

Naszym celem jest estymacja nieznanych parametréw rozkladow. Czyni sie
to szeroko stosowanym algorytmem EM (ang. expectation mazximisation) [1].

|1] A. Dempster, N.M. Laird, D.B. Rubin, Maximum likelihood from in-
complete data via the EM algorithm, Journal Royal Stat. Soc. Series B
39,1-38, 1977.
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Zal6zmy na chwile, ze znamy ,zapomniane” etykiety grup S; (i =1, ... k).
Wtedy wiarygodnosé naszego modelu, czyli prawdopodobienstwo, ze obserwacje
x1,...x, pochodza z odpowiednich populacji wynosi:

Hﬂsif#siazsi ((L?Z) (1)

Oznaczmy przez 6 wektor wszystkich parametréw w naszym zadaniu:

0 = (7‘-17---77[(7/1/17---#[{7217---ZK)
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n
H TS, fllisi 24, (;’EZ)
1=1

Logarytmujac wiarygodnos$é zdefiniowang rownaniem (1) otrzymujemy:

L(0) = ) logms, +10g fu, x., ()

1=1
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Niestety w rzeczywistosci nie znamy etykiet 5;, za$ algorytm EM prébuje
zmaksymalizowaé¢ warunkowa wartos$é oczekiwang L(6). W kroku 'E’ musimy
policzy¢ warunkowa warto$é oczekiwang dla L(f) pod warunkiem obser-
wowanych danych uzywajac parametrow Hth=1) 4 poprzedniego kroku. Ze
wzoru Bayesa liczymy rozklad warunkowy dla 5;:

~ (h—1
77'](C )fl-"](gh_l)721(ch_1) (CEZ)

S wl W s (z;)

wiy) = Py (S = k) = (2)
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Zatem warunkowa warto$¢ oczekiwana wynosi:

K

Esinv(L(O)|z1, ... 2,)) = > wiy logm + w)y log fu, = (x)  (3)
1=1 k=1

W kroku 'M’ naszym zadaniem jest policzenie é(h), ktore maksymalizuje
warunkowa wartos¢ oczekiwang 3.
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Reasumujac, algorytm EM powtarza kroki 'E’ 1 M’ dla kolejnych h =
1,2

7 7 e o oo

E: Estymuj warunkowy rozkltad S; pod warunkiem obserwowanych danych

o (h— ~(h—1
oraz parametrow rozktadéw z poprzedniego kroku ,u,ih Y oraz E,(C ) dla

k=1,2,... K. Uzyskujac wagi wz(,?) ze wzoru (2).

M: Popraw oczacowania parametréw nastepujaco:

§ :wzk ?
/\(h
Ky~ E :wzk L

1wzk i—1

2 (h) (k) ~ (h
500 LSl — ) i)

1wzk i—1
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After first
iteration

Copyright © 2001, 2004, Andrew W. Moore Clustering with Gaussian Mixtures: Slide 41
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After 2nd
iteration

Copyright © 2001, 2004, Andrew W. Moore

Clustering with Gaussian Mixtures: Slide 42
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After 3rd
iteration

Copyright © 2001, 2004, Andrew W. Moore Clustering with Gaussian Mixtures: Slide 43
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After 4th
iteration

Copyright © 2001, 2004, Andrew W. Moore Clustering with Gaussian Mixtures: Slide 44
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After 5th
iteration

Copyright © 2001, 2004, Andrew W. Moore Clustering with Gaussian Mixtures: Slide 45
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After 6th
iteration

Copyright © 2001, 2004, Andrew W. Moore Clustering with Gaussian Mixtures: Slide 46
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After 20th
iteration

Copyright © 2001, 2004, Andrew W. Moore Clustering with Gaussian Mixtures: Slide 47
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Two-Stage Model-Based Clustering for Liquid
Chromatography Mass Spectrometry Data
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Figure 1: Two-dimensional mass spectrum, a color coded map. The vertical axis
1s retention time, the horizontal axis 1s mass-to-charge ratio. Colored spots indi-

cate MS peaks with amplitudes increasing from red to blue. Three peptide signals
(1sotopic envelopes) are visible.
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Figure 2: Process flow through different phases of proposed method.
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o [AxBi] — the most general diagonal model, where the volumes and shapes are
allowed to vary between clusters,

* [AB] — a model of identical clusters,

o [AxB] —a model in which clusters have identical shape but their volumes may
vary,

* [ABi] — a model, where all the clusters have the same volume but their shapes
may vary,

 [fixed variances, equal volume] — a model with X, = ( %1 CO ) where
2

c1, co > () are constants.

e [fixed m/z variance, unknown retention time variance]

c 0 . . .
— D = ( 0 o ) where ¢ > 0 1s a constant, o 1s to be estimated.

 [fixed m/z variance, unknown varying retention time variance]

c 0 : . . .
— D = ( 0 o ) where ¢ > () 1s a constant, oy, 1s to be estimated for every
k

cluster.
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DATA

The data set comprised mass spectra acquired from plasma samples for col-
orectal cancer patients. Apart from the patient data, control samples were also col-
lected from healthy donors and analyzed with the mass spectrometer. The colorecta
cancer data set consisted of 40 spectra, 23 samples corresponding to patients and
17 to healthy donors. Blood samples were collected from patients and age-matched
healthy controls. For plasma collection K3 E (greiner bio-one cat.no 455036) tubes
supplemented with EDTA were used and after collection samples were centrifuged
at 2800¢g for 15 min at 4°C. Obtained plasma was aliquoted in 200 ul portions,
frozen in liquid nitrogen and stored at —70°C for further use. For analysis, plasma
aliquots were centrifuged through a 5 kDa or 30 kDa (or both) cutoff filtration mem-
brane (Millipore Ultratfree-MC) in the presence of 20% acetonitrile as a chaotropic
agent. Membrane was thoroughly washed with 25% acetonitrile prior to use. To
the filtrate the internal standard was added. A HPLC purified peptide (200 pg in
each experiment) obtained from tryptic digest of lysozyme (FESNENTQATNR,
mol. mass. 1428.65 Da, m/z = 714.84%2) was used as an internal standard.
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Figure 3: Colorectal cancer data, peaks from 40 samples presented as points in
two-dimensional space. Retention time dimension units are seconds.
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DBSCAN O(nlogn)

The idea of the algorithm i1s that for each clustered point the area within
the specified radius € should contain at least MinPts points, where MinPts is a
parameter of the algorithm. The algorithm 1s based on the notion of two points being
density-reachable with regards to parameters € and MinPts. The e-neighborhood
of point p , N.(p) is the area of radius £ and center at point p. Take two points, p
and g. Point q 1s directly reachable tfrom p if g belongs to the e-neighborhood (i.e.
to the area of £ radius) of p. In turn, points p and q are density-reachable if there
exists a path p;...., px, where p = p; and ¢ = p, such that p;; 1s directly reachable
from p;.
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Figure 4: Colorectal cancer data clustered with the DBSCAN algorithm, ¢,, = 5,
e = 30, minPts = 10. Picture on the right presents fragment of the data in
greater detail. The cluster colors are recycled.
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Figure 5: Example of clustering acquired for one of the preliminary clusters from
Figure 4 of size 999. a) —1) stand for fitted models: a) A\ Bi: b) AB: ¢) A\ B: d) ABy;
e) — 1) All the models have deviation in the m/z dimension fixed to 0.04, retention
time deviations are: e) 50 f) 100 g) 200 h) estimated from the data, the same for
every cluster 1) estimated from the data for each cluster.
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R
—— " TR
FDR(t) = szr i/

Figure 12: FDR statistic computed for the T-test and Random Forest based feature
selection. The vertical axis shows different values of the score assigned to attributes,
the horizontal axis shows FDR test values. a) — 1) stand for fitted models: a) A\ By;
b) AB:c) \.B:d) AB: e) —1) All the models have deviation in the m/z dimension
fixed to 0.04, retention time deviations are: e) 50 f) 100 g) 200 h) estimated from
the data, the same for every cluster 1) estimated from the data for each cluster.
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Doceniajgc teoretyczng elegancje algorytmu EM musimy odnotowac, ze
jego zbiezno$é jest dos¢ powolna (tylko liniowa). Kolejng wada jest, ze znaj-
duje on jedynie lokalne maksimum funkcji L(0) oraz jest bardzo wrazliwy na

~ (0
wybor poczatkowych wartosci 7%,({0), /lg)) i Z;) dlak=1,... K.
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3 Algorytm k-Srednich

W modelach z uzyciem mieszanin rozkladéw normalnych Srednie dla grup
p. byly poprawiane z pomocg wazonych Srednich obserwacji x;. Wagl w;
odpowiadaly warunkowym prawdopodobienstwom zdarzenia, ze i-ta obserwacja
pochodzi z grupy k. Te prawdopodobienstwa byly wysokie dla obserwacji
lezacych w poblizu srodka grupy czyli wartosci p,..
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Na tym pomysle opiera sie algorytm k-Srednich |4], ktéry moze by¢ postrze-
gany jako pewne uproszczenie algorytmu EM. Zamiast wylicza¢ wyrafinowane
wagl przypisujemy wszystkie obserwacje do najblizszej grupy, tzn takiej ktore;
aktualny srodek 1, polozony jest najblizej. > Nastepnie poprawiamy poloze-
nie Srodkéw liczac Srednig arytmetyczng wszystkich obserwacji przypisanych
do danej grupy.

SMowimy caly czas o obserwacjach w RP oraz odleglosci euklidesowe].
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Dla odpowiednio dobranych wartoSci poczatkowych ﬂ&u), . ,ﬂ%) algo-

rytm k-Srednich powtarza nastepujace dwa kroki dla h =1,2, .. .:

e Dla kazdej obserwacji x; znajdZ najblizszy Srodek ﬂ(h_l)

obserwacje do grupy o tym Srodku.

1 przypisz te

e Popraw Srodki grup przez policzenie Sredniej] w kazdej grupie:

- () 1
= xX;
ol rozmiar grupy k Z

obserwacje x; nalezace do grupy k
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Mozemy powiedzieé¢, ze algorytm k-Srednich znajduje grupy i poprawia
ich $rodki ,na sztywno”, w przeciwienstwie do algorytmu EM, ktoéry bardzie]
elastycznie wylicza (warunkowe) prawdopodobieristwo, ze dana obserwacja
pochodzi z klasy k. Podzial przestrzeni jaki otrzymujemy w wyniku algo-
rytmu k-Srednich nazywamy regionami Voronoi.

28 April 1868-20 November 1908
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Mozna pokazac¢, ze szybko$¢ zbieznosci dla algorytmu k-$rednich jest duzo
wieksza niz dla algorytmu EM. Z tego powodu uzywa sie czesto znalezionego
przez k-Srednie grupowania, jako poczatkowych wartosci w algorytmie EM.

Podobnie jak algorytm EM, algorytm k-Srednich jest bardzo wrazliwy na
wyboOr wartosci poczatkowych. Czesto stosowang strategig jest poréwnanie
wielu przebiegdéw algorytmu dla réznych wartosci poczatkowych. Jesli za
kazdym razem uzyskamy inne grupowanie mozemy wywnioskowac, ze danych,
z ktorymi pracujemy, nie daje sie w sensowny sposOb pogrupowac.
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4 Algorytm k-median

Algorytm k-§rednich uzywa odleglos$ci euklidesowej. Jako jego uogodlnienie
zaproponowano algorytm k-median, ktory uzywa dowolnej miary odlegtosci.
Czg¢sto przyjmujemy, ze d;j—|z,—z; Oraz wymagamy, zeby Srodki grup byly
tozsame z pewng obserwacja nalezaca do danej grupy, czyli g, = z., dla
pewnego c.

0

representative
cluster object ad
o

= S representative
clustar object

number of cdusters: 4
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Algorytm powtarza nastepujace dwa kroki, az grupowanie przestanie sie
zmieniac:

o Kazda obserwacje x; przypisz do grupy k, ktorej srodek 1, = ., min-
imalizuje dick-

e Dla kazdej grupy k (gdzie £k = 1,...K) znajdZ centroid, czyli ob-
serwacje ., , ktéra minimalizuje:

Z dick

e®® obserwacje x; nalezace do grupy k
©) @
@0 90
©
0]
@ 0 @ o
o O@Q ©) O O
00 e “o°
®) O
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Inicjalizacja algorytmu k-median nastepuje najczesciej przez wylosowanie
indeksow srodkéw grup ze zbioru {1,...n} (bez zwracania).
Algorytm k-$rednich minimalizowal rozrzut obserwacji w grupach mier-

zony jako:
K
aK =) D i — || (4)

k=1 obserwacje x; nalezace do grupy k

Analogicznie algorytm k-median minimalizuje:

K
Z Z diCk

k=1 obserwacje x; nalezace do grupy k
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Niestety obydwa algorytmy nie gwarantuja zbieznosci do wartoSci minimal-
nej.
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Zastanéwmy sie jaszcze jak dobierac¢ liczbe grup K. Narzucajace sie
rozwigzanie to wizualizacja danych, o ile sa ,niskowymiarowe”. Jezeli dane,
ktore analizujemy, majg wysoki wymiar mozemy zastosowa¢ skalowanie wielowymi-
arowe, ktore bedzie przez nas omawiane niebawem, zeby ten wymiar zm-
niejszy¢. Niektorzy autorzy proponujg zastosowac techniki analizy dyskrymi-
nacyjnej, w celu uzyskania podzialéw na grupy.

Wspomnijmy jeszcze o zaproponowanym przez libshiraniego, Waltera 1
Hastie podejsciu zwanym statystyka odstepu. Pomyst polega na tym zeby
obliczaé¢ warto$¢ «a;, ze wzoru (4) dla kolejnych K = 1,2,... 1 wybieraé¢ taka
wartosé, dla ktorej réznica pomiedzy kolejnymi o jest minimalna.
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